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Resumen

La Programacion Logica Inductiva (ILP) induce conceptos a partir de un conjunto de
ejemplos negativos, un conjunto de ejemplos positivos, y un conocimiento previo. La ILP
ha sido utilizada en tareas dentro de diversas dreas como procesamiento de lenguaje natu-
ral, disefio de malla para elementos finitos, mineria de redes, robdtica, descubrimiento de
nuevas drogas en farmacéutica, etc. Los conjuntos de datos utilizados, usualmente, contie-
nen atributos numéricos y categdricos, sin embargo, son pocos los sistemas de aprendizaje
relacional que son capaces de manejar ese tipo de datos de manera eficiente. Esta tesis
presenta un método evolutivo, llamado “Agrupamiento y discretizacion para el enriqueci-
miento del conocimiento previo” (en inglés Grouping and Discretization for Enriching the
Background Knowledge - GDEBaK), el cual, permite manejar atributos numéricos y ca-
tegoricos. Este método utiliza operadores evolutivos para crear y probar diferentes puntos
de division (en el caso de los atributos numéricos) y subconjuntos de valores (en el caso de
los atributos categdricos) de acuerdo a una funcién de aptitud. Después, los mejores pun-
tos de division y subconjuntos de categorias son agregados al conocimiento previo, antes
de realizar el proceso de aprendizaje, para que sean utilizados durante la construccion de
la teoria final. Implementamos GDEBaK embebido en el sistema Aleph y 1o comparamos
con la discretizacion perezosa del sistema Aleph y con la discretizacion llevada a cabo
por el sistema Top-down Induction of Logical Decision Trees (TILDE) [6]. Aleph es uno
de los sistemas de ILP mas usados para aprender conceptos que necesitan gran poder de
representacion [55], y es uno de los més importantes en ILP ya que posee funcionalidades
de otros sistemas como Progol, FOIL, FORS o TILDE. Los resultados obtenidos muestran
que el método presentado mejora la precision de las teorias finales y reduce el niimero de
reglas en la mayoria de los casos.

Palabras clave: atributos categoricos, discretizacion, agrupamiento, ILP, atributos nu-
méricos.
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Abstract

Inductive Logic Programming (ILP) induces concepts from a set of negative examples,
a set of positive examples, and background knowledge. ILP has been applied on tasks in
areas such as natural language processing, finite element mesh design, network mining,
robotics, drug discovery, and more. These datasets typically contain both numerical and
categorical attributes; however, few relational learning systems efficiently handle such da-
ta. This thesis introduces an evolutionary method called "Grouping and Discretization for
Enriching the Background Knowledge (GDEBaK),”which enables the handling of nume-
rical and categorical attributes. This method employs evolutionary operators to create and
test different split points (for numerical attributes) and subsets of values (for categorical
attributes) based on a fitness function. Subsequently, the best split points and category sub-
sets are added to the background knowledge before the learning process, to be used during
the induction of the final theory. We implemented GDEBaK embedded in the Aleph sys-
tem and compared it with Aleph’s lazy discretization and the discretization performed by
the Top-down Induction of Logical Decision Trees (TILDE) system [6]. Aleph is one of
the most widely used ILP systems for learning concepts that require high representational
power [55]. It is crucial in ILP, incorporating functionalities from other systems such as
Progol, FOIL, FORS, or TILDE. The obtained results indicate that the presented method
improves the accuracy of final theories and reduces the number of rules in the majority of
cases.

keywords: categorical attributes, discretization, grouping, ILP, numerical attributes.
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Capitulo 1

Introduccion

“Nunca sabes cuan fuerte eres
hasta que ser fuerte es la inica
eleccidn que tienes. Y cuando esto
sucede, eres intocable.”

Chuck Palahaniuk

El aprendizaje maquinal - AM, junto con el procesamiento del lenguaje natural, la re-
presentacion del conocimiento y el razonamiento automadtico, es uno de los campos mas
importantes de la inteligencia artificial, ya que estd considerado dentro de las capacidades
que debe tener una computadora para pasar la prueba de Turing y poder decir que tiene
inteligencia [60]. E1 AM consiste en el disefio e implementacién de algoritmos capaces
de adaptarse a un entorno cambiante y de identificar patrones. La definicion de AM mas
aceptada es la que nos proporciona Tom Mitchell: “Se dice que un programa aprende de la
experiencia F respecto a una tarea /', y una medida de rendimiento P, si su rendimiento al
realizar la tarea 7', medido por P, mejora con la experiencia £ [47]. Las aplicaciones de
los algoritmos de AM son muy variadas, ya que estas pueden ser diagndstico médico, fil-
tracion de correo no deseado, deteccion de rostros, deteccion de fraudes, disefio de nuevos
farmacos, robodtica, etc.

Dependiendo del tipo de tarea, el AM se divide principalmente en tres tipos: el apren-
dizaje predictivo o supervisado consiste en inducir una hipétesis o modelo que mapee un
conjunto de ejemplos (conjunto de entrenamiento) a una variable objetivo. Si la variable
objetivo es nominal entonces nos referimos a una tarea de clasificacion y si la variable
objetivo es de tipo real entonces estamos hablando de una tarea de regresion. La hipote-
sis inducida es usada para predecir la clase o el valor numérico de ejemplos no utilizados
durante el aprendizaje. El segundo tipo de aprendizaje es el descriptivo o no supervisado
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para el cual no existe una variable objetivo a la cual mapear los ejemplos, en este caso
el propdsito es inducir los patrones que describan grupos de ejemplos con caracteristicas
o distribuciones similares. Los algoritmos de agrupamiento son ejemplos de este tipo de
aprendizaje. El tercer tipo es el aprendizaje por reforzamiento en el cual el aprendizaje
no estd guiado por una variable objetivo. En este caso se le indica al algoritmo si esta
realizando bien su tarea o no, de esta forma se busca maximizar un valor numérico que
representa una recompensa.

Por otro lado, desde el punto de vista del formato del conjunto de entrenamiento, las
técnicas de AM se pueden clasificar en dos grupos:

Aprendizaje proposicional. En este tipo de aprendizaje, también llamado atributo-
valor, los ejemplos se representan en una sola tabla, y la hipotesis inducida se interpreta
por medio de la 16gica proposicional. En este cada, ejemplo se representa por un conjun-
to fijo de caracteristicas llamadas atributos. Con este tipo de representacion el conjunto
ejemplos se puede ver como una coleccioén de pares atributo-valor. La Tabla 1.1 muestra
un conjunto de entrenamiento donde cada ejemplo representa un cliente bancario. A a su
vez, cada ejemplo estd caracterizado por su nombre, género, edad, balance bancario, y
numero de tarjetas de crédito [34].

Nombre | Género | Edad | Balance | Tarjetas de crédito
Ritchie Masculino | 43 4,000 2
Rendell Femenino | 12 -2,000 0
Gross Femenino | 81 85,000 0
Ferguson | Masculino | 62 26,000 |1
Smith F 27 1,000 3

Tabla 1.1: Ejemplo de un conjunto de entrenamiento para aprendizaje proposicional.

Otras caracteristicas de este tipo de aprendizaje son: cada ejemplo tiene el mismo
nimero de atributos y puede verse como un punto en un espacio de n dimensiones (donde
n es el nimero de atributos). Algunos algoritmos de aprendizaje proposicional son: drbo-
les de decision, k-vecinos mds cercanos, regresion lineal, maquinas de soporte vectorial,
etc.

Aprendizaje relacional. Este se caracteriza por la alta complejidad que puede tener ca-
da ejemplo y porque ademads, los ejemplos pueden estar relacionados entre si. A diferencia
del proposicional, en el aprendizaje relacional los ejemplos son objetos estructurados que
se componen de partes que pueden estar conectadas de diferentes formas.

Uno de los ejemplos més conocidos de este tipo de aprendizaje es el de los trenes este-
oeste de Michalski [45]. En este la tarea de aprendizaje es clasificar los trenes de acuerdo
a la direccion que siguen: este u oeste. El conjunto de entrenamiento se compone de diez



trenes, cinco de los cuales va al este y el resto al oeste, ver Figura 1.1. Por otro lado, cada
tren estd formado por una serie de carros cuyas caracteristicas son:

Longitud: largo o corto.

Forma: elipse, rectangulo abierto, rectangulo cerrado, etc.

Cargamento: circulo, tridngulo, cuadrado, rectdngulo o rombo.

Numero de cargamento: 1, 2 o 3.

Numero de llantas: 2 o 3.

Este problema es de tipo relacional porque cada ejemplo tiene una estructura compleja
a diferencia de un ejemplo proposicional. Es decir, cada tren se compone de uno o mas
vagones, y a su vez cada vagon tiene las caracteristicas mencionadas anteriormente. En
este caso dos o mds vagones estdn relacionados entre si cuando pertenecen al mismo tren.

1. Trenes que van al este 2. Trenes que van al oeste
rloH o oo o} 1. s HoooHI
1
2 [oo = a - 2 [ a o I
] |
s [V 1<a>] o | {F 3. Lo -1l
o |2 -G a 1\ a5 o \o/ o HE==91 N\ o £ 19—

Figura 1.1: Los trenes este-oeste de Michalski es un ejemplo de aprendizaje relacional.

Asi que en lugar de poner esta informacion en una tabla atributo-valor es necesario un
lenguaje que permita describir cada ejemplo de manera adecuada sin perder informacion.
Un lenguaje apropiado para esto es Prolog que esta basado en la l6gica de primer orden.
Por ejemplo, si queremos expresar que el tren nimero 1 que va al este tiene dos vagones
cortos y dos largos escribir los hechos mostrados en la Figural .2:

Después, cada caracteristica de los vagones (si esta abierto o cerrado, nimero de llan-
tas, etc.) también puede ser descrita por medio de hecho o reglas, ver Figura 1.3
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[

al_este (trenl ). % Tren 1 que va al este
tiene_vagon (trenl , vagon_10).
tiene_vagon (trenl , vagon_11).
tiene_vagon (trenl , vagon_12).
tiene_vagon (trenl, vagon_13).

corto (vagon_10).
corto (vagon_11).
largo (vagon_12).
largo (vagon_13).

Figura 1.2: Estos hechos describen que el tren 1 va al este, y también indican cudles son
los vagones que pertenecen a dicho tren.

num_llantas (vagon_10, 2).
num_llantas (vagon_11, 3).
num_llantas (vagon_12, 2).
num_llantas (vagon_13, 2).

abierto (vagon_10).
abierto (vagon_11).
abierto (vagon_13).
cerrado (vabon_12).

Figura 1.3: Descripcion en Prolog de los vagones del tren 1.

1.1. Motivacion

La presente tesis estd ubicada dentro del marco de la ILP, la cual estd definida como la
interseccion entre el aprendizaje maquinal y la programacion légica [50]. De esta manera
los programas o aprendices ILP llevan a cabo la induccion de una teoria 7' (conjunto
de reglas o hipétesis) a partir de un conjunto de ejemplos positivos £+, un conjunto de
ejemplos negativos £~y de informacion del dominio del problema llamada conocimiento
previo B. Tanto la teoria T' como los conjuntos de ejemplos £, E~ y el conocimiento
previo B estan representados en el lenguaje de la 16gica de primer orden.

La tarea de la ILP, como en cualquier aprendizaje inductivo, puede ser vista como
un proceso de busqueda, en el cual, el objetivo es encontrar la mejor teoria posible [46].
Esta tarea es llevada a cabo por un algoritmo o aprendiz descrito principalmente por tres
caracteristicas: la estrategia de biisqueda define como explorar el espacio de busqueda para
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encontrar la hipotesis. La heuristica es el criterio que permite decidir cudl es el camino mas
prometedor, dentro del espacio de busqueda, para encontrar la hipdtesis que se busca. La
tercer caracteristica es el espacio de biisqueda el cual es el conjunto de todas las posibles
hipétesis que pueden ser inducidas. En ILP el espacio de bisqueda estd determinado por
el lenguaje de la légica de primer orden y por el sesgo de lenguaje. Este ultimo es un
mecanismo que restringe el espacio de busqueda [38], y en el contexto de la ILP esta
definido a partir de un vocabulario de simbolos de predicados, de funciones, de variables
y de constantes.

La motivacion del presente trabajo radica en el tercer punto (espacio de busqueda),
del cual reflexionamos lo siguiente: cuando el espacio de buisqueda tiene un lenguaje muy
restringido se vuelve més pequeno, por lo tanto es mas facil para el aprendiz realizar la
bisqueda, sin embargo es mds probable que la hipétesis inducida no explique de manera
correcta el concepto objetivo. Por otro lado, si el lenguaje no se restringe el espacio de
busqueda crecerd de manera exponencial haciendo imposible la busqueda dentro de ese
conjunto de hipétesis. La mayoria de los algoritmos ILP definen un sesgo de lenguaje
que provoca el trato de cada argumento como un atributo univalor ya que al inducir una
hipdtesis estos algoritmos prueban por argumento un solo valor constante a la vez. Esta
restriccion en el lenguaje puede afectar tanto a la calidad de las teorias inducidas (preci-
sion y expresividad) como a la eficiencia de los algoritmos ILP (crecimiento exponencial
del espacio de busqueda y por lo tanto del tiempo de ejecucion). Por ejemplo, si el obje-
tivo es inducir con un sesgo de lenguaje convencional una teoria que explique de manera
general los casos en que una persona es adulta tomando en cuenta su edad, obtendremos
un conjunto de hipétesis como la siguiente':

adulto (A) :— edad(A,19).

La cldusula anterior es una regla que indica que una persona A es un adulto si tiene 19
afios. Evidentemente una teoria que explique de manera general el concepto de “adulto”
necesitard muchas reglas como la anterior. De hecho una regla por cada persona mayor
a 18. Al final tendremos una teoria poco expresiva ya que tendra una gran cantidad de
reglas y por lo tanto sera dificil de interpretar. Ademdas no debemos descartar el caso en
que la teoria inducida no tenga una regla para ciertas edades, en este caso la teoria no sera
precisa.

La problematica anterior también se da con los atributos categdricos multivalor (que
tienen muchas categorias). Supongamos que un sistema ILP construyo las siguientes seis
hipétesis para determinar si una pelicula le gusta a una persona A tomando en cuenta su
ocupacion y el género de la pelicula. Como podemos apreciar en la Figura 1.4 se construye

'Se utiliza la notacién del lenguaje Prolog para representar hechos, cldusulas y literales.
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una regla por cada género, y si dicho género le gusta a personas de distintas ocupaciones,
entonces se crea una regla por cada ocupacion. Esto sucede en el caso de las peliculas de
terror ya que se crean dos reglas con este género. Evidentemente entre mds posibles va-
lores tenga el segundo argumento de los predicados ocupacion/2 y genero/2 més hipotesis
serdn inducidas en la teoria final, haciéndola mas dificil de interpretar.

leGusta(A,Peli ):— ocupacion(A, estudiante ), genero( Peli, terror ).
leGusta (A,Peli ):— ocupacion(A, estudiante ), genero( Peli, cienciaFiccion ).
leGusta (A,Peli ):— ocupacion(A, estudiante ), genero( Peli , accion ).

leGusta(A,Peli ):— ocupacion(A,empleado),genero( Peli, terror ).
leGusta(A,Peli ):— ocupacion(A,empleado),genero( Peli ,comedia).
leGusta (A, Peli ):— ocupacion(A,empleado),genero( Peli , gore ).

Figura 1.4: Ejemplo de teoria que indica que a una persona A le gustard una pelicula de
terror, ciencia ficcion o accion si es un estudiante. También describe que a una persona A
le gustard una pelicula de terror, comedia o gore si es un empleado.

En este punto podemos preguntarnos lo siguiente:

= ;Como enriquecer el conocimiento previo con la informacién dada en los argumen-
tos numéricos y categoéricos?

= Dicho enriquecimiento ;Mejorara la precision y la expresividad de las teorias indu-
cidas?

= ;Es posible hacer esto en cualquier sistema ILP sin importar si es top-down o bottom-
up?

Para responder a estas preguntas en este trabajo se propone el uso un algoritmo genéti-
co para encontrar los mejores puntos de divisién para cada argumento numérico y los
mejores subconjuntos de categorias para cada argumento categérico. Dicha informacion
junto con predicados auxiliares se agrega al conocimiento previo antes de iniciar el proce-
so de induccidn. Al hacer esto el sesgo de lenguaje permite un conjunto de predicados més
rico con el cual se pueden inducir hipdtesis mas precisas y de ser posible mds expresivas.
Como ejemplo de esto, las reglas mostradas en la Figura 1.5 describen los conceptos men-
cionados anteriormente pero con un lenguaje menos restringido, el cual incluye el uso de
desigualdades (en el problema de la mayoria de edad), de listas de valores categdricos (en
el problema de gustos cinematograficos). Sin embargo el uso de estos predicados adicio-
nales y de nuevos valores numéricos en la induccion de hipotesis no es trivial, y de hecho
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constituye una problemadtica en la ILP, ya que como se mencioné anteriormente un lengua-
je con pocas restricciones puede provocar un espacio de hipétesis imposible de explorar
en un tiempo razonable. Ademads los valores numéricos (como el punto de division para la
mayoria de edad o los coeficientes en el caso de la expresion lineal) y los subconjuntos de
valores categoricos (en el caso de gustos cinematograficos) agregados al lenguaje deben
ser determinados con diversos métodos que tomen en cuenta la naturaleza relacional de
los datos.

adulto (A) :— edad(A,Edad), Edad > 18.

leGusta (A, Peli ):—

ocupacion(A, estudiante ), genero( Peli ,[ terror , cienciaFiccion ,accion ]).
leGusta (A, Peli ):—

ocupacion(A,empleado),genero( Peli ,[ terror ,comedia,gore ]).

administrar (P) :—
presion (P, Sist , Diast ), temp(P,Temp),0.12: Sist—.121+«Diast+1.2+Temp<0.

Figura 1.5: Ejemplos de reglas con manejo de atributos numéricos y categdricos.

1.2. Objetivo principal

El principal objetivo de esta tesis es disefiar e implementar en ILP métodos de analisis
univariable sobre atributos numéricos y categdéricos que mejoren la calidad de las teorias
inducidas, tanto en precision como en nimero de hipoétesis.

1.2.1. Objetivos particulares

= Realizar una revision del estado del arte de los métodos de andlisis univariable para
atributos numéricos y categoricos en aprendizaje proposicional y en ILP.

= Disefiar métodos univariable para el manejo de atributos numéricos y categoricos
que potencialmente puedan mejorar de manera significativa las teorfas creadas por
los sistemas ILP.
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= Probar si con el uso de los métodos disenados e implementados en ILP se obtie-
nen mejores teorias: mas precisas y con menor nimero de reglas (més faciles de
entender).

1.3. Organizacion del documento

El resto de este documento estad organizado de la siguiente manera. En el capitulo 2 pre-
sentamos los conceptos mds importantes que manejamos en el presente trabajo: aprendi-
zaje proposicional, aprendizaje relacional, programacion 16gica inductiva, discretizacion,
agrupamiento, proposicionalizacién, programacién légica de restricciones y algoritmos
genéticos. En el capitulo 3 repasamos las principales estrategias usadas en ILP para el
manejo de valores numéricos y categdricos. En el capitulo 4 detallamos nuestra propuesta
implementada en Aleph. El resultado de los experimentos llevados a cabo para compa-
rar nuestra estrategia con la discretizacion perezosa en Aleph y con la discretizacion en
TILDE se presentan en el capitulo 5. Finalmente, en el capitulo 6 presentamos nuestras
conclusiones y la linea a seguir para trabajo futuro en el manejo de atributos numéricos y
categoricos.



Capitulo 2

Conceptos Basicos

“Quien quiere hacer algo encuentre
un medio, quien no quiere hacer
nada encuentra una excusa.”

Proverbio arabe

En este capitulo se presentan los fundamentos basicos de aprendizaje maquinal, apren-
dizaje proposicional, aprendizaje relacional, y con mas detalle de la programacion 16gica
inductiva. Estos temas nos permitirdn de manera general ubicar la tesis dentro del aprendi-
zaje maquinal. Ademds se revisan los conceptos de discretizacion, agrupamiento, anélisis
discriminante, proposicionalizacidn, programacién légica de restricciones y algoritmos
genéticos, los cuales son fundamentales en el trabajo realizado para esta tesis. Estos temas
no se revisan a profundidad, sin embargo son relevantes para la comprension de los siste-
mas ILP y sus estrategias para el manejo de atributos numéricos y categoricos presentados
mas adelante.

2.1. Aprendizaje Proposicional y Relacional

Como se mencion6 anteriormente, dependiendo del formato del conjunto de ejemplos,
el aprendizaje maquinal se puede clasificar principalmente en dos tipos: el proposicional
y el relacional.

El aprendizaje proposicional, también llamado aprendizaje atributo-valor, es cual-
quier tarea de aprendizaje en la que cada ejemplo esta descrito como un vector de valores,
y cada posicion en el vector corresponde a un tnico atributo. El conjunto total de ejemplos
forma una tabla en la que cada renglon corresponde a un tnico ejemplo, cada columna

9
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representa un atributo (propiedad o variable), y las entradas de esta tabla son los valores
para los atributos definidos por cada ejemplo. En la tabla 2.1 se presenta un fragmento
del conjunto de ejemplos para el problema de clasificacion de plantas [22]. Como pode-
mos observar este conjunto de ejemplos tiene cinco atributos, de los cuales Especie es el
atributo clase.

Largo Sépalo | Largo Pétalo | Ancho Sépalo | Ancho Pétalo | Especie
5.4 3.5 1.4 0.2 Setosa

4.9 3.0 1.4 0.2 Setosa

4.9 3.1 1.5 0.1 Setosa
7.0 3.2 4.7 1.4 Versicolor
6.4 3.2 4.5 1.5 Versicolor
6.9 3.1 4.9 1.5 Versicolor
6.3 3.3 6.0 2.5 Virginica
5.8 2.7 5.1 1.9 Virginica
7.1 3.0 5.9 2.1 Virginica

Tabla 2.1: Fragmento del conjunto de datos del problema de clasificacion de Iris.

El objetivo de un algoritmo proposicional es encontrar una hipétesis que clasifique este
conjunto de ejemplos en una de las tres clases definidas. Una regla o hipdtesis podria ser
como la siguiente:

Si Ancho de Pétalo <= 0.6 Entonces Especie = Virginica

Otro ejemplo es la hipdtesis inducida por un generador de arboles de decision la cual
puede ser interpretada en el lenguaje de la 16gica proposicional como una conjuncién de
disyunciones. En la Figura 2.1 se muestra un arbol de decision para el mismo conjunto de
datos.

El aprendizaje relacional es aquella tarea en la cual los aprendices buscan hipétesis a
partir de un conjunto de datos donde los ejemplos tienen una estructura compleja (relacion
interna) o donde los ejemplos estan relacionados entre si (relacion externa). Este tipo de
aprendizaje es motivado principalmente por las limitaciones del aprendizaje proposicional.

El problema de mineria de datos en la movie internet dataset - imbd (www.imdb.com)
es un ejemplo de un problema de aprendizaje con relaciones externas (relaciones entre
ejemplos). En esta base de datos cada pelicula estad caracterizada por un nimero fijo de
atributos: afo, pais, ganancias, director. Sin embargo, los ejemplos estan relacionados en-
tre si a través de otras entidades. Por ejemplo, distintas peliculas pueden haber sido di-
rigidas por el mismo director. En este caso la tarea de aprendizaje podria consistir en la
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ancho_pétalo

<0.6 > 0.6

<4.95 > 4.95

clase: versicolor clase: setosa

Figura 2.1: Arbol de decisién que clasifica el conjunto de datos Iris.

prediccion de ganancias tomando en cuenta el director de la pelicula.

La bisqueda de patrones en compuestos quimicos es un ejemplo de aprendizaje rela-
cional donde los ejemplos tienen relaciones internas, ya que la estructura de cada com-
puesto quimico puede variar con respecto a la de otro. En este caso la complejidad interna
esta data por los componentes del compuesto: dtomos y el tipo de enlace que puede haber
entre los 4tomos.

Tratar con tareas de aprendizaje relacional no es trivial, ya que desde la representacion
del conjunto de ejemplos hasta la hipétesis final se tiene una tarea compleja. Algunos de
los métodos desarrollados para tratar con estos tipos de datos relacionales son: el apren-
dizaje a partir de grafos, la mineria de datos multi-relacional, el aprendizaje relacional
estadistico y probabilista, el aprendizaje relacional por reforzamiento y la programacion
l6gica inductiva - ILP. Ya que nuestro trabajo estd ubicado en la ILP, lo describimos con
mds detalle a continuacion.

2.2. Programacion Légica Inductiva

La programacion légica inductiva o Inductive Logic Programming - ILP, es un pa-
radigma dentro del aprendizaje relacional y estd definida como la interseccion entre el
aprendizaje maquinal y la programacion 16gica [50]. El principal objetivo de la ILP es
inducir una teoria 7" a partir de un conjunto de ejemplos positivos £, de un conjunto
de ejemplos negativos £, y de un conocimiento previo 5. La teoria, los ejemplos y el
conocimiento previo son representados como programas 16gicos, los cuales, estdn basados



12 CAPITULO 2. CONCEPTOS BASICOS

en el lenguaje de la I6gica de primer orden. Formalmente, esta tarea se puede describir en
términos de 16gica de primer orden como sigue:

Dados: un conjunto finito de cldusulas B, un conjunto finito de cldusulas £, y un
conjunto finito de cldusulas £~.

Encontrar: una teoria T' (conjunto de hipétesis o reglas), tal que BAT |= E* (comple-
ta)y BAT [~ E~ (consistencia). Si T" es completa y consistente entonces 7" es correcta.
Debe aclararse que I’ puede no ser precisa para ejemplos no usados en la induccion de 7'.

Como se mencion en la seccion 1.1, el espacio de bisqueda es esencial para describir
a un aprendiz o algoritmo ILP. Para definir el espacio de busqueda necesitamos estructu-
rarlo, y para ello es fundamental determinar una relacion de generalidad entre las cldusulas
de programa y un lenguaje, basado en el de la 16gica de primer orden, para construir cada
clausula de programa.

En la mayoria de los algoritmos ILP, el orden de generalidad viene dado por el concep-
to de §—subsuncion, el cual introduce un orden parcial entre las cldusulas, la Definicién
2.1 describe formalmente esta relacion.

Definicion 2.1. Subsuncion. Sean c y d dos cldusulas de programa. Decimos que c
f0—subsume a d si existe una sustitucion 0 tal que c0 C d [52]. Esta relacion es deno-
tada como ¢ < d.

De esta manera decimos que si una cldusula ¢ 6 —subsume a una cldusula d, denotado
por ¢ = d, entonces c es una cldusula mas general que d. Este cuasi-orden dado por la
6—subsuncion estructura el espacio de busqueda de tal manera que posible explorarlo para
realizar la busqueda de clausulas. Graficamente el espacio de busqueda ordenado puede
ser visto graficamente como un diagrama de Hasse o reticula, en el cual, las clausulas mas
generales estdn arriba y las més especificas estdn abajo, ver Figura 2.2.

Para buscar las hipétesis, en este caso clausulas, que formaran parte de la teoria final,
algunos algoritmos exploran la reticula a partir de las clausulas mas generales, es decir, de
arriba hacia abajo. Estos algoritmos son de tipo Top-Down. Otros algoritmos recorren la
reticula de abajo hacia arriba. Estos dltimos algoritmos son de tipo Bottom-Up. También
existen algoritmos ILP que combinan ambos tipos de recorrido.

Por otro lado el lenguaje del espacio de busqueda esta determinado por el lenguaje de
los programas 16gicos, basado a su vez en el de la 16gica de primer orden, formados por
clausulas de programa de la forma Head<—Body, donde Head es un atomo de la forma
p(X1, Xo, ..., X,) y Body es una conjuncién de literales Ly, Lo, . .., L,,. El vocabulario
de los simbolos de predicados L; estd dado por los predicados definidos en el conocimiento
previo. El sesgo de lenguaje restringe la forma de cada clausula de programa a partir del
vocabulario de los predicados en el conocimiento previo, de los simbolos de funcién y de
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Figura 2.2: Reticula del espacio de busqueda en ILP.

las constantes. Ademas si p esta dentro de los predicados permitidos en Body, entonces la
definicion de predicados recursivos estd permitida.

Independientemente de cdmo se realice la exploracion del espacio de bisqueda, la ma-
yoria de los algoritmos ILP sigue el proceso general llamado separar y vencer o algoritmo
de cobertura [7]. Esta estrategia consiste en producir un conjunto de reglas especializando
repetidamente una regla mas general. De manera que en cada iteracion se aprende una re-
gla que cubre un subconjunto de ejemplos positivos excluyendo a los ejemplos negativos.
Este proceso continua hasta que ya no haya mds ejemplos positivos que cubrir. Los argu-
mentos de entrada son un conjunto de ejemplos positivos £, un conjunto de ejemplos
negativos £~ y un conocimiento previo B. Este proceso es mostrado en el Algoritmo 2.1.

Algoritmo 2.1 Algoritmo ILP Genérico

1: procedure ALGORITMOILPGENERICO(E™, E~, B)

2 Teoria < ¢

3 while E* # ¢ do

4 Hipdtesis < aprende_hipdtesis(E*, E~, B)

5: Teoria < Teoria U {Hipdtesis}

6 B « B U {Hipdtesis}

7 Et « ET\ {Ejemplos cubiertos por Hipdtesis}
8 end while

9: return 7eoria

10: end procedure

La basqueda de hipétesis del algoritmo ILP genérico (paso 4) es el mds importante
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para cualquier aprendiz ILP que siga la estrategia de cobertura, ya que la manera de buscar
las hipétesis determina la calidad de la teoria final. Para realizar este proceso de busque-
da, los algoritmos ILP definen operadores, los cuales toman una hipétesis /' y devuelven
otra modificada, que aqui denotamos como H’. Tomando en cuenta el orden de genera-
lidad utilizado, hay dos tipos de operadores. Un operador de generalizacion, toma una
hipétesis H y devuelve otra mas general. Si la relacion de generalizacion esta dada por la
0—subsuncion entonces H' < H. Los dos operadores de generalizacién mds comunes son
la eliminacion de una literal del cuerpo de H (tomemos en cuenta que H = Head < Body)
y la sustitucién de una constante por una variable. Estos operadores son utilizados en es-
trategias de abajo hacia arriba (Bottom-Up). El otro operador es el de refinamiento, el cual
toma una hipétesis H y devuelve otra mds especifica. Con la relaciéon de §—subsuncion
tenemos que H = H'. En este caso los dos operadores, equivalentes con los de generali-
zacion, son la adicién de una literal al cuerpo de H y la sustitucién de una variable por una
constante. Los operadores de refinamiento son usados en estrategias de arriba hacia abajo
(Top-Down).

2.3. Discretizacion

Los datos manejados por los sistemas de aprendizaje maquinal o de mineria de datos
son en gran parte numéricos o continuos. Debido a esto, la mayoria de los sistemas propo-
sicionales y algunos de los aprendices ILP implementan procesos de discretizacion para
poder procesar de manera eficiente cada atributo numérico. Un algoritmo de discretizacion
divide el rango de un atributo continuo en intervalos, etiqueta cada intervalo con un valor
discreto y mapea los datos originales a los valores discretos [30].

Los principales objetivos de la discretizacion son: reducir el nimero de valores de cada
atributo, mejorar la calidad del conocimiento descubierto (es decir, representar el conoci-
miento de manera precisa, concisa y de fécil interpretacion), y mejorar el rendimiento del
algoritmo de aprendizaje (minimizar el tiempo de aprendizaje). Debemos aclarar que el
hecho de obtener hipdtesis de mejor calidad no asegura que el proceso de aprendizaje sea
mas rapido, sobre todo que el proceso de discretizacion lleva su tiempo.

Todo proceso de discretizacion tiene dos puntos muy importantes a tomar en cuenta:
por un lado es importante determinar el nimero de intervalos necesarios, este por lo gene-
ral lo determinan los usuarios, aunque algunos algoritmos son capaces de calcular el mejor
numero de intervalos posible. Por otro lado, es importante calcular el ancho de cada inter-
valo, el cual, es determinado por el algoritmo de discretizacion. En general todo proceso
de discretizacion debe tener tres pasos esenciales:

1. Ordenamiento. Ordenar los valores continuos del atributo a ser discretizado. Recor-
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demos que no siempre se discretizan valores continuos, p.e. se pueden discretizar
valores enteros. La ordenacion puede ser ascendente o descendente.

2. Division. De acuerdo a algtn criterio, dividir o unir (split o merge) los intervalos del
atributo (utilizando medidas de entropia, medianas estadisticas, etc.).

3. Criterio de paro Finalmente detenerse en algiin punto dependiendo del criterio de
paro especificado. Este puede estar determinado por el tamafio de los intervalos, el
numero de intervalos, o por la precision alcanzada.

Al igual que los algoritmos de aprendizaje, es posible clasificar los de discretizacion
dependiendo de diversos factores. Algunos de estos son los siguientes:

= Bottom-up y Top-down. Los métodos bottom-up comienzan con los valores del atri-
buto como puntos de corte potenciales, y el proceso va eliminando los puntos de
corte uniendo asf los intervalos (mezcla). Los métodos fop-down comienzan con to-
do el rango de valores del atributo y el proceso va encontrando los puntos de corte
dividiendo cada vez los nuevos intervalos.

» Supervisados y no supervisados. También llamados los métodos no supervisados,
son aquellos que no toman en cuenta la informacion proporcionada por las clases. En
cuanto a los supervisados [12] son los métodos que toman en cuenta la informacién
de las clases para determinar los puntos de corte. La mayoria de los métodos son
supervisados y estos pueden seleccionar los intervalos (del rango de valores del
atributo a discretizar) basandose en el error de los datos de entrenamiento, en la
entropia de los intervalos o en medidas estadisticas.

» Univariable y multivariable. Los métodos de discretizacion univariable dividen un
sOlo atributo a la vez. Por otro lado los multivariables consideran las relaciones
existentes entre los atributos durante el proceso de discretizacion.

» Globalesy locales. Los métodos globales discretizan todo el espacio del conjunto de
entrenamiento una sola vez. Los métodos locales permiten la formacién de diferen-
tes conjuntos de intervalos para cada atributo y son aplicados en diferentes contextos
de clasificacion. En el caso de los arboles de decision se pueden tener distintas dis-
cretizaciones de algun atributo, y cada discretizacion es aplicada a diferentes nodos
en diferentes niveles del arbol inducido.

El algoritmo de discretizacion mas utilizado en ILP es el que estd basado en el principio
de descripciéon minima (minimum description length principle - MDLP) [20]. El algoritmo
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2.2 muestra este proceso de discretizacidn para un atributo numérico S con M ejemplos.
Primero, se ordenan de menor a mayor los valores de S, y se crean n puntos de divisién
candidatos. Cada punto de division candidato es el valor intermedio entre dos valores de
S sucesivos. Para cada punto ¢; se generan dos subconjuntos 57, .S, donde S; contiene los
valores de S menores a t; y Ss los mayores a ;. Después, se calcula la entropia para cada
subconjunto S; :

k
Ent (S;) = —»_ P(C;,8;)log (P (C;, S;))
i=1
Donde £ es el nimero de clases y (C;, S;) es la proporcion de ejemplos de S; perte-
necientes a la clase C;. Con la entropia de cada subconjunto se calcula la informacion de
entropia para t;:
S S,
5] 5]
Una vez que se tiene la informacion de entropia para todos los puntos de division
candidatos, se elige el de menor entropia, a este punto lo denotamos ?,,,;,, y se calcula su
ganancia de informacion:

Gain (tmin, S) = Ent (S) — E (tmin, S)

Finalmente, se aplica el criterio MDLP, el cual indica que el punto de division ¢,,;,
serd rechazado para dividir a S si la ganancia de informacioén de ¢,,,;, €s menor a un costo,
en caso contrario el punto de divisién es aceptado y el algoritmo se aplica a S, S5 . El
costo con el que se compara la ganancia de informacion de t,,;, es el siguiente:

log(M —1)  A(tmin, S)
MM
Donde A (tmin, S) = log (3" — 2)—[kEnt (S) — kiEnt (S1) — ko (S2)], k es el nime-
ro de clases, y ki, ko es el nimero de ejemplos para Sy, Sy respectivamente.
La entropia y el principio de longitud de descripcion minima son dos conceptos impor-
tantes para el proceso de discretizacion explicado anteriormente, por lo que los revisamos
a continuacion.

Entropia

En el contexto de la mineria de datos y del aprendizaje maquinal, la entropia mide
el grado de certidumbre en un sistema. Por ejemplo si tenemos una bolsa con pelotas



2.3. DISCRETIZACION 17

Algoritmo 2.2 Algoritmo de discretizacion MDLP

1: procedure DISCRETIZACIONMDLP(Atributo: .S, Nimero Ejemplos: M)
2 Ordenar valores de S en orden ascendente

3 Crear los puntos de division candidatos 4, ts, ..., 1,

4: for i+ 1,ndo

5: Crear subconjuntos S; y S, con ¢;

6 Calcular entropia de S; y S

7 Calcular informacién de entropia de ¢;

8 end for

9: tmin < Obtener punto de division con menor informacion de entropia
10: Calcular ganancia del punto de division t,,;,, denotada como gain(tn, S)
11: if gain(t,in, S) < log(%_l) + A(ﬁs) then
12: Regresar nulo
13: else
14: Crear subconjuntos S y So con ¢,
15: tizq < MDLP(S,, ejemplos en Sy : M)
16: tger < MDLP(Ss, ejemplos en Sy : M)
17: Regresar t,in, tizg, tder
18: end if

19: end procedure

de colores, y debemos sacar una sin ver, y ademas todos los colores tienen la misma
probabilidad de ser elegidos, decimos que la entropia del sistema (la bolsa con pelotas) es
maxima, es decir que existe mucha incertidumbre sobre el color que serd elegido. En este
caso la medida méxima de entropia es 1. Por otro lado si todas las pelotas son del mismo
color, entonces no habra incertidumbre sobre el color que tendra la pelota seleccionada, en
este caso la medida de la entropia minima es 0. Aplicando esta idea a nuestro entorno, el
objetivo es discretizar un conjunto de valores continuos .S. Es decir encontrar uno o mds
puntos de division (split points) que divida a S en dos 0 mds subconjuntos Sy, . . ., S, cuya
entropia sea minima. Dicho de otro modo se desea tener la certeza (poca incertidumbre)
que los elementos de cada uno de estos subconjuntos tengan la misma clase. Entre mas
elementos pertenezcan a una misma clase, decimos que el conjunto es mas puro. Si todos
los elementos pertenecen a la misma clase (v.g. pelotas del mismo color) entonces decimos
que es puro: entropia = 0.
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Principio de Longitud de Descripcion Minima

El principio MDLP indica que la mejor teoria es aquella que tiene mayor compresion
de datos. Tiene mucha relacioén con la navaja de Occam [3], la cual indica que la mejor
teoria es la mas pequeina que pueda explicar todos los ejemplos. De alguna manera MDLP
es una generalizacion de la navaja de Occam, pero desde el punto de vista de la teoria
de la informacién [61]. El uso de MDLP como criterio de paro para detener el algoritmo
recursivo mostrado en 2.2, tiene como objetivo evitar que se creen demasiados puntos de
divisién que no aporten informacion adicional innecesariamente. Y en el algoritmo creado
por Fayyad e Irani [20], el MDLP permite tener nodos con divisiones multiples pero mas
compactos.

2.4. Agrupamiento

Una de las técnicas mds importantes para la mineria de datos y para el aprendizaje
maquinal es el agrupamiento (clustering). Un algoritmo de agrupamiento es aquel que
toma un conjunto de objetos, y lo parte en una serie de grupos (clusters) de tal manera
que los objetos dentro de un mismo grupo son similares entre si, y los objetos de distintos
grupos son diferentes [29]. Un concepto importante dentro de la definicion anterior es el
de similitud ya que en la mayoria de problemas resulta subjetivo afirmar si dos objetos son
similares o no. Por ejemplo, en una base de datos de clientes de un stipermercado cuyos
atributos son edad, direccion e ingresos, podriamos definir que dos clientes son similares
si viven dentro de la misma zona postal, o si su ingreso es mayor a diez salarios minimos.
En el primer caso hablamos de qué tan cerca viven los clientes unos de otros, por lo tanto
la distancia es una medida muy importante para la formaciéon de grupos a partir de la
direccion. En el segundo caso la similitud entre los clientes se basa en el salario. Para la
creacion de los grupos es necesario determinar qué tan cercanos son los objetos entre si.
Para ello se tienen medidas de similitud y de distancia. La similitud es una medida para
indicar cuanto se parecen dos objetos, es decir, entre mayor sea la similitud, mas cercanos
se considerardn entre si. Por otro lado, si se utiliza la distancia para crear los grupos, dos
objetos se considerardn mds cercanos cuanto menor sea la distancia entre ellos. Algunas
medidas de distancia son: la distancia Euclidiana [43 ], 1a distancia Mahalanobis [43], y la
distancia Minkowski [29]. También es posible determinar medidas de similitud para otro
tipo de datos como los categodricos, los binarios o incluso datos mixtos.

Los algoritmos de agrupamiento utilizan principalmente una de las dos siguientes es-
tructuras de datos.

» Matriz de datos. Esta matriz, también llamada estructura objeto por variable, repre-
senta los n objetos del conjunto de entrenamiento y sus p atributos. Al igual que la
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estructura utilizada por los algoritmos atributo valor, esta matriz tiene n renglones y
p columnas donde cada renglén es un objeto y cada columna un atributo.

» Matriz de disimilitud. Esta estructura, llamada también matriz objeto por objeto o
de distancias, almacena todas las proximidades o distancias que hay entre cada par
de objetos. Por lo general esta matriz es una estructura como la siguiente:

0
d(2,1) 0
d@3,1) d@3,2) 0

_d(n.,l) d(r;,Z) ... 0

Donde d(i, 7) es la distancia o disimilitud medida entre los objetos 7 y j. En general,
d(i, 7) es un niimero positivo el cual puede ser cercano a cero cuando los objetos i y
Jj son muy cercanos entre si. Por definicion d(i,j) = 0sii = j.

Todo proceso de agrupamiento es una técnica de clasificaciéon no supervisada. Cual-
quier proceso de agrupamiento se compone al menos de los siguientes cuatro pasos basi-
COs.

1. Seleccion de atributos. Este paso consiste en buscar y extraer un subconjunto de
atributos lo més pequefio posible pero que permita descubrir grupos que se den de
manera natural y que sean interesantes.

2. Seleccion o diserio del algoritmo de agrupamiento. En este paso se define la medida
de proximidad o similitud entre los objetos y la funcién de criterio. La funcién de
criterio proporciona una medida para evaluar la calidad de los grupos generados du-
rante el proceso de agrupamiento. También permite comparar diferentes soluciones
de manera que se pueda elegir la mejor. Es importante sefialar que tanto la medida de
proximidad como la funcidn de criterio determinan los grupos creados, sin embargo,
la parte subjetiva sigue siendo inherente al proceso de agrupamiento.

3. Validacion de grupos. En este caso se determina la calidad del agrupamiento rea-
lizado utilizando principalmente dos tipos de medidas: validacién de agrupamiento
externo, y validacién de agrupamiento interno. La diferencia entre estos dos tipos
de medidas es que las externas usan informacion que no estd presente en el conjun-
to de entrenamiento mientras que las internas verifican la calidad del agrupamiento
utilizando tnicamente la informacién contenida en el conjunto de entrenamiento.
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4. Interpretacion de resultados. El cuarto paso de todo proceso de agrupamiento es
la interpretacion de los grupos finales, ya que estos deben proporcionarle al usuario
informacion util acerca de los datos utilizados en el agrupamiento.

Dentro de los algoritmos de agrupamiento disponibles, destacan los siguientes dos ti-
pos: el agrupamiento jerdrquico crea una descomposicion de jerarquias que puede ser
aglomerativa (bottom-up) o divisiva (top-down). En el primero, cada objeto forma inicial-
mente un grupo, de tal manera que en cada paso del algoritmo los objetos similares entre
si se van uniendo para formar los grupos finales. Por otro lado, en el modo divisivo, el con-
junto total de objetos forma un tnico grupo el cual se va dividiendo conforme se ejecuta el
algoritmo. Al final del proceso, ya sea aglomerativo o divisivo, los grupos finales pueden
ser representados por medio de un dendrograma. En la Figura 2.3 podemos ver un agrupa-
miento jerarquico tipico con su correspondiente dendrograma. En este caso los objetos 4
y b pertenecen a un grupo y el 1 y 3 a otro, sin embargo estos cuatro objetos pertenecen a
un grupo de mayor jerarquia representado en color pirpura. Y este ultimo grupo junto con
el objeto 2 pertenecen a un grupo de mayor jerarquia representado en rojo.

Figura 2.3: El agrupamiento jerarquico crea una serie de grupos que pueden ser represen-
tados por medio de un dendrograma.

El otro tipo de agrupamiento es el particional, el en cual el objetivo es crear ¢ grupos
disjuntos. Para ello el algoritmo comienza con una serie de grupos creados aleatoriamente
de tal manera que en cada iteracion se reubican los objetos creando una particion diferente
a la anterior. Este proceso continda hasta que la nueva particion ya no mejore a la anterior.

Datos categoricos. Uno de los tipos de datos mas comunes en las bases de datos es el
categorico ya que frecuentemente nos encontramos con atributos que no tienen un orden
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natural como el género o la raza de una persona. Debido a esto es dificil definir una métri-
ca de distancia o de similitud para atributos categéricos. Ademds, la mayor parte de las
funciones de distancia definidas estdn basadas en métricas que solo pueden ser utilizadas
en atributos numéricos, por ejemplo la media o la moda. En [32] proponen un método para
el cdlculo de la distancia en atributos categdricos basada en el contexto llamado DIstance
Learning for Categorical Attributes - DILCA, el cual describimos a continuacion.

DILCA tiene dos procesos principales para calcular la distancia entre cada par de valo-
res categdricos de un atributo X . Primero se selecciona el conjunto de atributos categdéricos
mas correlacionados a X, a este conjunto se le llama el contexto de X. Después se calcula
la distancia entre cada par de valores categdricos de X utilizando los atributos de contexto
seleccionados anteriormente. Estos dos pasos se detallan a continuacion.

Sean F' = {X3,..., X,,} un conjunto de m atributos categdricos. Se denota la cardi-
nalidad de un atributo X como | X|. Sea D = {dy,...,d,} el conjunto de entrenamiento
con n ejemplos definido sobre F', y x; un valor especifico del atributo X.

Seleccion del contexto. En este paso se seleccionan los atributos categdricos en F' mds
relacionados a X . Para ello se calcula la correlacion entre cada atributo categdrico en F'y
X. La correlacion es medida con una métrica llamada simetria de incertidumbre [62], la
cual, estd inspirada en la teoria de la informacién y derivada a su vez de la entropia. La
Ecuacion 2.1 mide la simetria de incertidumbre de X respecto a un atributo categdrico Y
talque Y € I

IG(X |Y)
H(X)+ H(Y)

Donde H (X) es la entropia de una variable aleatoria, /G(X | Y) es la ganancia de infor-
macién de X proporcionada por Y.

Los valores de la simetria de incertidumbre estdn entre 0 y 1 de tal manera que el valor
1 indica que el valor de Y o de X predice completamente el valor de la otra variable, y
el valor de 0 indica que X y Y son totalmente independientes. El objetivo de la seleccion
de contexto es identificar aquellos atributos que tienen un valor de simetria de incertidum-
bre muy cercano a 1. De esta manera los atributos con mayor simetria de incertidumbre
formaran el conjunto llamado contexto de X denotado por contexto(X).

Cdlculo de distancias. Una vez que se tiene el contexto de X, es decir los atributos
categoricos mas correlacionados a X, el siguiente paso es el cdlculo de las distancias entre
cada par de valores categoricos de X. La distancia entre los valores categoricos x; y x; tal
que z;, x; € X se presenta en la Ecuacion 2.2.

SU(X,Y) =2

2.1)

d(as, a;) = > > (Plai | ye) = Play | we))? (2.2)

vecontext(A) yx€Y
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Donde P(a; | yx) es la probabilidad condicional para a; dado yi, y P(a; | yx) es la
probabilidad condicional de a; dado yy.

Una vez calculados las distancias para cada par de valores del atributo X es posible
crear la matriz de distancias y llevar a cabo el procesamiento de agrupamiento. Debido a
que este método fue adaptado a nuestra propuesta para el manejo de valores categdricos en
ILP lo presentamos en esta seccion junto con los conceptos mas importantes del proceso
de agrupamiento.

2.5. Proposicionalizacion

La proposicionalizacién es el proceso que transforma un problema relacional a un for-
mato proposicional [36]. El problema original puede ser una base de datos relacional o
un conjunto de hechos y cldusulas 16gicas correspondientes a un problema ILP. El re-
sultado de la proposicionalizacion es una tabla que puede ser procesada por un aprendiz
atributo-valor. El objetivo de la proposicionalizacion (también llamada flattening) es tratar
con algoritmos proposicionales problematicas para las cuales los aprendices relacionales
son poco eficientes. Entre estas problematicas tenemos el procesamiento de valores des-
conocidos, de ruido o de informacién numérica. Los métodos de proposicionalizacién se
clasifican en dos grupos.

El primer grupo estd compuesto por los métodos orientados a la l6gica. Estos generan
atributos proposicionales a partir de elementos l6gicos como las cldusulas, hechos y varia-
bles. Tomemos como ejemplo el problema ILP donde el objetivo es determinar la relacién
de abuelo entre dos personas a partir de la relacion padre. El conocimiento previo y los
ejemplos son mostrados en la tabla 2.2.

Conocimiento previo | Ejemplos

padre(juan,jose). abuelo(juan,fernando). &
padre(jose,fernando). abuelo(javier,manuel). ®
padre(javier,enrique). abuelo(fernando,jose). ©

padre(enrique,manuel). | abuelo(enrique,javier). ©

Tabla 2.2: Ejemplo ILP para inducir la relacién abuelo

La creacién de nuevos atributos proposicionales se realiza a partir de las relaciones
definidas en el conocimiento previo. LINUS [38], uno de los primeros sistemas de propo-
sicionalizacion genera un atributo binario por cada combinacion de las diferentes variables
que pueden ser declaradas en la relacion correspondiente. Por ejemplo, la relacion padre
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(Tabla 2.2) tiene dos argumentos, por lo tanto se pueden declarar como maximo dos va-
riables X, Y. Por lo tanto tendremos cuatro posibles atributos nuevos, es decir con las
combinaciones (X, X), (X,Y), (Y, X) y (Y,Y). Cada uno de estos atributos es igual a
1 si los valores para las variables correspondientes hacen verdadera la relacién y es 0 en
caso contrario. La Tabla 2.3 muestra los cuatro nuevos atributos que se crean con la rela-
cion padre. Las columnas X, Y corresponden a los valores que pueden tomar las variables.
Finalmente, solo tenemos dos clases correspondientes a los ejemplos positivos y negativos.

Ejemplo | X Y padre(X,X) | padre(X,Y) | padre(Y,X) | padre(Y,Y) | Clase
1 juan fernando | 0 0 0 0 S
2 javier manuel | 0 0 0 0 S5)
3 fernando | jose 0 0 1 0 S)
4 enrique | javier 0 0 1 0 S)

Tabla 2.3: Atributos nuevos generados a partir de la relacion padre.

El segundo grupo incluye las estrategias basadas en bases de datos. La caracteristica
principal dentro de este grupo es que la creacion de atributos proposicionales se realiza con
el uso de funciones de agregacion (una funcion de agregacion es aquella que toma un con-
junto de registros de la base de datos y devuelve un unico valor). Por ejemplo, la funcién
promedio() podria usarse para crear un atributo proposicional llamado promedioCuentas-
Bancarias el cudl toma como tunico valor el promedio de todas las cuentas bancarias por
cada cliente de un banco.

Debemos tomar en cuenta que la tarea de proposicionalizar informacién relacional no
es trivial, ya puede haber pérdida de informacién. Por lo tanto muchos sistemas limitan
esta transformacion a ciertos formatos. Por ejemplo, LINUS [38] solo soporta clausulas
de bases de datos deductivas y jerdrquicas (deductive hierarchical database clauses) las
cuales no permiten definiciones recursivas.

2.6. Programacion logica de restricciones

La programacion légica de restricciones (o CLP) por sus siglas en inglés extiende las
capacidades de la programacion l6gica para manejar adecuadamente las restricciones [9].
El principal objetivo de la CLP es mejorar la expresividad de los lenguajes de progra-
macién de alto nivel, como Prolog, con el uso natural de restricciones. Para observar la
diferencia entre la programacién légica y la CLP, ya que ambos lenguajes estan basados
en el de la l6gica de primer orden, tomemos en cuenta el siguiente ejemplo: supongamos
que tenemos la regla suma(X,Y,Z) <— Z is X+Y y queremos la respuesta a la pregunta ?-
suma(X,5,12). En este caso CLP puede contestar la pregunta con X = 7, sin embargo
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Prolog nos devolverd un error de instanciacion ya que el mecanismo de unificacion usado
por Prolog exige que tal valor sea dado de antemano. La CLP puede verse como la fusién
entre dos paradigmas declarativos: la programdcion logica y la resolucién de restriccio-
nes. La resolucion de restricciones encuentra soluciones a problemas de satisfaccion de
restricciones (0 CSP), los cuales son establecidos de la siguiente manera:

Dados: un conjunto de variables T = {t1,1s,...,t,}, para cada t; € T un conjunto
finito de posibles valores D; (llamado dominio de ¢;) y un conjunto de restricciones que
limitan los valores que las variables pueden tomar al mismo tiempo.

Encontrar: una asignacién de valores a las variables {t; = vy, ty = vo,... ,t, = v,}
tal que satisfaga todas las restricciones y donde vy € Dy, v5 € Dy, ... v, € D,.

Veamos otro ejemplo que nos permitird observar la ventaja de CLP sobre la programa-
cion logica respecto al manejo de restricciones. Consideremos las reglas de la Figura 2.4
que generan la serie de Fibonacci con Prolog y con CLP:

% Prolog CLP

fib (0,1). fib (0,1).

fib (1,1). fib (1,1).

fib (N,R):— fib (N,R1+R2):-
N1 is N-1, fib(NI1,R1), N >=2, fib (N-2,R1),
N2 is N-2, fib(N2,R1), fib (N-1,R2).
R is RI+R2.

Figura 2.4: Reglas que generan la serie de Fibonacci en Prolog y CLP.

Los dos lenguajes declarativos pueden resolver la pregunta ?-fib(7,F) con la respuesta
F=13, pero solo CLP devuelve una solucion a la pregunta ?- fib(N,13) con la respuesta
N=7. Como se mencion6 anteriormente, el mecanismo de unificacion de Prolog requiere
que los valores de las variables de entrada, como en el caso anterior donde la variable de
entrada es [V, sean dados a priori. Sin embargo CLP resuelve este problema de restriccion
para N en el dominio de los nimeros naturales. Como podemos ver, los sistemas CLP
encuentran soluciones tanto para variables de entrada como de salida. Otras diferencias
entre CLP y programacion logica son las siguientes:

= Prolog solo declara variables sobre dominios de términos. Las variables en CLP
tienen un rango mucho més amplio: IN, Z, R, etc.

= En CLP las restricciones pueden ser representadas por desigualdades, igualdades,
expresiones lineales, expresiones booleanas, etc.
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» En Prolog la propagacién de restricciones' estd basado en la unificacion. Los siste-
mas CLP resuelven los problemas de restricciones con més eficiencia con métodos
conocidos como técnicas de consistencia.

Cabe anadir que CLP no es utilizada solamente para la resoluciéon de problemas de
satisfaccion de restricciones, como veremos mas adelante, la CLP es utilizada por algunos
sistemas ILP para el manejo de informacion numérica.

2.7. Algoritmos genéticos

Los algoritmos genéticos - AG [31], son métodos de optimizacion y busqueda que
imitan la evolucién y la genética natural. Una de las definiciones méas aceptadas es la que
proporciona D. Goldberg: “Los GAs son algoritmos adaptativos de busqueda heuristica ba-
sados en ideas evolutivas de seleccion natural y genética natural” [27]. El proceso basico
de los GAs crea un conjunto inicial de soluciones candidatas (cromosomas). Este conjun-
to es llamado poblacion. Después se calcula la aptitud (fitness) de cada cromosoma. Una
funcion heuristica calcula la aptitud para determinar qué tan buena es cada solucién. Esta
generacion es evolucionada de manera iterativa con al menos tres operadores genéticos:
el operador de seleccion elige los cromosomas en la poblacién actual que seran repro-
ducidos, el operador de cruzamiento recombina dos cromosomas para generar nuevas, y
posiblemente, mejores soluciones y el operador de mutacion modifica de manera aleato-
ria los componentes bésicos de los cromosomas para introducir nueva informacion a la
poblacion actual. La nueva poblacion se evalua y se seleccionan los cromosomas sobrevi-
vientes. Este proceso se ejecuta hasta que se satisfaga algun criterio de paro. El algoritmo
2.3 describe este proceso.

Para aplicar un AG cada solucién debe representarse en un formato adecuado para que
los operadores genéticos se puedan aplicar sobre ellas creando nuevas y factibles solucio-
nes. La representacion mds frecuente para un cromosoma es una cadena binaria en la que
cada bit es un gen (unidad bdsica de un cromosoma). Cada gen es usado por los operadores
de cruzamiento y mutacion para generar nuevos individuos. El objetivo es que los genes
de los mejores cromosomas sean propagados a las siguientes generaciones. Finalmente, si
se cumple un criterio de paro se detiene el algoritmo, por ejemplo, si no hay una mejora
significativa en las nuevas generaciones.

Ejemplo. Supongamos que deseamos maximizar la funcion de la Figura 2.5. Para ello,
primero debemos encontrar una manera de representar cada cromosoma (solucion). Cuan-
do las soluciones son nimeros reales (como en este caso) debemos convertirlas a cadenas

'La propagacién de restricciones resuelve problemas de restricciones de manera iterativa, reduciendo el
dominio de las variables al remover valores que no satisfacen dichas restricciones.
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Algoritmo 2.3 Algoritmo genético

1: procedure ALGORITMOGENETICO

2: generacion <— 0

inicializa poblacion(t)

evalua poblacion(t)

while No se satisfaga el criterio de paro do
t<1t+1
selecciona poblacion(t) de poblacién(t — 1)
cruza pares de cromosomas en poblacion(t)
muta cromosomas en poblacion ()

10: evalua poblacidn(t)

11: end while

12: end procedure

e A

binarias. Para este ejemplo codificamos cada solucién x € [0,50] como un cromosoma
binario de 8 bits.

50 I I 1 I I
— f(z) = 0.152 + 10sin(3x) + 8cos(z) + 20

mdximo en f(43.68) = 44.46

45

T
|
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Figura 2.5: Funcion a maximizar.
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El primer paso del algoritmo es generar un conjunto de soluciones aleatorias en el
rango [0, 50]. Este serd la poblacién inicial. Después, cada solucién serd evaluada con la
funcién dada (funcion de aptitud). Entre mayor sea la aptitud de cada solucién tendra una
mayor probabilidad de ser seleccionada para generar la siguiente generacion por medio de
la mutacién y el cruzamiento.

No. cromosoma | Valor ¢ | Cromosoma | Aptitud f(c) | Probabilidad de seleccion
1 27 10001001 15.414 0.05728
2 2 00001010 14.176 0.05268
3 43 11011011 28.956 0.107604
4 32 10100011 41.309 0.15351
5 1 00000101 25.8836 0.09618
6 29 10010011 10.147 0.037708
7 5 00011001 29.522 0.109707
8 38 11000001 41.19 0.15306
9 7 00100011 35.4477 0.1317
10 17 01010110 27.05 0.1005

Tabla 2.4: Poblacion inicial.

Para crear la siguiente generacion debemos mutar cromosomas y cruzar parejas de cro-
mosomas. L.a mutacion en las cadenas binarias consiste inicamente en modificar aleato-
riamente un nimero dado de bits en un cromosoma, y de esta manera se genera un nuevo
cromosoma. Para el cruzamiento se elige aleatoriamente una posicién dentro del par de
cromosomas a cruzar, y después se intercambian los bits a partir de dicho punto. Esto pro-
duce dos nuevos cromosomas. Las probabilidades de mutacién en algoritmos genéticos
suelen ser menores al 5%, sin embargo, para nuestro ejemplo necesitamos generar otra
generacion de 10 cromosomas asi que elegimos 4 para mutacion, y 3 parejas para cruza-
miento. Para seleccionar cada cromosoma podemos usar el método de la ruleta. En este
método simulamos una ruleta dividida en n partes, donde n es el nimero de cromosomas
que hay en la poblacion. El tamafio que le corresponde a cada individuo es proporcional a
su probabilidad de ser seleccionado. El proceso de la ruleta es el siguiente:

1. Para cada cromosoma ¢;, donde i = [1,2,...,n], se calcula la aptitud f(c;). En
nuestro ejemplo la funcién es f(c;) = 0.15¢; + 10sen(3¢;) + 8cos(c;) + 20 donde
0 <¢; <50.

2. Para cada cromosoma c; se calcula su probabilidad de ser seleccionado p(c;) =
fle)
2= fler)”
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3. Para cada cromosoma c; se calcula la probabilidad acumulada g(c;) = p(c1)+p(c2)+
ot pla) = 205 ple)

4. Para seleccionar un cromosoma:

a) Se genera un nimero aleatorio p en el intervalo [0..1].
b) Se elige el i-ésimo cromosoma ¢; tal que ¢(¢;) < p < q(¢;).
Para nuestro ejemplo se seleccionaron para mutacion los cromosomas 4,3,5y 5;y

para cruzamiento las parejas: 4 con 1, 4 con 3, y 7 con 8. En la Tabla 2.5 podemos ver
reflejados los datos de la nueva generacion.

No. | Cromosoma original | Nuevo cromosoma c flc)
4 1 0 100011 1 1 100011 44.509 | 43.59

3 1101101 1 1101101 0O 42.745 | 34.42

5 0 0 000101 0 1 000101 13.529 | 29.0955
5 000010 0 1 000010 1 1 2.156 17.76

4 101000 | 11 101000 | 01 31.5686 | 37.049
1 100010 | 01 100010 | 11 27.2549 | $20.7294
4 10100011 10111011 36.666 | 29.16

3 11011011 11000011 38.23 42.605
7 000 | 11001 000 | 00001 0.196 33.42

8 110 | 00001 110 11001 42.54 36.64

Tabla 2.5: Segunda generacion. Los 3 primeros cromosomas nuevos se obtuvieron por
mutacion. El gen (bit) que estd separado del resto es el que se cambid. Los 6 restantes se
generaron por medio del cruzamiento, el caracter | muestra el punto de cruce.

Al comparar el promedio de aptitud por cada generacién podemos ver que hay una
mejora significativa. La primera generacion tiene un promedio de 26.90 mientras que el
de la segunda generacion es 32.44. También podemos observar una mejora en el mejor
cromosoma de cada generacion. El mejor cromosoma de la poblacién inicial tiene una
aptitud de 41.309 mientras que el de la segunda poblacion es de 43.59. Esta ultima de
hecho se acerca mucho al 6ptimo de la funcién como se puede ver en la gréfica de la
Figura 2.5.

En este capitulo se detallaron los conceptos mds importantes utilizados en el presente
trabajo. Primero se hizo énfasis en la diferencia entre aprendizaje proposicional y apren-
dizaje relacional. Este ultimo es importante ya que la propuesta presentada estd basada
en la ILP, la cual, realiza su proceso de aprendizaje sobre informacién relacional. Otros
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dos conceptos importantes son la discretizacion y el agrupamiento. El primero fue utili-
zado para el manejo de atributos numéricos en la ILP, y el segundo en el agrupamiento
de atributos categdricos. Ya que se utilizaron los algoritmos genéticos para el manejo de
atributos numéricos y categdricos también se detallaron los elementos mds importantes de
estos algoritmos. En el siguiente capitulo se describen las estrategias para el manejo de
atributos numéricos y categoricos estudiadas en el estado del arte.
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Capitulo 3

Estado del arte

“La adversidad tiene el don de
despertar talentos, que en la
comodidad hubieran permanecido
dormidos.”

Horacio

En ILP existen diferentes estrategias para el manejo de atributos numéricos y categori-
cos. En este capitulo presentamos las principales que estidn basadas en la discretizacion, la
programacion logica de restricciones, métodos evolutivos y proposicionalizacion.

3.1. Discretizacion en ILP

Uno de los métodos de discretizacion mas utilizados es el que estd basado en el prin-
cipio de longitud de descripcion minima -MLDP [20], descrito en la seccién 2.3. Sin em-
bargo no es la Unica técnica utilizada para el manejo de informacién numérica. Veremos
ademds que uno de estos sistemas implementa un algoritmo para el manejo de argumentos
categéricos. A continuacién presentamos algunos sistemas ILP que utilizan métodos de
discretizacion para tratar con los atributos numéricos.

3.1.1. Sistema INDUBI/CSL

El sistema INDUBI/CSL [42] es un sistema propuesto para la la mineria de datos en
el drea de comprension de documentos (document understanding). Esta drea involucra
el disefio e implementacion de procesos para la extracciéon de informacién comprensible

31
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para los seres humanos a partir de un un conjunto de documentos escaneados, ya sean
fotografias, textos, dibujos, etc. [54].

INDUBI/CSL utiliza el lenguaje variable-valued system V Loy [44], el cual es una
extension de la l16gica de primer orden que utiliza selectores en lugar de predicados. Los
selectores que permite este sistema tienen el formato mostrado en la Ecuacion 3.1.

Donde f es una funcién de aridad n y ¢; es una variable o una constante. Ademads [ puede
tomar un valor V, o un valor del conjunto S.

A diferencia de la mayoria de los sistemas ILP, el modelo de generalizacion utilizado
por INDUBI/CSL esta dado por la p-subsuncion. Esta relacion estd basada en la nocién
de objeto identidad la cual determina que todos los términos denotados con simbolos di-
ferentes deben ser distintos. La siguiente definicion formaliza la 6o ;-subsuncion bajo el
objeto identidad.

Definicion 3.1. 0-subsuncién Sean C, D dos cldusulas Datalog'. Decimos que D -
subsume a C' bajo Objeto Identidad si y sélo si do substitucion tal que Do C Cor

[21].

Uno de los problemas que surge de la mineria de documentos es el manejo de los
atributos numéricos. En este contexto, el sistema INDUBI/CSL incluye un operador de
especializacion que discretiza los atributos numéricos durante el proceso de aprendizaje.
Para especializar una hipétesis GG, el operador afiade un selector L al cuerpo de la hipétesis.
En el caso de que L sea numérico entonces el operador discretiza al selector antes de ser
afiadido. El proceso de discretizacion de un selector numérico L sigue el proceso siguiente:

1. Ordenamiento de los valores numéricos. Se crea una tabla ordenada de manera as-
cendente que contiene los pares (Valor,Clase) tal que Clase € {+, —} y Valor € L. Los
valores ordenados podrian ser como los mostrados en la Tabla 3.1.

Value | 0.5 0.7 0910|1515 |15|17]25]|25
Class | + | — | — | — | — | — | + | + | — | +

Tabla 3.1: Valores ordenados de manera ascendente.

2. Creacion de puntos de division. Para encontrar los puntos de division se sigue el
siguiente criterio: un valor numérico d es un punto de division si cae entre dos intervalos
consecutivos y disjuntos [l,l3] y [r1, 2] donde [; es el valor mds pequefio dentro de la

'Una cldusula Datalog es una cldusula de programa que no tiene simbolos de funcién de aridad > 0. Es
decir, solo las variables y las constantes pueden ser usadas como argumentos en los predicados.
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tabla con clase +, /5 es el valor mds grande en la tabla tal que no excede el valor de d, r; es
el valor més pequefio tal que no excede el valor de d, y r, es el valor més grande con clase
+. Para el ejemplo de la tabla anterior, los puntos de division e intervalos se muestran en
la Tabla 3.2.

d 0.60 1.25 1.60 2.10
1, 1] | [0-50..0.50] | [0.50..1.00] | [0.50..1.50] | [0.50..1.70]
[r1,72] | [0.70..2.50] | [1.50..2.50] | [1.70..2.50] | [2.50..2.50]

Tabla 3.2: Puntos de division e intervalos encontrados.

3. Seleccion de intervalos. Los intervalos que cubren el valor numérico que coincide
con el ejemplo semilla e son eleccionados. El proceso de aprendizaje de INDUBI/CSL
estd guiado por un ejemplo semilla que es elegido aleatoriamente al comenzar el aprendi-
zaje de una nueva hipotesis. Por lo tanto los valores numéricos que coincidan o que estén
relacionados con e™ van a variar.

4. Cdlculo de la entropia. En este paso se calcula la ganancia de informacion de cada
uno de los intervalos seleccionados de acuerdo a la ecuacion, ver Seccion 2.3.

5. Seleccion del mejor intervalo. El intervalo que minimice la entropia (el que tenga
mayor ganancia de informacion) se elige como el mejor intervalo. Dicho intervalo sera
utilizado por el operador de especializacion para ser afiadido al cuerpo de la hipétesis.

6. Especializacion. El operador de especializacion afade el selector L con el mejor
intervalo al cuerpo de la hipétesis. En nuestro ejemplo el selector a afiadir podria ser como
el siguiente:

L= f(Xy,...,X,) € [1.50..2.50]

Como podemos ver este sistema utiliza puntos de divisién para el manejo de atributos
numéricos. Estos son obtenidos por medio de la discretizacion que se lleva a cabo duran-
te el proceso de especializacion (discretizacion local). Por lo tanto los puntos de divisién
obtenidos dependen en gran medida del operador de refinamiento utilizado. Si se quisiera
implementar un operador diferente, por ejemplo uno de generalizacion, entonces el ma-
nejo de atributos numéricos debe ser adaptado a la estrategia que sigue dicho operador
para generar nuevas cldusulas. Por otro lado debemos notar también que INDUBI/CSL
no maneja de manera explicita los atributos categdricos, sino que los valores probados no
cambian durante la induccion.
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3.1.2. TILDE e ICL

Los sistemas Top-Down Induction of Logical DEcision Trees - TILDE) [6] e Inductive
Constraint Logic - ICL [37, 14] discretizan los atributos numéricos una sola vez antes
del proceso de aprendizaje. Estos sistemas y su proceso de discretizaciéon son descritos a
continuacion.

TILDE

Una de las ventajas que ofrece el aprendizaje proposicional sobre el relacional es el
manejo de atributos numéricos. Esta ventaja es adaptada al contexto de la ILP en el sistema
de induccién de drboles de decision 16gicos (Top-Down Induction of Logical DEcision
Trees - TILDE) [6]. En este sistema las teorias son representadas como arboles de decision
l6gicos, y el aprendizaje estd basado en interpretaciones donde cada ejemplo puede tener
varias tuplas. Un arbol de decision 16gico es un drbol de decisién binario que cumple las
siguientes restricciones: cada nodo es una conjuncion de literales (dentro del contexto de la
16gica de primer orden) y una variable que es introducida en algin nodo no puede ocurrir
en la rama derecha de ese nodo. La construccién de teorias en TILDE estd basado en el
aprendizaje de interpretaciones) definido de la siguiente manera:

Dados: un conjunto de cldusulas C', un conjunto de ejemplos clasificados £ y un co-
nocimiento previo B.

Encontrar: una teoria T'talque Ve € E H Ae AB |=cy H Ae A B |~ ¢ donde: ces
la clase del ejemplo ey ¢ € C — {c}.

En este tipo de aprendizaje cada interpretacion es un conjunto de hechos, ademds per-
mite la induccion de predicados proposicionales que en este caso es el atributo clase.

ICL

Al igual que TILDE, el sistema (Inductive Constraint Logic - ICL) [37, 14] induce
teorias en el lenguaje de la 16gica de primer orden, pero en este caso los ejemplos son vistos
como interpretaciones de Herbrand. Una interpretacion de Herbrand es un conjunto de
hechos construidos con simbolos de constante, de predicado y de funcién en un alfabeto
de primer orden. La tarea de aprendizaje para ICL se define a continuacion:

Dados: un conjunto de interpretaciones P tal que Vp € P, M (B Up) es una interpreta-
cién verdadera de la teoria objetivo (ejemplos positivos), un conjunto de interpretaciones
N tal que Vn € N, M (B U n) es una interpretacion falsa de la teoria objetivo (ejemplos
negativos), un conjunto de clausulas definidas (definite clauses) como conocimiento pre-
vio B y un lenguaje Ly que define el conjunto de las cldusulas aceptadas de antemano en
la teorfa.
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Encontrar: una teoria clausal 7' C Ly, tal que Vp € P, M (B Up) es una interpretacion
verdadera de T, Vn € N, M (B Un) es una interpretacion falsa de 7.

Discretizacion en TILDE e ICL

Como se mencion6 anteriormente, tanto TILDE como ICL siguen el mismo procedi-
miento de discretizacion, el cual estd basado en el método presentado en la Seccidn 2.3.
Para su uso en TILDE e ICL, este proceso se realiza de la siguiente manera:

Primero, el usuario final debe declarar los atributos que quiere discretizar durante el
proceso de aprendizaje. Para esto, el meta-predicado to_be _discretized indica tanto la literal
como los argumentos a ser discretizados. Por ejemplo, la siguiente declaracion indica que
el argumento Edad de la literal empleado sera discretizado.

to_be_discretized(empleado(Nombre,Direccion,ID,Edad),[ Edad]) (3.2)

Después los argumentos declarados serdn discretizados una sola vez antes del proceso
de aprendizaje (discretizacion global). El proceso de discretizacion utilzado es el que se
basa en el MDLP pero con las siguientes adaptaciones:

= Ya que cada ejemplo puede tener uno o mas valores numéricos, para el mismo argu-
mento, se le asigna un peso entre cero y uno que es usado para calcular la ganancia
de informacién. De esta manera, un ejemplo que no tenga valores numéricos para el
argumento numérico en cuestion tendrd un peso igual a 0, y un ejemplo que tenga,
para ese mismo argumento, el maximo posible de valores tendrd un peso igual a 1.

= FEl criterio de paro en el algoritmo original de Fayyad e Irani, estd basado en el
principio MDLP, descrito al inicio de este capitulo. En el caso de TILDE e ICL
el usuario final puede definir un nimero méaximo de intervalos M. Por lo tanto el
proceso de discretizacion se detiene cuando se alcanza M.

Para la declaracion dada en la ecuacién 3.2 un conjunto de intervalos como los siguien-
tes podrian ser obtenidos.

discretized(empleado(Nombre, Direccion, I D, Edad), [Edad], [21,35,50])  (3.3)

Los intervalos encontrados pueden ser usados con desigualdades para identificar si un
valor numérico es menor o mayor que algin punto de division o con igualdades para deter-
minar si un valor numérico pertenece a un intervalo delimitado por dos puntos de divisién
consecutivos 0 no consecutivos. Para esto el meta-predicado rmode permite declarar el
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uso que el usuario decida para los intervalos calculados. Por ejemplo, si los intervalos en-
contrados son los mostrados en la ecuacién 3.3, entonces el usuario podria decidir utilizar
desigualdades para su uso en la teoria final. Esto se muestra a continuacion.

rmode(#(C' : threshold(empleado(-, _, -, Edad), [Fdad],C),+Edad < C)  (3.4)

En la ecuacidn 3.4 el meta-predicado rmode determina el operador de refinamiento y el
sesgo de lenguaje. En este caso se indica que la literal empleado debe ser anadida al cuerpo
de la clausula a especializar. La variable Edad serd comparada a un punto de divisiéon C
por medio de una desigualdad. Para méas detalles del uso de los meta-predicados de TILDE
e ICL referimos al manual del sistema ACE que incluye ambos algoritmos en [5].

El uso de meta-predicados en TILDE e ICL les da un lenguaje declarativo superior a
INDUBI/CSL, sin embargo el proceso de discretizacion es global. Solo se obtienen puntos
de division al inicio del proceso inductivo y estos no cambian durante la construccion
de nuevas hipodtesis. Por un lado esto tiene la ventaja de que el tiempo de ejecucion no
aumenta significativamente, pero ya que el conjunto de ejemplos tiende a ser dindmico
(cada hipétesis es generada con un conjunto de ejemplos diferente) entonces no es posible
generar y probar potenciales puntos de division con cada nuevo conjunto de ejemplos.

3.1.3. Aprendizaje multivalores en ILP

En [48] se presenté un método para realizar una division binaria en cada atributo
numérico y un agrupamiento binario en cada atributo categorico. Esta técnica crea un
punto de division d para cada atributo numérico y dos subconjuntos de valores para cada
atributo categdrico. Esta informacién junto con predicados adicionales son usados para
la creacion de cldusulas (multivalores) que permiten el enriquecimiento del conocimien-
to previo. Una vez que la nueva informacion se afiade al conocimiento previo el sistema
FOIL [53] realiza el proceso de induccién. Este método es descrito a continuacién:

1. Discretizacion y agrupamiento. En este paso, cada atributo A = {z1,...,z,} es
discretizado/agrupado de manera binaria.

Si A es numérico, se calcula un punto de division d que divide el rango numérico de A
en dos subintervalos. Si A es categérico, entonces dos subconjuntos de valores categdricos
S1y Sy son creados. Estos subconjuntos cumplen con los siguientes criterios: S;US; = A
y S1 N S5 = ¢. Este proceso de discretizacion/agrupamiento es llevado a cabo con el al-
goritmo para seleccion de punto de division de dos algoritmos inductores de arboles de
decision: Quick Unbiased Efficient Statistical Tree - QUEST [39], y Classification Ru-
le With Unbiased Interaction Selection and Estimation - CRUISE [35]. Estos algoritmos
serdn descritos mds adelante.
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2. Construccion de clausulas multivalores. Despues de discretizar/agrupar los atributos
correspondientes, los puntos de division y subconjuntos obtenidos son usados para crear
clausulas multivalores. Una cldusula multivalores es aquella que tiene una o més literales
con al menos un argumento que hace referencia a un conjunto de valores. Si el argumento
es numérico entonces hace referencia a una desigualdad y si es categdrico entonces esta
relacionado a un conjunto de valores. Para cada atributo numérico se tendra un par de
clausulas multivariables como las siguientes:

adulto (P):—edad(P,Edad),Edad<18.

adulto (P):—edad(P,Edad),Edad >=18.

En el caso de un atributo categdrico, se crea también un par de cldusulas multivalores
pero como las que se presentan enseguida:

clase (Animal, reptil ):— cobertura (Animal,Cobertura ),
miembro(Cobertura,[ninguna,escamas ]).

clase (Animal, reptil ):— cobertura (Animal,Cobertura ),
miembro(Cobertura,[plumas,pelo ]).

3. Enriquecimiento del conocimiento previo. Las nuevas cldusulas multivalores son
agregadas al conocimiento previo para enriquecerlo.

4. Uso. Finalmente, el sistema FOIL realiza el proceso de aprendizaje con el nuevo
conocimiento previo. Si los puntos de division y los subgrupos son relevantes, entonces
aparecerdn en la teoria final.

Como se menciond anteriormente el algoritmo de seleccion de punto de divisién de
los inductores QUEST y CRUISE son utilizados para discretizar y agrupar los atributos.
Estos algoritmos siguen los siguientes pasos:

Transformacion CRIMCOORD. Ya que la discretizacion binaria se realiza solo con
conjuntos de valores numéricos, tanto QUEST como CRUISE transforman cada atribu-
to categdrico a un formato numérico. Si A es un atributo categérico con valores A =
{z1,...,x,}, entonces:

= A cada valor z; € A se le asigna un vector binario dummy. Por ejemplo si se tiene el
atributo A = {rojo, verde, azul}] entonces se tendrian los siguientes tres vectores
dummy: rojo = 100, verde = 010, azul = 001,

= Después cada vector dummy es proyectado a su coordenada discriminante mds gran-
de (CRIMCOORD). Esta técnica permite transformar un vector multidimensional,
como los vectores dummy, a un valor numérico [26].
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Seleccion del punto de division. Para determinar el mejor punto de divisién sobre los
datos numéricos, QUEST y CRUISE realizan lo siguiente:

» QUEST. El algoritmo k-means [41] con k = 2 es llevado a cabo sobre los valores
de A para formar dos conjuntos de valores numéricos con clases A; y As. Este
proceso asegura una particion binaria. Por altimo se aplica un andlisis discriminante
cuadratico [25] para calcular el mejor punto de divisién d entre los conjuntos con
clases Ay y As.

» CRUIISE. En este caso se lleva a cabo un analisis discriminante lineal para encontrar
el mejor punto de division d. Ya que este andlisis es mds eficiente con distribuciones

normales, entonces se lleva a cabo una transformacién BOX-COX sobre el conjunto
A.

Como hemos visto a diferencia de los sistemas TILDE, ICL e INDUBI/CSL, el méto-
do multivalores adaptado al sistema FOIL es capaz de manejar tanto atributos niimericos
como categoéricos. Sin embargo el método utilizado solo genera un punto de division para
los atributos numéricos, y en el caso de los categdricos solo genera dos subconjuntos, lo
cual puede ser una limitante si el problema a tratar necesita de mas de un punto de division
0 mds subonjuntos de valores categdricos.

3.2. CLPy evaluacion perezosa en ILP

Algunos sistemas ILP se auxilian con la programacion légica de restricciones o CLP
(Seccion 2.6) ya que permite el manejo eficiente de restricciones sobre atributos numéri-
cos. A continuacion presentamos dos de estos sistemas.

3.2.1. Algoritmo NUM

En [2] Anthony y Frisch proponen un algoritmo llamado NUM el cual genera literales
numéricas durante un proceso de aprendizaje de tipo top-down. Al igual que FOIL, el al-
goritmo presentado comienza con la cldusula mas general c. A partir de esta un operador
de refinamiento genera un conjunto de cldusulas mas especificas. El operador de refina-
miento es la adicién de una literal al cuerpo de c y se lleva a cabo utilizando los predicados
y valores definidos en el conocimiento previo. Cada hipodtesis se construye de acuerdo al
meta-predicado usage/I de la siguiente manera:

Sea p un simbolo de predicado en el conocimiendo previo B. Una declaracion de uso
para p es el meta-predicado usage/I cuyo tinico argumento es un 4tomo o una restriccion,
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construida sobre p. Ademds un término de uso es un término que reemplaza los simbolos
de variable de p junto con uno de los modos siguientes: positivo (denotado +) indica que
esta posicion puede contener un simbolo de variable existente en la presente cldusula,
negativo (denotado —) indica que esta posicion puede contener una variable inexistente
en la clausula actual, finalmente constante (denotado #) indica que esta posicién puede
contener un valor de constante. Por ejemplo, la declaracion usage(suma(+int,+int,-int))
indica que el predicado suma/3 puede ser usado para refinamiento de una hipétesis c, y
que sus dos primeros argumentos son variables que deben existir en ¢ y el tercero es una
variable nueva.

Si el predicado p de la literal a afiadir es no numérica, entonces el operador de refina-
miento genera el conjunto de literales candidatas. Si p es numérico entonces la tarea de
generar el conjunto de las literales candidatas es delegado al algoritmo NUM. Este proce-
so es explicado a continuacién. Supongamos que tenemos la relacién objetivo ¢(X,Y) «—
el siguiente conjunto de entrenamiento, y la declaracion de uso dada por el usuario final.
Estos dos tltimos elementos dados en la Tabla 3.3.

Et E- Declaracion de uso
t(—=2,-2) | t(—1,1)
t(—=1,6) | t(—=1,-2) | usage((+real) =
t(2,0) t(2,4) (#real) x (+real) + (#real))
t(3,—-2) | t(3,0)
t(4,1) t(4,—1)

Tabla 3.3: Ejemplos positivos y negativos junto con la declaracion de uso.

La declaracion de uso indica que NUM creara literales numéricas con la forma Y =
C1X + Cs, donde C1, Cy llamadas c-variables son declaradas con el simbolo #. En es-
te caso el operador de refinamiento le delega al algoritmo NUM la creacién de literales
numéricas, las cuales serdn anadidas a la hipotesis actual para refinarla. El proceso segui-
do por NUM es el siguiente:

1. Sistema de ecuaciones. En este paso NUM crea un conjunto de sistemas de ecua-
ciones. Cada sistema de ecuaciones contiene n ecuaciones con n c-variables. En nuestro
ejemplo, la declaracién de uso contiene sélo dos c-variables, por lo tanto tendremos siste-
mas de dos ecuaciones. Cada ecuacion es creada reemplazando las variables por los valores
existentes en el conocimiento previo. Por ejemplo, los dos primeros ejemplos positivos del
conjunto de entrenamiento producen el siguiente sistema:
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—2 == —012 + CQ
6 =—-C)+Cy
Donde los valores correspondientes a las variables de la relacion objetivoson X = —2,Y =
—2 en la primera ecuacion, y X = —1,Y = 6 en la segunda ecuacion.

2. Resolucion. Un sistema CLP encuentra la solucion a cada sistema de ecuaciones.
Cada solucion representa una literal numérica que serd usada por el operador de refina-
miento. La solucion para el sistema del ejemplo anterior es C'; = 8, Cy = 14. Por lo tanto
la correspondiente literal es Y = 8X + 14.

3. Especializacion. Todas las literales numéricas generadas en el paso anterior son
usadas para especializar la cldusula c y generar las hipétesis candidatas. Para la relacion
objetivo (X, Y') < se tendrian hipétesis como la siguiente: ¢(X,Y) « Y = 8X + 14.

4. Aprendizaje. Finalmente el proceso de aprendizaje continda de manera normal para
generar la siguiente hipdtesis que formara parte de la teoria final.

El algoritmo NUM permite generar literales numéricas donde dos o mads atributos se
relacionan. Estas relaciones pueden tener diversas formas: cuadréticas, lineales, exponen-
ciales, etc. Estas caracteristicas permiten mejorar significativamente la eficiencia de los
sistemas ILP en el manejo de informacién numérica. Sin embargo, el algoritmo es dificil
de utilizar ya que los usuarios deben saber a priori la forma de las relaciones numéricas
que serdn utilizadas en la construccion de hipétesis. Por otro lado, el usuario debe tener al
menos conocimientos basicos sobre programacion logica para poder codificar estas rela-
ciones.

3.2.2. Sistema BPU-CILP

En general un sistema CLP permite el manejo de atributos numéricos en ILP sin nece-
sidad de conocimiento previo adicional, aunque se asume la existencia de un sistema que
revuelve los problemas de restricciones para la creacion de clausulas o literales numéricas.
En [63] se propone un sistema llamado BPU-CILP, el cual reemplaza el uso de un algo-
ritmo para resolver las restricciones. La estrategia de busqueda estd basada en una version
optimizada del algoritmo beam search [40], el cual utiliza una funcion heuristica basada
en la ganancia de informacion (ecuacion 3.5).

H(L, po, 1, p1,m1) = Pl(lngL - lOgQL) —aCP(L) (3.5)
p1+mny Po + o

Donde: L es una literal candidata, p,, n, es el nimero de ejemplos positivos y nega-

tivos respectivamente, p;, n; es el nimero de ejemplos de ejemplos positivos y negativos
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respectivamente cubiertos por L. El coeficiente de penalizacién es « con valor de 0.2.
Finalmente, CP(L) es la complejidad de la literal L definida como sigue:

aridad de L, si L es una literal normal
CP(L) = . o
la suma de los grados si L es una restriccion
de los términos en L,
BPU-CILP construye clausulas numéricas con las siguientes dos formas:

1. Ecuaciones lineales. En este caso, BPU-CILP determina los valores de las constan-
tes en las siguientes desigualdades:

w11 + Waky + ... +wpx, +wo >0 3.6)
W1T] + Waly + ... + W,y + wy < 0 3.7
Donde: wy, wy, ..., w, son constantes y 1, s, ..., T, son los atributos en la cldusula a

ser especializada.

Los valores constantes en las desigualdades, Ecuaciones 3.7 y 3.7, deben ser 6ptimos
respecto a la funcion heuristica de la ecuacion 3.5. Para encontrar dichos valores, BPU-
CILP lleva a cabo un analisis discriminante lineal. Este analisis puede proyectar datos
multidimensionales a una representacion con menor nimero de dimensiones. Dicha pro-
yeccion maximiza la media entre dos o mds clases y minimiza la covarianza dentro de
cada una de las clases [16].

Por ejemplo si se debe especializar la cldusula: goal(A, B,C') <, donde cada par
(B, C) se encuentra en el conjunto de los ejemplos negativos Neg = {(10, 8), (7,6),(9,6)}
y positivos Pos = {(8,6), (11, 8), (4,6), (10,6), (5,5),(7,5), (12,9) }. Entonces el analisis
discriminante lineal devolvera las siguientes desigualdades como resultado del proceso de
clasificacion:

—0.8425A + 0.52878 +4.7098 < 0

—0.8425A + 0.5287B + 3.8604 > 0

Por lo tanto, las clausulas candidatas son:

goal(A, B,C) + —0.8425B + 0.5287C + 4.7098 < 0

goal(A, B,C) < 0.8425B + 0.5287C + 3.8604 > 0
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2. Ecuaciones y desigualdades lineales inexactas. En este caso BPU-CILP induce
ecuaciones inexactas de la forma p =~ 0 y desigualdades de la forma p # 0, donde
p = wixy + waks + ... + wpT, + wpy es un polinomio que representa todos los pun-
tos t = (x1, 3, ..., x,) tal que, para un error especificado ¢, la distancia Euclidiana entre
t 'y p es menor que <. Para encontrar p, BPU-CILP utiliza el algoritmo de agrupamien-
to mostrado en la figura 3.1, el cual tiene una medida de proximidad definida como la
distancia cuadrada de ¢ a p. Dicho algoritmo es similar a k-means.

Algoritmo 3.1 Algoritmo de agrupamiento de BPU-CILP

1: procedure AGRUPAMIENTO BPU-CILP(E™, E~, B)

2 Puntos < EjemplosPositivos (z1(),...,x,(i)), i =1,...,k
3 for all (j1,j2) con1 < j; < jo < ndo

4: SubPuntos < (z1(7), xj2(7)),i =1,...,k

5: for i < 1 to k; (pre-especificado) do
6

7

8

9

Clusters[i| «— Resultado de detectar ¢ SubGrupos lineales en SubPuntos
end for
Determinar el Clusters[j] mas sensible (de acuerdo al criterio de agrupamiento
: Construir soluciones inexactas de acuerdo a Clusters[j| y salvarlos en Biifer
10: end for
11: \\\ Una solucién es una ecuacion o desigualdad lineal inexacta
12: SolucionesCandidatas <— £ elementos 6ptimos en Biifer de acuerdo a Ec. 3.5
13: end procedure

Como podemos ver el sistema BPU-CILP utiliza ecuaciones y desigualdades lineales
para crear nuevas cldusulas. El articulo correspondiente a este trabajo muestra algunos
resultados sobre pequeios ejemplos, sin embargo no se discute sobre la precision que
puede tener el método propuesto con distintas bases de datos ILP.

3.2.3. Evaluacion perezosa en Aleph

A Learning Engine for Proposing Hypotheses - Aleph, es un sistema ILP que estd im-
plementado en el lenguaje 16gico Prolog [55]. Este sistema es capaz de emular algunas
funcionalidades de los sistemas ILP mds conocidos: Progol [49], FOIL [53], TILDE [6],
etc. El algoritmo basico de Aleph selecciona de manera aleatoria un ejemplo e. Este ejem-
plo guia la construccién de la cldusula més especifica (bottom clause) la cual se caracteriza
por cubrir a e y por tener una gran cantidad de literales en su cuerpo. Después con el uso de
esta cldusula especifica se busca una que sea mas general. Para este proceso Aleph incluye
distintos algoritmos de busqueda (primero en profundidad, primero en anchura, primero
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el mejor, etc.) asi como diversas funciones heuristicas para evaluar las clausulas (entropia,
el indice de Gini, Laplace, Bayes, etc.). Una vez que se elige la mejor cldausula entonces
se afiade a la teoria final y se eliminan los ejemplos cubiertos por la teoria. Este proceso
se repite hasta que no haya més ejemplos por cubrir. Estos cuatro pasos se presentan en el
Algoritmo 3.2.

Algoritmo 3.2 Algoritmo bésico Aleph

Seleccionar un ejemplo e. Si no hay ejemplos entonces para.

Etapa de saturacion. Construir la clausula mds especifica que cubra a e.

Buscar la cldusula mas general que la cldusula mas especifica.

Anadir la mejor cldusula a la teorfa actual y remover los ejemplos redundantes. Ir al
paso 1.

Ll e

Este algoritmo basico no implementa procesos que manejen de manera eficiente los
atributos numéricos y categdricos con muchos valores ya que, como se mencioné en la
Seccién 1.1, Aleph al igual que la mayoria de los algoritmos ILP prueban un solo valor
por literal al construir las hipétesis candidatas. En [56] se propone un proceso de evalua-
cion perezosa de funciones para la creacion y evaluacion de predicados numéricos. Esta
estrategia se propone para mejorar las capacidades numéricas de los sistemas ILP. Imple-
mentado en Aleph, esta estrategia comprende los dos siguientes pasos:

Definicion de predicados numéricos. El usuario del sistema ILP debe definir en el
conocimiento previo una serie de predicados capaces de realizar calculos numéricos, asi
como sus respectivas declaraciones. Las declaraciones le indican a Aleph como serdn
construidas las reglas: un simbolo + indica un atributo de entrada que debe ser instanciado,
— es un atributo o argumento de salida que no es necesario instanciar, y # indica que
el argumento es un valor constante. El meta-predicado lazy_evaluation esta definido en
Aleph para indicar los predicados numéricos que seran evaluados de manera perezosa. Por
ejemplo, si deseamos que un argumento A sea discretizado, podemos definir el predicado
menor o igual a con la declaracion lteq(+A#Split). Si este predicado serd evaluado de
forma perezosa entonces debemos definir el meta-predicado lazy_evaluate (lteq(+A,#Split)).
Donde A es el argumento a ser discretizado y Split es un valor numérico que representa
el punto de divisién que serd calculado por el predicado lteq/2. El usuario puede definir
diferentes tipos de predicados numéricos: funciones trigonométricas, de discretizacién o
de regresion.

Evaluacion perezosa de los predicados numéricos. La definicién de predicados numéri-
cos en el conocimiento previo no es suficiente para darle a Aleph mayor eficiencia en el
manejo de informacion numérica, ya que para evaluar cada funcidn se necesitaria un con-
junto de valores relacionados a mds de un ejemplo, sin embargo la busqueda en Aleph esta
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guiada por un solo ejemplo. Debido a ello se define la evaluacion perezosa que consiste en
evaluar los predicados numéricos solo cuando sus resultados sean requeridos, por ejemplo
antes de comenzar el proceso de buisqueda.

La eficiencia de la evalucion perezosa en Aleph depende en gran medida de los pre-
dicados definidos por el usuario. Por lo tanto, es evidente que el usuario debe tener co-
nocimientos de programacion légica, lo cual no es conveniente sobre todo si el usuario
es investigador en otras dreas, ya que en este caso no tendrd idea de cémo llevar a ca-
bo la definicién de los predicados numéricos. Por otro lado, los autores de este trabajo
no mencionan cémo definir predicados que permitan el manejo mads eficiente de atributos
categoricos.

3.3. Algoritmos genéticos en ILP

Los algoritmos genéticos son un conjunto de métodos de optimizacién y busqueda,
Seccién 2.7. El principal objetivo de estos algoritmos en ILP es encontrar mejores teorias,
ya que a diferencia de los métodos tradicionales, los sistemas ILP basados en algoritmos
genéticos pueden crear y probar conjuntos de hipotesis a la vez [17]. En el caso del manejo
de atributos numéricos y categoricos la idea es la misma. Crear y probar diferentes valores
para un mismo atributo. En esta seccion presentamos diferentes sistemas ILP que basan el
procesamiento de atributos numéricos y categdricos en los algoritmos genéticos.

3.3.1. SIA01

El sistema Supervised Inductive Algorithm version 0l - SIAOI [4] es un sistema de
tipo bottom-up cuyo proceso de generalizacion es realizado por un algoritmo genético.
El proceso principal esta guiado por un ejemplo Semilla a partir del cual se encuentra la
mejor generalizacion de acuerdo a la funcidn de aptitud definida. Cada nueva generacion
es creada con dos operadores genéticos: mutacion y cruzamiento. El proceso general del
algoritmo de SIAO1 es presentado en el algoritmo 3.3, en donde las variables n, max son
proporcionadas por el usuario. La funcién de aptitud para evaluar cada cromosoma ¢ se
basa en la consistencia y la completud de la clausula actual. Es decir, que una cldusula
que cubre més ejemplos negativos serd penalizada, mientras que una cldusula que cubre
mads ejemplo positivos recibird una calificacion de aptitud mas elevada. SIAO1 representa
cada cromosoma ¢ en un formato 16gico, donde cada cldusula es un cromosoma y sus
predicados y argumentos son sus genes. Por ejemplo, la cldusula p(X,Y") < (X, 12, a)
es representada con un cromosoma cuyos genes son: p, X, Y, r, X, 12, a.

Los operadores de mutacion siguen el proceso de generalizacion del sistema SIAO1. Si
el gen del cromosoma a mutar es numérico, entonces se creard un intervalo numérico que
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Algoritmo 3.3 Algoritmo SIAO1
: procedure SIAO1

—_—

2: Poblacion < Semilla
3: repeat
4: for V¢ € Poblacion do
5: if © no ha producido descendencia then
6: Crea 1 descendiente al mutar al cromosoma
7: Crea 2 descendientes al cruzar al cromosoma ¢ con ¢’
8: Agregar a los descendientes a Poblacion’
9: end if
10: end for
11: for Vi € Poblacion’ do
12: if ¢ ¢ Poblacion then
13: if |Poblacion| < max ¢ la aptitud de ¢ es mejor que la peor en Pobla-
cion then
14: Agrega o en Poblacion
15: end if
16: end if
17: end for
18: until La mejor aptitud de ¢ no cambie en las tltimas n generaciones

19: end procedure

contendrd a ese gen. Si el gen es ya un intervalo numérico entonces lo crecera. Por ejemplo,
a la izquierda de la Figura 3.1 se muestra el caso de un gen numérico. Si el gen a mutar es
categoérico, entonces se afiade un valor para crear un conjunto de valores categoricos. Si el
gen es ya un conjunto entonces se agrega uno mas. La Figura 3.1 muestra a la derecha este
proceso para el caso categorico.

p X Y r X (123 | 4 Y p X Y r X | blue| d Y

P X Y r X [12.3..6.5]|| a Y P X Y r X | [blue, white]| d Y

Figura 3.1: Mutacién con un gen numérico y con un gen categorico.

El operador de cruzamiento de SIAO1 intercambia los genes de dos cromosomas so-
lo cuando dichos genes son del mismo tipo, es decir, si ambos genes son numéricos o
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categoricos. Esto implica la verificacion del tipo de los genes cada que se realiza el cruza-
miento. La Figura 3.2 muestra este proceso para dos cromosomas que intercambian genes
numéricos. Cabe afiadir que los operadores genéticos solo manipulan genes que represen-
tan argumentos dentro de las literales de la hipétesis a generalizar.

p | X | Y | r | X |[128.195 a | Y

p | X | Y | r | X |[2573812 a | Y

Figura 3.2: El operador de cruzamiento intercambia dos genes del mismo tipo.

Como podemos ver el manejo de atributos numéricos y categdricos es no supervisado
ya que en el caso de la mutacién los nuevos intervalos o subconjuntos son elegidos de
manera aleatoria. Por otro lado este proceso es de tipo bottom-up, lo cual implica que
potenciales intervalos o subconjuntos més especificos no sean creados y probados, ya que
una vez que estos crecen ningun operador los especializa.

3.3.2. SMART+

En [8] se presenta SMART+ un sistema ILP cuya estrategia de aprendizaje es de tipo
top-down. Este sistema cuenta con dos estrategias para el manejo de atributos numéricos.
La primera es local y se ejecuta al especializar una hipdtesis. La segunda estd basada
en una estrategia evolutiva y se lleva a cabo después del proceso de especializaciéon. A
continuacién describimos estos dos métodos.

Local. Para especializar una cldusula o hipétesis ¢, SMART+ afiade una literal [ al
cuerpo de (. Si [ tiene un conjunto de argumentos numéricos k1, ko, .. ., k,, entonces de-
fine para cada k; una tupla de tres entradas (min,mdx,st) donde [min..mdx] es el intervalo
de k; y st surango de variabilidad. Después SMART+ inicializa cada argumento k; con su
valor minimo: k; = miny, ko = mins, . . ., k, = min,,. Estos valores representan la combi-
nacion inicial de los argumentos de [ y lo denotamos como ;. El siguiente paso es calcular
la ganancia de informacion de ¢;: ganancia(t,) = g;. Si g1 > 0 entonces la correspondien-
te combinacion se afiade a una lista BEST. Esta lista contendra las mejores combinaciones
numéricas para [. Después se generan nuevas combinaciones al variar el valor de un argu-
mento k; ala vez. Un nuevo valor para algun £; se obtiene al sumar su rango de variabilidad
st. Cuando k; = mdx; entonces se varia el argumento siguiente. Para cada combinacién
se calcula su ganancia de informacion y si ésta es mayor que la de la dltima combinacién
afiadida a BEST, entonces también se agrega a la lista. Cuando el dltimo argumento llega
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a su maximo valor, entonces se detiene el proceso. La tabla 3.4 muestra de manera general
la construccion de la lista BEST. Finalmente, las combinaciones en BEST son usadas para
crear las hipétesis candidatas al especializar .

Combinacién Ganancia de informacion
k1 = ming, ko = mine, ..., k, = min, g1

k1 + stepy, ke = minsg, ..., k, = min, 92

ki 4 (2 stepy), ko = ming, ..., k, = min, g3

k1 = max, ko = mine, ..., k, = min, Jr

k1 = max, ko + steps, ..., k, = min, Jri1

k1 = max, ko = maxs, ..., k, = max, Jfinal

Tabla 3.4: La lista BEST contiene las mejores combinaciones de valores numéricos para
un conjunto de argumentos en una literal. Por definicion de esta lista, cada combinacién
tiene una ganancia de informacion mayor que la anterior.

Global. En este caso SMART+ usa un algoritmo genético basado en el que descri-
be Goldberg [27] para optimizar los valores de todos los argumentos numéricos de una
clausula . Este GA se ejecuta después del proceso de especializacion. El GA toma todos
los valores numéricos de ¢ como una cadena de valores reales rs = kiks ...k, la cual es
transformada a una binaria para representar un cromosoma. Para que la transformacién de
una cadena de reales rs a una binaria bs no genere valores fuera de rango para algtn k; se
siguen los dos siguientes pasos.

a. Dado un argumento k; y su rango [min;, max;], entonces k; es representado de la
siguiente manera:

Donde 0 < §; < 2V, N, es el nimero de bits elegidos por el usuario para representar
el incremento §; y A; = B LU —

max;—min;

b. Dada una cadena rs = k1 ks . . . k,, para cada argumento k; en rs, un conjunto de N;
bits serd definido en bs, donde el valor del correspondiente J; estd representado.

Una vez definido el procedimiento para convertir cadenas numéricas a cadenas bina-
rias, el algoritmo genético utilizado por SMART+ genera una poblacién A(y) donde se
calcula la ganancia de informacion de cada cromosoma. Para la creacion de la nueva po-
blacién se definen dos operadores de cruzamiento, el primero sigue el proceso estdndar

propuesto por Goldberg, y el segundo consta de los siguientes tres pasos:
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Dados dos cromosomas (padres) bs; y bsy y un pardmetro k. seleccionado aleatoria-
mente, los descendientes bs’ y bs, son generados en tres pasos:

1. Los pardmetros a la izquierda de k. en bs} y bss, son obtenidos a partir de bs; y bsy
respectivamente.

2. El parametro k. en ambos descendientes se obtiene promediando los dos correspon-
dientes valores en ambos padres.

3. Los parametros del lado derecho de k. son obtenidos en bs} al copiar los correspon-
dientes valores en bsy y viceversa para bss.

Para seleccionar entre los dos operadores de cruzamiento c; y co, se definen dos proba-
bilidades p; y p, respectivamente, con la restriccion p; + p, < 1. El operador de mutacién
es el estandar, es decir, se eligen un conjunto de genes de manera aleatoria y sus valores
son cambiados. Este operador es aplicado con una probabilidad p,, = 0.001.

El mecanismo de SMART+ para el manejo de atributos numéricos es doble ya que
ejecuta un proceso local y uno global, esto puede ser ventajoso respecto a otros sistemas
que llevan a cabo solo un tipo de procesamiento numérico. Sin embargo, el algoritmo lo-
cal de SMART+ genera y prueba demasiados valores cuando las literales tienen muchos
argumentos numéricos. Por otro lado, el proceso global aprovecha las ventajas de los al-
goritmos genéticos, pero a diferencia de otros sistemas ILP que utilizan restricciones, las
hipétesis finales solo declaran un solo valor numérico por argumento. Lo cual representa
uno de los problemas que describimos en la Seccién 1.

3.3.3. Manejo de atributos numéricos en el sistema ECL

El sistema Evolutionary Concept Learning - ECL system [ 18] es un aprendiz basado en
algoritmos genéticos que permite la induccidn de teorias en lenguaje de 16gica de primer
orden. Este sistema utiliza cuatro métodos de discretizacion para el manejo de atributos
numéricos: discretizacion global supervisada - GSD, discretizacién local no supervisada
- LUD, discretizacion local supervisada con inicializacion de grano fino - LSDf y discre-
tizacion local supervisada con inicializacion de grano grueso - LSDc. Este sistema y sus
métodos de discretizacion son descritos a continuacion.

Sistema ECL

ECL es un sistema ILP basado en algoritmos genéticos con un alto nivel de codifi-
cacion en el cual una cldusula representa a un cromosoma y cada literal es un gen. Por
ejemplo, la clausula p(X,Y) < r(X,12,a) es un cromosoma de 2 genes. Este tipo de
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codificacion permite aplicar operadores de refinamiento y de generalizacion a una clausu-
la dada. El algoritmo de ECL tiene un ciclo repeat principal que crea de manera iterativa
un conjunto de cromosomas llamado PoblacionFinal. De este conjunto de cromosomas se
crea la teorfa final. En cada iteracion de este ciclo se toma de manera aleatoria un subcon-
junto de hechos del conocimiento previo. Este conocimiento previo parcial junto con un
conjunto de ejemplos Sel/ son usados por un algoritmo genético, en este caso representado
dentro de un ciclo while, para evolucionar una poblacion. La funcidén de aptitud de cada
cromosoma es la inversa de su precision, es decir, el nimero total de ejemplos dividido
por el nimero de ejemplos correctamente clasificados por el cromosoma. Los operadores
genéticos usados por ECL son seleccion, mutacion y optimizacion. El operador de selec-
cion esta basado en el operador de seleccion sufragio universal en el cual los ejemplos
positivos pueden ser vistos como votantes y los cromosomas como candidatos a ser ele-
gidos. Ademads todos los cromosomas tienen la misma probabilidad de ser elegidos. El
operador de mutacién es dual y puede borrar o anadir una literal del cuerpo de una clausu-
la. El operador de optimizacioén es la aplicacion repetida de operadores de especializacion
y generalizacion mientras la aptitud del cromosoma se mantenga o mejore y hasta que se
alcance el niimero maximo de aplicaciones de este operador. El algoritmo 3.4 muestra el
proceso general del sistema ECL.

Algoritmo 3.4 Algoritmo ECL

1: procedure ECL

2: Sel <— EjemplosPositivos

3: repeat

4: Seleccionar conocimiento previo parcial
5: Poblacion < ¢

6: while No termina do

7: Cromosomas C Sel

8: for all Crom € Cromosomas do

9: Mutar y Optimizar C'rom
10: Insertar Crom en Poblacion
11: end for
12: end while
13: Almacenar Poblacion en PoblacionFinal
14: Sel < Sel - EjemplosPositivosCubiertos
15: until Maximo nimero de iteraciones
16: Extraer Teoria de PoblacionFinal
17: end procedure
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Cuando las literales tienen argumentos numéricos se ejecuta alguna de las siguientes
estrategias para el manejo de informacién numérica.

ECL-GSD

La estategia ECL-GSD es la misma estrategia utilizada por los sistemas TILDE e ICL,
ver Seccidon 3.1.2. Como se vio anteriormente, este método consiste en la discretizacion de
los atributos numéricos antes del proceso de aprendizaje. Este proceso es conocido como
discretizacion global y los puntos de division obtenidos son utilizados durante todo el
proceso de aprendizaje junto con las relaciones de desigualdad mayor o igual que y menor
o igual que. Al igual que en los sistemas TILDE e ICL, el algoritmo de discretizacién es
el que estd basado en el principio de longitud minima o MDLP.

ECL-LUD

Los operadores de mutacion o de optimizacién del algoritmo basico de ECL gene-
ralizan o especializan una cldusula. Cuando esta dltima operacion se ejecuta, el opera-
dor correspondiente afiade una literal C' al cuerpo de la clausula. Si C' tiene argumentos
numéricos entonces se afiade también una desigualdad por cada uno de estos argumentos.
Dicha desigualdad tiene la forma @ < X < b donde a, b son constantes contenidas en el
conocimiento previo y ademas a # b. Es decir, que esta inicializacion es un punto dentro
del rango de X. Esta estrategia para tratar con los argumentos numéricos en ECL es lla-
mada discretizacion local no supervisada - LUD y define cinco operadores de mutacion,
los cuales utilizan la informacién de la distribucién de cada atributo. Esta informacion
es obtenida antes del proceso de aprendizaje con el algoritmo Expectation Maximization
- EM [15]. El algoritmo EM devuelve n grupos o clusters descritos por una media p; y
una desviacion estdndar o;, donde 1 < ¢ < n. A continuacién describimos los operado-
res de mutacion que actiian sobre los atributos numéricos. Consideremos la desigualdad
I =a < X < b, entonces los siguientes operadores de mutacion modifican los valores de
I para modificar un cromosoma.

= Enlarge. Este operador aplicado a I devuelve el intervalo I’ = o’ < X < ¥/, donde
ad<ayb<l.

» Shrink. Aplicado a I este operador devuelve el intervalo I’ = o’ < X < bt/ donde
a>ayb>"b.

= Shift. Este operador aplicado a [ devuelve el intervalo I = o’ < X < b donde a’ y V/
son puntos del cluster que contiene a a, b tal que P(a’ < X <V) = P(a < X <b).
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» Cluster change. Este operador aplicado a I devuelve el intervalo I' = a’ < X <V
donde a’, b’ pertenecen a un grupo o cluster diferente.

= Ground. Este devuelve un intervalo I’ = ¢’ < X < V/ donde s6lo @’ se encuentra en
el mismo grupo que contiene a a, b.

ECL-LSDf y ECL-LSDc

En la estrategia ECL-LUC los valores iniciales para cada desigualdad a < X < b,
donde X es un argumento de una literal utilizada para especializar una clausula, equivale
aun punto de X, es decir a = b. En [18] los autores presentan dos variantes para inicializar
los valores de a, b. La primera es llamada discretizacion local supervisada con inicializa-
cion de grano fino - LSDf'y en esta los valores iniciales de a, b pertenecen al conjunto de
puntos frontera de X denotado como BP(X). Un punto frontera es el punto medio entre
dos valores consecutivos de X. La segunda inicializacion es llamada discretizacion local
supervisada con inicializacion de grano grueso - LSDc y en este caso los valores iniciales
de a, b pertenecen al conjunto de puntos de discretizacion de X, denotado como D P(X),
obtenidos con el algoritmo MDLP mencionado anteriormente.

A diferencia de los sistemas SIAO1 y SMART+, la estrategias evolutivas del sistema
ECL para procesamiento de los atributos numéricos permite tanto la especializacion como
la generalizacion de las cldusulas ya sea reduciendo o aumentando el intervalo de cada atri-
buto numérico. Si bien esta caracteristica dual le permite explorar un espacio mas amplio
de hipétesis no permite expresar relaciones entre atributos numéricos en caso de que exis-
tan. Ademds ECL tampoco implementa estrategias para el manejo de atributos categéricos
de tal manera que las hip6tesis puedan expresar cada uno de estos atributos con mas de un
valor.

3.4. Proposicionalizacion

La proposicionalizacién de manera general es una técnica para transformar un proble-
ma relacional a un formato atributo-valor (Seccién 2.5). El objetivo principal es utilizar
aprendices proposicionales para tratar problemas dificiles de tratar con algoritmos relacio-
nales. A continuacion presentamos dos técnicas de proposicionalizacion capaces de tratar
atributos numéricos.
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3.4.1. Sistema LINUS

LINUS [38] es un sistema ILP que a partir de un conjunto de hechos £y un conjunto
de cldusulas de base de datos deductiva o DDB” como conocimiento previo B induce un
conjunto de cldusulas de bases de datos jerdrquico deductiva y restringida o DHDB®. Los
tres principales pasos para realizar este aprendizaje inductivo son: transformar el proble-
ma relacional a una forma atributo-valor, inducir una hipétesis usando un aprendiz pro-
posicional y transformar la hipétesis inducida a una forma relacional. Estos procesos son
presentados a continuacion.

La transformacion del problema relacional a uno proposicional genera nuevos atributos
a partir de las relaciones del conocimiento previo. Cada nuevo atributo es la aplicacion de
un predicado del conocimiento previo sobre los argumentos de la relacion objetivo, toman-
do en cuenta el tipo de argumento. Por ejemplo, si la tarea consiste en inducir una teoria
que explique la relacion hija/2 a partir de las relaciones progenitor/2, hombre/2 y mujer/2,
como se muestra en la tabla 3.5, una aplicacion del predicado progenitor sobre la relacion
hija es la siguiente hija(X,X)<—progenitor(X,X) donde los dos argumentos son iguales en
las dos relaciones. En este caso progenitor(X,X) representa un nuevo atributo binario el
cual toma valor 1 si la aplicacién es verdadera al tomar X los valores constantes declara-
dos en el conocimiento previo y toma el valor 0 en caso contrario. Otra aplicacion se da
cuando los argumentos son diferentes: hija(X,Y)«—progenitor(X,Y). Esta dltima aplicacién
también genera un atributo binario cuyos valores dependen de las constantes declaradas
en el conocimiento previo y en los ejemplos. La tabla 3.6 muestra todos los atributos que
resultan de la tarea de aprendizaje definida. En esta tabla h = hombre, m = mujery p =
progenitor.

Ejemplos Conocimiento previo
hija(sue,eve). & | progenitor(eve,sue) mujer(ann). hombre(pat).
hija(and,pat). & | progenitor(ann,tom). mujer(sue). hombre(tom).
hija(tom,ann). © | progenitor(pat,ann). mujer(eve).
hija(eve,ann). © | progenitor(tom,sue).

Tabla 3.5: Ejemplos y conocimiento previo para aprender la relacion hija/2.

Una vez que se ha creado el nuevo conjunto de entrenamiento, un aprendiz atributo-
valor genera la hipotesis correspondiente. El sistema LINUS cuenta con tres aprendices

2Una base de datos deductiva es un conjunto de cldusulas de base de datos. Una cldusula de base de datos
es una cldusula de programa de la forma. T" <— Ly, Lo, ..., L,, donde T es un &tomoy L;, Lo, ..., L,, son
literales.

3Una base de datos jerarquica deductiva es una base de datos deductiva que est4 restringida a definiciones
de predicados no recursivos y tipos de datos no recursivos.



3.4. PROPOSICIONALIZACION 53

Variables Atributos proposicionales
Clase | X | Y | mX) | m(Y) | h(X) | h(Y) | pX,X) | pX,Y) | p(Y,X) | p(Y,Y)
@ sue | eve 1 1 0 0 0 0 1 0
&) ann | pat 1 0 0 1 0 0 1 0
© | tom | ann 0 1 1 0 0 0 1 0
© eve | ann 1 1 0 0 0 0 0 0

Tabla 3.6: Tabla atributo-valor resultante para el problema de aprendizaje de la relacion
hija/2.

de este tipo. ASSISTANT. es un algoritmo que es una extension del algoritmo ID3 y que
genera reglas en forma de arboles de decision. Los arboles generados por ASSISTANT
son modelos de clasificacion entre dos clases: ejemplos positivos y negativos en este caso.
Una de las mejoras de ASSISTANT respecto a ID3 es el manejo de atributos numéricos,
ya que hace uso de una estrategia de discretizacion para los atributos numéricos y al igual
que ID3 la clasificacion de los ejemplos estd basada en la ganancia de informacion.

El segundo sistema es NEWGEM el cual induce un conjunto de reglas (una por ca-
da clase) llamado hipoétesis. Al construir una regla, NEWGEM considera los objetos de
la clase correspondiente como ejemplos positivos y el resto como negativos. Las reglas
inducidas son de tipo si-entonces y estan descritas con el lenguaje V' L, la cual es una va-
riante de V' Loy usado por el sistema INDUBI/CSL (Seccién 3.1.1) en la cual los selectores
relacionan un atributo con un valor p.e. [color = ’rojo’] o con una disyuncién de valores
como el siguiente [color = ’rojo’ V ’azul’]. Ademds una conjuncién de selectores es lla-
mada compleja A diferencia de la mayoria de los aprendices atributo-valor, NEWGEM
sigue una estrategia de cobertura en la cual se siguen de manera iterativa los tres pasos
siguientes: construir una regla, afiadir la regla a la hipétesis actual y eliminar los ejemplos
positivos cubiertos por la regla. Si no hay mds ejemplos positivos entonces se detiene el
proceso y se devuelve la hipétesis. La construccion de cada regla se lleva a cabo con un
algoritmo beam search cuyos criterios (de mejor a peor) para seleccionar la mejor regla
son: mayor nimero de ejemplos positivos cubiertos, menor nimero de condiciones en el
cuerpo de cada regla y menor ndmero de valores en cada selector.

Por ultimo, el tercer sistema proposicional es el de induccion de reglas llamado CN2.
Este sistema trata de manera eficiente el ruido en los datos y utiliza también un algoritmo
beam search para la construccion de reglas, aunque CN2 no depende de un ejemplo positi-
vo usado como semilla para guiar el proceso de busqueda. El algoritmo principal de CN2
consta de un ciclo principal el cual toma el conjunto de entrenamiento actual (al inicio
es el conjunto de entrenamiento completo) y la hipotesis actual H (que al principio es un
conjunto vacio de reglas) y genera una regla. En cada iteracion se crea una regla por cada
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clase y para ello toma los ejemplos de la clase correspondiente como positivos y el resto
como negativos. Las cldusulas son evaluadas con la precision de clasificacion de Laplace,
la cual estima la probabilidad de que un ejemplo cubierto por la regla actual sea positivo.

El tercer paso que ejecuta LINUS es la transformacion de la reglas proposicionales
del tipo si-entonces a una forma relacional. Por ejemplo para el problema de la relacién
hija/2 al obtener la regla si progenitor(Y,X)= 1 A mujer(X) = 1 entonces clase = & su
equivalente a formato relacional es hija(Y,X) <— progenitor(Y,X) N\ mujer(X).

El manejo de informacion numérica en LINUS depende del aprendiz proposicional
utilizado y del lenguaje permitido para las literales del cuerpo de las clausulas. En primer
lugar el aprendiz proporciona el algoritmo de discretizacion obtener los puntos de division
del correspondiente atributo y el lenguaje de las literales permite expresar esos puntos de
divisién dentro de las clausulas finales. En el caso de LINUS las literales permitidas son
de los siguientes tipos: una variable igual a un valor constante X = a, una igualdad de
variables X = Y, un predicado con argumentos de entrada de tipo variable las cuales
deben ocurrir en la cabeza de la clausula p(X, Y) y un d&tomo con un simbolo de predicado
con argumentos de entrada de tipo variable las cuales deben ocurrir en la cabeza de la
clausula y argumentos de salida los cuales deben ser instanciados p(X,Y, 7),Z = 4.
De estas literales permitidas en LINUS la primera y la cuarta pueden tomar la forma de
desigualdades, por ejemplo X > sy X < s donde s es un punto de division obtenido al
discretizar la variable X.

Para el manejo de atributos numéricos, LINUS nos permite tomar ventaja de casi
cualquier aprendiz proposicional (en esencia de aquellos cuyas hipétesis son de tipo si-
entonces) que pueda procesar este tipo de informacion eficientemente. Sin embargo, al
transformar un problema relacional los atributos suelen ser binarios, por lo que gran parte
de la informacién numérica se pierde en este proceso. Por otro lado una desventaja es la
limitacién en cuanto al lenguaje permitido por LINUS, ya que éste no permite la definicion
de predicados recursivos.

3.4.2. Cardinalizacion y cuantiles

En el trabajo presentado en [1] se proponen dos técnicas para proposicionalizar infor-
macion relacional con atributos numéricos. La primera variante es llamada cardinalizacion
y para crear nuevos atributos proposicionales utiliza la cardinalidad entre la tabla primaria
(donde se encuentran los ejemplos) y una tabla secundaria, la cual contiene al menos un
atributo numérico. La segunda técnica crea un nimero fijo de atributos proposicionales de
acuerdo al numero de cuantiles declarado por el usuario. El nimero de cuantiles repre-
senta el nimero de nuevos atributos proposicionales que serdn creados y en los cuales se
distribuirdn los valores numéricos del atributo numérico en turno relacionados con cada
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ejemplo. Estos dos métodos son presentados a continuacion.

La cardinalizacion es una técnica de proposicionalizacién basada en la cardinalidad
entre los ejemplos y los atributos numéricos. Por ejemplo, en la Figura 3.3 se muestra
una tabla primaria con un conjunto de ejemplos etiquetados con su respectiva clase y
una tabla secundaria con un atributo numérico A. La cardinalidad en este ejemplo es 1 :
4, es decir, cada ejemplo puede estar relacionado hasta con cuatro valores numéricos de
A. En lenguaje 16gico esto equivale a tener los hechos primaria(a,neg), primaria(c,pos),
primaria(b,pos), secundaria(a,13.5), secundaria(a,12.2), etc. En [19] se presenta una tabla
de equivalencia entre la terminologia de las base de datos relacionales y de programacion
logica.

Ejemplo A
a 13.5
a 12.2
a 14.5
Ejemplo | Clase a 1.9
a neg | ... |1 1..4 : :
b pos b 15.2
c pos b 14.40
13.9
Tabla primaria c 11.5
14.2

Tabla secundaria

Figura 3.3: Cardinalidad entre una tabla primaria y una secundaria que contiene al menos
un atributo numérico A.

Para crear atributos proposicionales con informacion como la mostrada en la Figu-
ra 3.3, la cardinalizacién ordena en forma creciente los valores del argumento numérico
A relacionados con cada ejemplo. En nuestro caso tenemos para el ejemplo a los valo-
res ordenados: 11.9,12.2,13.5, 14.5. Una vez ordenados los valores de cada ejemplo, se
crean M atributos proposicionales, donde M es la cardinalidad entre la tabla primaria y la
secundaria. Cada nuevo atributo es nombrado min_k _Atr, donde 1 < k < M y Atres el
correspondiente atributo numérico. En el ejemplo presentado M = 4y Atr=A. El valor del
atributo min_k_Atr es el k—ésimo valor del correspondiente ejemplo que esta relacionado
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con Atr. Siguiendo con el problema planteado anteriormente, tenemos que min_2_A= 12.2
para el segundo valor del ejemplo a, min_2_A= 14.4 para el segundo ejemplo del ejemplo
by asi sucesivamente. Hay algunos ejemplos cuya cardinalidad con el atributo numérico
es menor a M. En este caso el valor del atributo proposicional para dicho ejemplo es oo.
La Tabla 3.7 muestra los atributos proposicionales creador a partir de los datos mostrados
en la Figura 3.3.

Ejemplo | min_1 A | min 2_ A | min 3 A | min.4_A | Clase
a 11.9 12.2 13.5 14.5 neg
b 14.4 15.2 00 00 pos
c 11.5 13.9 14.2 00 pos

Tabla 3.7: Ejemplo de atributos creados con cardinalizacion.

El prefijo min en el nombre de cada atributo proposicional se debe a la definicién de
cardinalizacion la cual indica que el valor del nuevo atributo min_k_Atr es el valor minimo
del umbral de Arr tal que al menos k tuplas ¢ tienen un valor V4(t), para el atributo, menor
o igual a dicho umbral. El Algoritmo 3.5 presenta el proceso de cardinalizacién para todos
los atributos numéricos de una tabla secundaria.

El segundo método de proposicionalizacion esta basado en los cuantiles. Este método
distribuye los valores de un atributo numérico A, relacionados a un ejemplo, en n cuan-
tiles. En este caso n es un parametro que el usuario debe asignar. Cada nuevo atributo
proposicional es denotado min_k_n_A donde los valores de A relacionados a un solo ejem-
plo de la tabla primaria con aquellos que caen en el k-ésimo cuantil, tal que la proporcién
de dichos valores son al menos % Tomando el mismo ejemplo presentado para la cardina-
lizacidn, si tenemos n = 4 entonces se creardn cuatro atributos proposicionales. La Tabla
3.8 muestra los atributos creados al partir la distribucion de los valores de A en cuantiles.
De los tres ejemplos que tenemos en la tabla primaria es claro que los dos tnicos valores
para b se deben duplicar para poderse distribuir en los cuantiles. En el caso del ejemplo ¢
solo uno fue duplicado. Notemos que a diferencia de la cardinalizacidn no se tienen valo-
res oo. El proceso para la creacion de atributos proposicionales con cuantiles estd dado en
el Algoritmo 3.6.

La cardinalizacién como la técnica de los cuantiles permiten crear un conjunto de datos
atributo-valor, es decir, en forma de tabla, de tal manera que le dejan al aprendiz proposi-
cional elegir los puntos de division mas adecuados. Sin embargo, la cardinalizacion podria
crear demasiados atributos nuevos sobre todo si la cardinalidad entre la tabla primaria y la
secundaria es muy grande. La técnica de los cuantiles resuelve esta problematica al fijar
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Algoritmo 3.5 Algoritmo cardinalizacion

1:
2
3
4
5:
6
7
8
9

10:
11:
12:
13:
14:
15:
16:
17:
18:
19:

20: end procedure

Sea M la cardinalidad entre Py TS
Inicializar la tabla 1" con las columnas de P

for all Atributo numérico A en 7S do

for k < 1, M do
Agregar una columna en 7' con nombre min_k_A

end for

for all Ejemplo i en P do
Sea E el conjunto de valores en A relacionados con ¢
num = |E|
Ordena F en forma ascendente de acuerdo a V4 (conjunto de valores de A)
for all j < 1, num do

end for
for all j < num+ 1, M do

end for

end for

end for

Llena columna min_j_A con V4(5)

Llena columna min_j_A con co

procedure CARDINALIZACION(Tabla primaria P, tablas secundarias T5)

Ejemplo | min_.1 4 A | min2 4 A | min3 4. A | mind4d4A | Clase
a 11.9 12.2 13.5 14.5 neg
b 14.4 14.4 15.2 15.2 pos
c 13.9 11.5 14.2 14.2 pos

Tabla 3.8: Ejemplo de atributos creados con cuantiles.

un nimero de cuantiles, sin embargo esto crea exceso de informacién ya que muchos de
los valores deben duplicarse para poder ser distribuidos en los cuantiles correspondientes.
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Algoritmo 3.6 Algoritmo cuantiles

1: procedure CUANTILES(Tabla primaria P, tablas secundarias 7, nimero de cuantiles
n)

2: Inicializar la tabla 7" con las columnas de P

3: for all Atributo numérico A en 7S do

4: for £k < 1,ndo

5: Agregar columna en 7' con nombre min_k n_A

6: end for

7: for all Ejemplo ¢ en la tabla PP do

8: Sea F el conjunto de valores en A relacionados con ¢
9: num = |E)|
10: Ordena F en forma ascendente de acuerdo a V4 (conjunto de valores de A
11: k+1
12: for j < 1, num do
13: while j < ceiling(E1UM) < j 1 1 do
14: Llena columna min_k_n_A
15: k+—Fk+1
16: end while

17: end for

18: end for

19: end for

20: end procedure

3.5. Resumen

En este capitulo hemos revisado diferentes estrategias para el procesamiento de atribu-
tos numéricos y categoéricos en ILP. Dentro de estas identificamos aquellas que estan ba-
sadas en la discretizacion, en la programacion logica de restricciones, en el razonamiento
numérico con evaluacion perezosa, en los algoritmos genéticos y en la proposicionaliza-
cion. Para cada estrategia tomamos en cuenta también el nimero de atributos analizados
(univariable o multivariable), las caracteristicas del algoritmo ILP y de la estrategia de
procesamiento. En la Tabla 3.9 mostramos el tipo y nimero de atributos que maneja la
estrategia de cada algoritmo ILP revisado.

Como podemos ver en la Tabla 3.9 todos los métodos revisados procesan atributos
numéricos y solo tres de ellos lo hacen también con atributos numéricos: aprendizaje mul-
tivalores, SIAO1 y LINUS, aunque este ultimo procesa informacion en formato atributo-
valor. TILDE, ICL y aprendizaje multivalores utilizan métodos globales de discretizacion,
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No. | Sistema ILP Atributos | Atributos | Univariable| Multivariable
numéricos | categOri-
cos
1 | INDUBI/CSL v X v X
2 | TILDE e ICL v X v X
3 | Aprendizaje multivalores v v v X
4 | NUM v X v v
5 | BPU-CILP v X X v
6 | Evaluacién perezosa v X v v
7 | SIAO1 v v v X
8 | SMART+ v X v X
9 | ECL v X v X
10 | LINUS v v v v
11 | Cardinalizacién y Cuanti- v X v v
les

Tabla 3.9: Resumen del tipo y nimero de atributos que maneja cada sistema ILP revisado
y el numero.

pero una desventaja de estos es que generan los puntos de divisién usando todo el conjunto
de ejemplos y éste suele cambiar durante el proceso de aprendizaje. Por lo tanto es posible
que potenciales puntos de division no sean creados ni probados. Los sistemas que utilizan
algoritmos genéticos (SIAO1 y SMART+ y ECL) superan esta dificultad ya que generan
y prueban un mayor nimero de valores cada vez que se aprende una nueva regla. Aunque
en el caso de las estrategias presentadas, el manejo de atributos estd dado dentro del mis-
mo operador de refinamiento o especializacion. Esto dificulta la implementacion de dichas
estrategias en otros sistemas ILP cuyos algoritmos de induccion (top-down o bottom-up)
y representacion de cromosomas sean diferentes (cadenas binarias o en légica de primer
orden).

El algoritmo NUM Yy la evaluacién perezosa en ILP mejoran significativamente las ca-
pacidades numéricas de los sistemas ILP, ya que se pueden definir y usar distintos tipos
de funciones numéricas (lineales, cuadréticas, trigonométicas o mas especializadas). En
el caso de NUM el usuario define la forma de la literal numérica y NUM utiliza el co-
nocimiento previo para crear sistemas de ecuaciones con la forma definida, finalmente un
sistema de resolucidn de restricciones en formato 16gico resuelve estos sistemas para crear
literales numéricas. Por otro lado, la evaluacién perezosa permite definir dentro del cono-
cimiento previo las relaciones numéricas necesarias para el manejo de atributos numéricos
y éstas son evaluadas durante el proceso de aprendizaje. Sin embargo es dificil el uso tanto
de NUM como de la evaluacién perezosa, ya que el usuario debe definir y codificar los
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predicados numéricos. Por lo tanto su eficiencia depende en gran medida de que el usuario
tenga al menos conocimientos basicos de programacion légica.

La proposicionalizacion es otra técnica utilizada no solo para el manejo de atributos
numéricos y categdricos sino ademads para tratar, con aprendices proposicionales, proble-
mas dificiles de resolver en ILP como el ruido en los datos o los valores desconocidos
en las bases de datos (missing values). Pero la eficiencia que pueden tener los aprendices
proposicionales utilizados se puede ver limitada por ciertos factores, por ejemplo LINUS
crea un conjunto de atributos binarios a partir de relaciones en el conocimiento previo
por lo cual los aprendices no pueden crear particiones para los atributos numéricos. La
cardinalizacion y los cuantiles si crean atributos proposicionales numéricos a partir de los
originales, sin embargo en algunos casos generan una gran cantidad de ellos o un exceso de
informacion lo cual puede afectar la rapidez de los aprendices atributo-valor. Ademas, sin
importar la técnica cualquier algoritmo de proposicionalizacién puede provocar pérdida
de informacién al transformar datos relacionales a proposicionales.

Tomando en cuenta lo anterior, en este trabajo proponemos una estrategia univariable
para el manejo de atributos numéricos y categoricos en ILP. Este método utiliza algorit-
mos genéticos para crear y probar puntos numéricos de division y subconjuntos de valores
categoricos, los cuales seran evaluados con una funcién de aptitud. Después los mejores
calificados serdn afiadidos junto con nuevas relaciones al conocimiento previo. Este pro-
ceso se lleva a cabo antes de construir una nueva regla, por lo tanto no depende ni del
proceso de busqueda ni de la estrategia de induccion (ya sea bottom up o top down) ni
tampoco de la implementacion de los operadores de refinamiento. Nuestra conjetura co-
mo se menciond en la Seccidn 1.1 es que la nueva informacién afiadida al conocimiento
previo mejoraré las teorias aprendidas sin tener un aumento exponencial en el tiempo de
ejecucion.

Decidimos implementar nuestra propuesta, presentada en el capitulo siguiente, en el
sistema Aleph [55] ya que tiene un eficiente sistema declarativo que facilita la adicion de
nuevo conocimiento previo, ademds este sistema estd implementado en el lenguaje Prolog
el cual es software libre.



Capitulo 4

Método evolutivo para el manejo de
atributos numéricos y categoricos en
ILP

“Los malos tiempos tienen un valor
cientifico. Son ocasiones que un
buen alumno no se perderia.”

Ralph Waldo Emerson

En este capitulo presentamos un método para el manejo de atributos numéricos y
categoricos en ILP llamado Grouping and Discretization for Enriching the Background
Knowledge- GDEBaK, el cual, fue presentado en el articulo “An evolutionary-based ap-
proach for dealing with numerical and categorical attributes in ILP” [51]. GDEBaK uti-
liza algoritmos genéticos para encontrar puntos de division en el caso de los atributos
numéricos, y subconjuntos de valores en el caso de los atributos categoricos, que al agre-
garse al conocimiento previo mejoran la calidad de las teorias construidas por un algoritmo
ILP. En este contexto una teoria de mejor calidad tendrd menos reglas y mayor precision.

4.1. Meétodo GDEBaK

Como se menciond anteriormente el método GDEBaK permite un mejor manejo de
los atributos numéricos y categdricos en ILP para obtener teorias con mayor precision
y menor nimero de reglas. Para ello incrustamos a GDEBaK en el proceso general de
aprendizaje ILP como se muestra en el algoritmo 4.1. Como en cualquier sistema ILP
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los argumentos de entrada son un conjunto de ejemplos positivos £, un conjunto de
ejemplos negativos £/~ y un conocimiento previo B, pero ademads, incluimos el pardmetro
declaracionAtributos. Este ultimo es escrito en el formato declarativo del sistema ILP
correspondiente e indica cudles atributos serdn procesados.

El proceso general es el siguiente. En cada iteracion del ciclo while, antes de aprender
la siguiente regla, se ejecuta el método GDEBaK (Paso 4). Este crea, por medio de un
algoritmo genético, un conjunto de puntos de division por cada atributo numérico, y sub-
conjuntos de categorias por cada atributo categorico. Estos son afiadidos al conocimiento
previo junto con nuevas relaciones que permiten al sistema ILP usar dicha informacion,
esto lo denotamos en el paso 4 como una asignacién a 5. El aprendizaje de la siguiente
hipétesis (Paso 5) se lleva a cabo con la nueva informacién anadida al conocimiento pre-
vio. El resto del proceso inductivo se ejecuta de acuerdo al sistema ILP utilizado pero con
el conocimiento previo enriquecido. Cabe afiadir que la diferencia mds importante entre
los distintos sistemas ILP radica en los algoritmos con los que se aprende una hipdtesis
(Paso 5). Estos sistemas utilizan diversos operadores de refinamiento o generalizacion asi
como diferentes algoritmos de buisqueda. Ya que que GDEBaK se ejecuta antes de apren-
der una hipétesis entonces no depende del tipo de busqueda o del operador de refinamiento
utilizado. Esta caracteristica le permite ser usado de manera global o local. En el primer
caso, usa todo el conjunto de ejemplos para generar puntos de division (o subconjuntos de
categorias), los cuales son usados durante todo el proceso de aprendizaje: discretizacion/a-
grupamiento global. En el segundo caso, GDEBaK es usado solamente con los ejemplos
disponibles en cada iteracion: método local. GDEBaK proporciona una variable Booleana
que determina el tipo de proceso que se llevara a cabo.

Algoritmo 4.1 Algoritmo ILP Genérico

1: procedure ALGORITMOILPGENERICO(E™, E~, B U declaracionAtributos)
2 Teoria = ¢

3 while £ £ ¢ do

4: B < GDEBaK(E*, E~, B U declaracionAtributos)
5: Hipdtesis < aprende_hipdtesis(E™, E~, B)

6 Teoria < Teoria U {Hipdtesis}

7 B < B U {Hipdtesis}

8 E* « E*\ {Ejemplos cubiertos por Hipdtesis}

9 end while

10: return Jeoria

11: end procedure

En el Algoritmo 4.2 se presenta el método GDEBaK, el cual esta basado en un es-
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quema evolutivo. Los argumentos de entrada son los mismos del algoritmo ILP general.
GDEBaK consta de un ciclo for principal que genera para cada argumento o atributo de-
clarado en declaracionAtributos sus correspondientes puntos de divisiéon o conjuntos de
valores categdricos de acuerdo a un algoritmo genético. Los principales elementos del
algoritmo GDEBaK son presentados a continuacion.

Algoritmo 4.2 Algoritmo GDEBaK

1: procedure ALGORITMOGDEBAK(E™, E~, B U declaracionAtributos) (§4.1.1.)
2 for each Atributo en declaracionAtributos do

3 crea Tabla a partir de E*, E—, B U Atributo (§4.1.1.)

4: t<+0

5: inicializa Poblacion(t) (§4.1.2.)

6 evalda Poblacion(t) (§4.1.2.)

7 while no se cumpla condicion de paro do

8 t«t+1

9: selecciona Poblacion(t) de Poblacion(t — 1) (§4.1.3.)
10: cruza Poblacion(t) (§4.1.3.)
11: muta Poblacion(t) (§4.1.3.)
12: evalda Poblacion(t)
13: end while
14: selecciona Mejores_Individuos de Poblacion(t) (§4.1.4.)
15: agrega Mejores_Individuos a B (§4.1.4.)

16: end for
17: end procedure

4.1.1. Declaracion de atributos a procesar

Como se menciond anteriormente, ademds de los ejemplos y el conocimiento previo
que utiliza un sistema ILP, GDEBaK permite que el usuario pueda definir un conjunto de
declaraciones, denotado como declaracionAtributos, para indicarle al sistema cudles son
los atributos que seran procesados. Si el atributo es numérico se utiliza el meta-predicado
dicretization/2,y si el atributo es categorico entonces se usa el meta-predicado grouping/2.

Cada declaraciéon en declaracionAtributos tiene el formato siguiente: metapredica-
te(goal(E,C), lit(E,...,Attr)), donde metapredicate € {discretization, grouping}, donde goal
es la relacion objetivo, C es el argumento clase de la relacion objetivo y solo aparece cuan-
do el problema tiene mas de dos clases, Attr es el atributo numérico (o categérico), y E
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es el argumento de la relacion objetivo que esta ligado al correspondiente argumento en la
relacion lit.

Estas declaraciones le permiten a GDEBaK hacer las consultas necesarias, dentro del
conocimiento previo y ejemplos, para obtener la informacion del atributo a procesar y
crear una tabla de tres columnas: id_ejemplo, valor_atributo, valor_clase, la cual, serad
usada por el algoritmo genético de GDEBaK. Por ejemplo, si la relacion objetivo es ca-
lidad _pelicula/l cuyo argumento es el identificador de una pelicula, y genero/2 es una
relacion en el conocimiento previo donde el primer argumento es el identificador de una
pelicula y el segundo es su correspondiente género, entonces la siguiente declaracion in-
dicara que el segundo argumento de genero/2 debera ser agrupado por GDEBaK.

grouping( calidad_pelicula (E), genero(E, Attr )).

Notemos en la declaracién anterior que el argumento E permite relacionar el predicado
objetivo con el predicado genero/2, el cual, contiene el argumento a procesar. De esta
forma GDEBaK puede obtener la informacion que coincida en las dos relaciones y crear
una tabla como la que se muestra en Tabla 4.1. Dicha tabla tiene tantos renglones como
valores contiene el correspondiente atributo dentro del conocimiento previo.

ejemplo | attr clase

el ciencia_ficcion | positivo
e2 romance negativo
e3 accion negativo

Tabla 4.1: Tabla creada por GDEBaK para el atributo genero.

4.1.2. Representacion y evaluacion de los cromosomas

Para crear, evaluar y evolucionar una poblacion de soluciones con algoritmos genéti-
cos, primero es necesario definir una representacion adecuada para cada solucién (cromo-
soma), asi como una funcién de aptitud que permita asignarle un valor numérico a cada
cromosoma. Para los atributos numéricos y categdricos, GDEBaK usa las siguientes re-
presentaciones y funciones de aptitud.

Cromosomas categoricos. Sea A un atributo categdrico con valores en el conjunto A, =
{ai,...,an}, entonces un cromosoma categdrico es el subconjunto A, C A, el cual, es
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representado por el vector binario C, = (cq, ..., ¢,,) donde el gen ¢; = 1 si el correspon-
diente valor a; € A; y ¢; = 0 en otro caso. Asi, si A. = {accion, suspenso, romance,-
fantasia, comedia} entonces el cromosoma C,. = (0,1, 0, 1, 0) representa al subconjunto
A, = {suspenso, fantasia}.

Para evaluar cada cromosoma, GDEBaK usa una medida de similitud basada en el
contexto, llamada Dlstance Learning of Categorical Attributes (DILCA) [32], la cual se
explica con detalle en la seccion 2.4. Esta medida calcula la distancia entre cada par de
atributos de un subconjunto de valores categéricos. A diferencia de otras medidas simi-
lares DILCA toma en cuenta la relacién del atributo A y los otros atributos (contexto de
A). El método DILCA se lleva a cabo en dos fases. Primero, se seleccionan los atribu-
tos categdricos mejor relacionados con A. A este conjunto se le llama contexto(A). La
correlacion entre los atributos en contexto(A) y A se mide por medio de la métrica de in-
certidumbre simétrica, la cual, estd basada en la entropia. En la segunda fase, DILCA usa
el conjunto contexto(A) para calcular la distancia entre cada par de categorias a;,a; € A,
con la siguiente férmula:

d(ai,a;) = > > (Plai | yr) — Plaj | )
yecontexto(A) yx€Y

donde, para cada atributo Y, se calculan las siguientes probabilidades: P(a; | yx) es la
probabilidad condicional del valor a; dado el valor y;, € Y,y P(a; | yx) es la probabili-
dad del valor a; dado y, € Y. Recordemos que la formula para calcular la probabilidad
condicional es P(a; | yx) = P(a; Nyx)/P(a;).

Notemos que para cada atributo categorico se creard un conjunto de datos como el que
se muesta en la Tabla 4.1. Por lo tanto, solo contamos con el atributo A y no es posible crear
el conjunto contexto(A), asi que para adaptar DILCA a GDEBaK usamos el atributo clase
Y (que si estd en la tabla mostrada anteriormente) como contexto, de esta manera tenemos
que Y = contexto(A). La idea es encontrar cromosomas con los valores categéricos
mads similares entre si (mds cercanos) que estén relacionados a una clase y, € Y. En
ILP los valores de estos cromosomas estardn relacionados con los ejemplos positivos.
Intuitivamente, podemos observar que si tenemos el conjunto de categorias A, ={drama,
cienciaFiccion, aventura, familia, accion, comedia, horror, musica, romance}, entonces
los valores en Cy = (1,0,0,1,0,0,0,1,1) = {drama, familia, misica, romance} son mas
similares entre si que las categorias en C.y = (1,0,0,0,1,0,1,0,1) ={drama, accion,
horror, romance}.

Por lo tanto, la aptitud de un cromosoma categérico C, estd definido como la suma
negativa de las distancias de cada par de categorias a;,a; € A, tal que ¢; = ¢; = 1 en
C. mas el valor %, donde N es el numero de unos en C, (Ecuacién 4.1). Este dltimo
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valor permite que se beneficie el cromosoma que represente un conjunto de mas valores
categoricos cuando dos o més tengan la misma suma total de distancias. De esta forma
serdn usados subconjuntos con mds categorias para crear teorias con el menor nimero
posible de reglas. Por ejemplo, podemos ver que el subconjunto {drama, familia, miisica,
romance} es una mejor generalizacion que {muisica, romance} si ambas tienen la misma
suma de distancias. Observemos que la suma de distancias mas el valor 1/N se multiplica
por —1. Esto se realiza ya que al usar un algoritmo genético lo que se desea es maximizar
la funcién objetivo, y si no se multiplica por —1 la funcién tendria que minimizarse, ya que
lo que deseamos es que las distancias entre las categorias sean lo mds pequeias posible.

aptitud(C) =~ | 30 | S (Placlu) — Pla |9 + 5| @)

N
ai,a]-GCc Yy €Y

Cromosomas numéricos. Sea A un atributo numérico con valores en I,, = ["'in, T'maz]
donde 7,,in, Tmax € IR, entonces un cromosoma numérico ), es una cadena binaria de
longitud [, 1a cual, es equivalente a un nimero real 7, tal que r,,,;,, < 7, < T'pae. NOtEmos
que 7, divide al intervalo I en dos subintervalos: I, = ["min, 7)Y Ib = [0, Tmaz)-

Para transformar un cromosoma binario a un nimero real, primero se convierte la
cadena binaria C), a un entero z,. Después, z, se transforma a un nimero real con la
Ecuacion 4.2,

Wzn + Tmin (42)

Ty =
donde 7, Y Tmas representan los valores minimo y maximo en el intervalo 7, y [ es el
nimero de bits en la el cromosoma C),. Para GDEBaK se utiliz6 un valor de [ = 25, ya
que con este nimero de bits podemos representar nimeros reales con una precision de 8
decimales. Tomando en cuenta los valores numéricos que contienen los conjuntos de da-
tos, usados en los experimentos, dicha precision es suficiente.

Para evaluar cada cromosoma, GDEBaK usa una funcion basada en la entropia. El uso
de esta funcioén en un método evolutivo permite que se escape de los Optimos locales y por
lo tanto la discretizacion es mds eficiente que con métodos mas simples [17]. El objetivo
es encontrar un cromosoma C,; cuyo equivalente nimero real r,; minimice la entropia en
los subintervalos I,, I. Una baja entropia implica una alta ganancia de informacién y una
reduccion en la incertidumbre de clasificacion. Asi, la aptitud de un cromosoma C,, esta
dada por la ganancia de informacién del ndmero real r,, dado por la Ecuacion 4.3.
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K1, 11
IG(r,) = Entropia(I,) — {% « Entropia(1,) + % « Entropia(1,)| (4.3)
Ademas, la entropia en el intervalo [, estd dada por
Entropia(I) = — > p(ls, ) * logy(p(I2, ) (4.4)

j€Eclases

donde count(I,) es el nimero de valores en un intervalo I, y p(I,, j) es la proporcién de
valores en [, que pertenecen a la clase j. Por lo tanto, GDEBaK busca puntos de division
con la mayor ganancia de informacion posible.

4.1.3. Operadores genéticos

GDEBaK utiliza los tres operadores genéticos usuales para evolucionar la poblacién
inicial en cada iteracion del algoritmo genético, estos son: seleccidn, mutacion y cruza-
miento, estos son detallados a continuacién para cada tipo de cromosoma.

Seleccion Para los dos tipos de cromosomas (numéricos y categoricos) utilizamos el
esquema de truncacion. Este consiste en seleccionar un porcentaje de los mejores cromo-
somas, de acuerdo a la funcién de aptitud. Por ejemplo, si 7' = 25 % entonces el 25 por
ciento de los mejores cromosomas son seleccionados como padres, y el resto no producira
descendientes. Se probaron los siguientes valores: 7' = {10 %, 20 %, 30 %40, 50 %} y ob-
servamos que para valores mas pequefios que 40 % la convergencia es mds lenta mientras
que no hubo diferencia entre 40 % y 50 %. Asi que se decidi6 utilizar 40 % como parametro
para los dos tipos de cromosomas.

Cruzamiento. Tanto los cromosomas categéricos como numéricos se representan como
una cadena binaria, por lo que se decidi6 utilizar operadores de cruzamiento de uno y dos
puntos. En el primero los dos cromosomas seleccionados (padres) se cortan en un punto
seleccionado aleatoriamente. Este punto es llamado punto de pivote o de corte. Después,
se intercambian, entre los dos cromosomas, los genes que estdn a la derecha de ese punto
de corte. Este proceso genera otros dos cromosomas (hijos), ver Figura 4.1.

Por otro lado, en el cruzamiento de dos puntos se generan aleatoriamente dos puntos
de corte, con los cuales, se crean tres segmentos por cada cromosoma padre. Después, se
intercambian alternadamente los segmentos en los cromosomas padre, ver Figura 4.2.

En cuanto a la probabilidad de cruzamiento se probaron diferentes valores, sin embargo
no se observaron diferencias en cuando a la precision de las teorias finales, por lo que se
decidi6 usar una probabilidad estdndar de p. = 0.6.
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punto de corte

—

11001/110011101101 hijos 11001/000101110110
01010000101110110 01010/110011101101
padres
Figura 4.1: Cruzamiento de un punto para cromosomas binarios.
Puntos de corte
11001{1100111/01101 hijos 11001000101101101
0i10100001011(10110 ” 01010110011110110

padres

Figura 4.2: Cruzamiento de dos puntos para cromosomas binarios.

Mutaciéon. Aligual que en el cruzamiento se utiliz6 el mismo operador de mutacion para
cromosomas numéricos y categoricos. Este operador cambia el valor de cada uno de los
genes de acuerdo a una probabilidad de mutacién. Se probaron diferentes valores para la
probabilidad de mutacion sin encontrar una diferencia en la precision de las teorias finales
por lo que se eligio el valor p,, = 0.01. Al mutar un cromosoma padre se genera un s6lo
hijo como se muestra en la Figura 4.3.

Genes mutados

10001001110100001——>10001011110100101
Padre Hijo

Figura 4.3: Mutacion binaria. Los genes del cromosoma seleccionado cambian su valor
aleatoriamente en base a una probabilidad de mutacion.

4.1.4. Enriquecimiento del conocimiento previo

Cuando el algoritmo genético de GDEBaK termina su ejecucion, los mejores N cro-
mosomas son agregados al conocimiento previo. Si la poblacién tiene al menos 50 el valor
por defecto es del 5 %, cuando la poblacion es mds pequeia se agrega s6lo un cromosoma,
aunque usuario puede modificar dicho valor. Ademds de agregar los mejores cromosomas
al conocimiento previo, también se agregan otras relaciones que le permiten al sistema
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ILP utilizar la informacién dada en los cromosomas, y dependiendo del tipo de atributo se
agregan los siguientes:

Cromosomas categoricos. Recordemos que cada cromosoma categdrico representado
por una cadena binaria representa a su vez un subconjunto de datos de un atributo ca-
tegorico B. Por lo tanto, no se agregardn las cadenas binarias sino los conjuntos a los
que representan. Para que el conocimiento previo pueda utilizar estos subconjuntos en el
proceso de aprendizaje también se anade la relacion de membresia member/2, la cual es
verdadera si un elemento pertenece a un conjunto de datos, y falso en caso contrario. La
manera en que esta informacion, que enriquece al conocimiento previo, es usada en las
reglas candidatas es la siguiente.

Sea B un argumento categérico, C; = (c1, ..., ¢y) un cromosoma binario inducido
por GDEBaK, y B, = {b1,...,b,} el conjunto de valores categdricos representados en
C'i, donde cada valor b; € B, entonces una regla candidata puede tener la siguiente forma:

goal (...) :— .., lit (.., B), member(B, [¢1,...,cm])

donde goal es la relacion objetivo, y /it una relacion en el conocimiento previo con el
atributo categérico B. La relacion member/2 se agregard cuando se procese al menos un
argumento categorico. Por ejemplo, la siguiente regla podria generarse si el género de una
pelicula es usada para indicar si una pelicula tiene calidad o no.

calidad_pelicula (A):—enero(A,B), member(B, [ ciencia_ficcion , accion, suspenso ]),

Cromosomas numéricos. Al igual que en el caso de los cromosomas categdricos, los
numéricos también son cadenas binarias, sin embargo, lo que enriquecera al conocimiento
previo serdn los correspondientes valores reales que representan. Para que el sistema pueda
usar esta nueva informacion se agregan a su vez las dos relaciones lteq/2 y gteq/2 que
corresponden a <y > respectivamente. La forma en que el sistema ILP utilizard esta
informacion seré la siguiente.

Sea A un atributo numérico en I = [min, max], Cy; un cromosoma binario inducido
por GDEBaK, y min < x < mauz el valor real representado por C,,;, entonces una regla
candidata podrd tener las siguientes estructuras:

goal (...) = .. lit (.., A), lteq(Ax)
goal (...) = .. lit (.., A), gteq(Ax)
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donde goal es la relacion objetivo, y /it es una relacion en el conocimiento previo con un
argumento (atributo) numérico A. Las relaciones lteq/2 y gteq/2 se agregaran al conoci-
miento previo si al menos un atributo es procesado.

Es posible también agrupar y discretizar en la creacion de una teoria. Por ejemplo, si
GDEBaK agrupa el segundo argumento de la relacion genero/2, que tiene como argumen-
tos el identificador de una pelicula y su correspondiente género, y discretiza el segundo
argumento de la relacion presupuesto/2, que tiene como argumentos el identificador de
una pelicula y su correspondiente presupuesto, entonces es posible que el sistema genere
una regla, dentro de la teoria final, como la siguiente:

calidad_pelicula (A):—
genero(A,B), member(B, [ ciencia_ficcion , accion, suspenso ]),
presupuesto (A,C), gteq(C, 100).

donde el valor 100 esta en millones de ddlares.

4.1.5. Ejemplo en Aleph

Como se menciond anteriormente, el algoritmo GDEBaK puede implementarse en
cualquier sistema ILP. Para este trabajo se implement6 en el sistema Aleph [55] ya que
es un sistema de codigo abierto (open source), y su codigo esta disponible. Ademads, es
uno de los sistemas mas utilizados en gran parte de lo trabajos relacionados al area de
ILP. Por otro lado, Aleph proporciona un lenguaje declarativo que nos permitié agregar,
el codigo necesario para que la declaracion de los atributos a procesar sea mas fécil. En
el Algoritmo 4.3 se muestra el algoritmo bésico de Aleph con el método GDEBaK in-
crustado. Aleph es un sistema de tipo bottom-up por lo que para generar la siguiente regla
primero crea una cldusula e muy especifica, con muchas literales en el cuerpo, llamada
bottom clause. Después, busca una regla mas general que e.

Algoritmo 4.3 Algoritmo Basico de Aleph con GDEBaK

1: procedure ALEPH(E™, E—, B U declaracionAtributos)
2 Selecciona un ejemplo e

3 GDEBaK(E", E~, B U declaracionAtributos)

4: Construir la cldusula mas especifica

5 Buscar siguiente hip6tesis

6 Remover ejemplos redundantes. Ir al paso 2.

7: end procedure

El siguiente ejemplo muestra el método GDEBaK para el agrupamiento de un atributo
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categorico en Aleph. El problema de aprendizaje utilizado fue tomado del conjunto de da-
tos IMDB'’s Top 250 [33] que consiste en inducir una teoria que describa las caracteristicas
de lo que se considera una buena pelicula. La relacion objetivo es

calidad_pelicula ( id_pelicula ) :—

donde un ejemplo positivo indica que la pelicula es buena, y un ejemplo negativo indica
que NO es una pelicula buena. El conocimiento previo contiene las relaciones siguientes:

genero_director ( id_director , genero, -, id_pelicula )
genero_pelicula ( id_pelicula , genero, -)

rol_actor ( id_actor , id_pelicula , _)

actor ( id_actor , genero)

director ( id_director )

Los argumentos en guién bajo los omitimos porque no son relevantes para el ejemplo.
El atributo categérico que se desea agrupar es el tercer argumento de la relacion gene-
ro_director que corresponde al género en el que se encasilla a un director. Los principales
elementos de GDEBaK se presentan a continuacion:

Declaracion de atributos a procesar. El sistema Aleph requiere de tres archivos: file.b
contiene el conocimiento previo y los datos de configuracion del algoritmo, file.f contie-
ne los ejemplos positivos, y file.n contiene los ejemplos negativos. Ya que el archivo de
conocimiento previo también contiene las declaraciones de configuracion, es ahi donde se
indica cudles son los atributos que se van a procesar por medio de GDEBaK. Para el ejem-
plo que se presenta la siguiente declaracion indica que se desea agrupar el tercer atributo
de la relacion genero_director:

:— grouping( calidad_pelicula (e), genero_director (e, no, attr, no)).

La declaracion anterior estd dada en formato de Aleph. Los argumentos con valor no in-
dican que no serdn procesados. El argumento e es el que liga a las dos relaciones en la
declaracién, como se mencioné en la Seccién 4.1.1, ese argumento permite a crear la tabla
con la que se agruparad el atributo correspondiente. Una muestra del conjunto de datos para
este ejemplo se muestra en la Tabla 4.2 muestra algunos ejemplos de estos datos que se
requieren.

Representacion de cromosomas y aptitud. En este ejemplo, GDEBaK crea cromoso-
mas con 6 bits o genes ya que tenemos las categorias {accidon, suspenso, fantasia, musical,
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e (example) | attr (attribute) | clase
2136 accion negativo
10830 terror positivo
11440 guerra positivo
54726 comedia negativo
31615 suspenso positivo

Tabla 4.2: Esta tabla muestra algunos valores del atributo categérico que corresponden a
los géneros de cada director en el conjunto de datos.

comedia, romance}. Cabe anadir que en el conjunto de datos IMDB original hay 18 géne-
ros, pero por simplicidad presentamos solo 6. La Tabla 4.3 muestra algunos cromosomas
con su valor de aptitud calculado con la ecuacion 4.1.

No. | Cromosoma binario | Valores categoricos Aptitud
1 (1,1,1,0,0,0) {action, thriller, fantasy} | —26.933
2 (1,0,0,0,1,1) {action, comedy, romance} | —124.03

Tabla 4.3: Ejemplos de cromosomas categoricos para el atributo género con su correspon-
diente valor de aptitud.

Operadores genéticos. Como hemos observado cada cromosoma binario tiene la misma
longitud sin embargo el nimero de categorias que representan puede variar. A continua-
cion, se muestran unos ejemplos de como se llevan a cabo las operaciones de cruzamiento
y mutacion para este tipo de cromosomas.

El operador de mutacién cambia el valor de los genes. Si un gen cambia su valor de
uno a cero, entonces se eliminard un valor del cromosoma, y si cambia de cero a uno
se afadird el valor correspondiente al subconjunto representado por ese cromosoma. El
ejemplo siguiente muestra precisamente este ultimo caso.

(1,1,1,0,0,0) = {action, thriller, fantasy}
!

(1,1,1,1,0,0) = {action, thriller, fantasy, musical }

Al aplicar el operador de cruzamiento el tamafio de los subconjuntos que representa
cada cromosoma también puede cambiar. En el ejemplo siguiente uno de ellos quedé con
solo dos categorias mientras que el otro con cuatro.
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1,0,0,0) = {action, thriller, fantasy }
0,0,1,1) = {action, comedy, romance }

/3
(1,0 1,0,0,0) = {action, fantasy }
1.1 = {action, thriller, comedy, romance}

Enriquecimiento del conocimiento previo El tltimo paso de GDEBaK es enriquecer el
conocimiento previo con los mejores cromosomas encontrados. Recordemos que el usua-
rio debe indicar el porcentaje de cromosomas que se agregardn al conocimiento previo.
Con esta nueva informacion Aleph genera la siguiente regla que serd afiadida a la teoria
final. A continuacién tenemos un ejemplo de una regla que es creada por Aleph con la
informacién proporcionada por GDEBaK.

movie_quality (A) :—
director_genre (A,B,C,D), member(C,[action, thriller , romance]).

Un ejemplo mas completo es presentado en el Apéndice A, el cual, describe el proceso
GDEBaK con mas detalle para el conjunto de datos mutagenesis.

En el siguiente capitulo se describen los experimentos realizados con GDEBaK, dis-
cretizacion perezosa en Aleph, y la discretizacion en TILDE. También se presentan los
resultados obtenidos con dichos experimentos, con los cuales, comparamos la propuesta
presentada con la discretizacion en Aleph y TILDE.
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Capitulo 5

Experimentos y resultados

“Cuando todo parezca estar en tu
contra, recuerda que los aviones
despegan con el aire en contra, no a
favor.”

Henry Ford

En este capitulo presentamos los experimentos realizados para evaluar el método GDE-
BakK. Para ello realizamos varios experimentos con diferentes conjuntos de datos usando
como medida de evaluacion la precision y el nimero de reglas por teoria. La precision de
una teoria se calcula con la férmula zﬁ’ donde p es es el numero de ejemplos positivos
cubiertos (verdaderos positivos), y n es el niimero de ejemplos negativos cubiertos, estos
ultimos corresponden a los falsos positivos. Ya que GDEBaK puede procesar atributos
numéricos y categdricos, los experimentos fueron llevados a cabo de la siguiente manera:

1. Primero, usamos GDEBaK para procesar tinicamente los atributos numéricos, y los
resultados obtenidos fueron comparados con la discretizacion perezosa de Aleph
(lazy discretization), con la discretizacién voraz (greedy) en Aleph', y la discretiza-
cion del sistema TILDE.

2. Después, se ejecutd GDEBaK sobre conjuntos de datos con atributos categoricos pa-
ra agruparlos. En este caso, comparamos los resultados obtenidos con agrupamiento

"Para comparar GDEBaK con un método no evolutivo, implementamos en Aleph un algoritmo voraz que
busca el punto de divisién. En este se elije la solucién mas prometedora, sin embargo al llegar a un éptimo
local ya no puede salir de él.

75
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voraz en Aleph?, asi como con Aleph y TILDE sin agrupar ningin atributo, ya que
estos sistemas no cuentan con algin método para agrupar valores categdricos.

3. Otro conjunto de experimentos se considerd procesando con GDEBaK atributos
numéricos y categdricos con el mismo conjunto de datos, y los resultados fueron
comparados con Aleph y TILDE.

4. Finalmente, ejecutamos GDEBaK sobre algunos conjuntos de datos para comparar
la discretizacion/agrupamiento local y global.

El objetivo de estos experimentos es demostrar que el método propuesto puede generar
puntos de division y subconjuntos de valores categéricos que mejoran la precision de las
teorias finales y/o disminuir el nimero de reglas de cada teoria.

5.1. Materiales

Para los experimentos se utilizaron los siguientes conjuntos de datos, los cuales, con-
tienen atributos numéricos y/o categoricos.

» Del UCI Machine Learning Repository [23 ], usamos algunos de los conjuntos de da-
tos mds conocidos: Australian Credit Approval, Pittsburgh Bridges, Japanese Credit
Screening, German Credit, Iris Dataset, Ecoli y Student Loan.

= Otros conjuntos de datos que son muy utilizados en ILP: Carcinogenesis,[57] KRK
illegal chess position (KRKi),[10] Mutagenesis data,[59] MovieLens,[28] IMDB
Top 250 movies,[33] Metabolism,[11], y Hepatitis.[24]

Los sistemas usados para los experimentos son Aleph, implementado en Yap Prolog
version 6.2.2.,[13] y TILDE que estd incluido en el sistema de mineria de datos ACE.[5].
La comparacion con otros sistemas ILP como ECL, SMART+ o SIA-01 no fue posible ya
que no estan disponibles. Todos los experimentos fueron llevados a cabo en una compu-
tadora multi-nucleo.

2Se implement6 el agrupamiento voraz en Aleph. Este algoritmo genera y prueba nuevos subconjuntos
de valores categéricos tinicamente cuando mejoren al actual.
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5.2. Metodologia

Al dividir los experimentos en cuatro categorias (solo discretizacion, solo agrupamien-
to, discretizacién mds agrupamiento, y discretizaciéon mds agrupamiento tanto local como
global) podemos evaluar de mejor manera el rendimiento de GDEBaK. A continuacion
detallamos la manera en que se llevaron a cabo estos experimentos.

Discretizacion. En este caso, cada conjunto de datos fue procesado tomando en cuen-
ta inicamente los atributos numéricos con: método voraz en Aleph, GDEBaK en Aleph,
discretizacion perezosa en Aleph, y discretizacion en TILDE. La Tabla 5.1 muestra las ca-
racteristicas de los conjuntos de datos procesados: nimero de ejemplos, nimero de clases,
nimero de argumentos discretizados, tamafio de la poblacion, nimero de generaciones, y
el nimero de cromosomas que fueron afiadidos al conocimiento previo. Los dltimos tres
parametros son exclusivos de GDEBaK.

Conjunto Numero de | Nimero de | Argumentos | Tamaiio de Niumero de Cromosomas
de datos ejemplos clases discretizados | la poblacion | | generaciones | | agregados
Australian credit | 690 2 3 50 30 5

Pittsburgh bridges | 108 6 2 50 30 10

Japanese credit 125 2 5 50 30 10

Ecoli 336 8 5 50 30 10

Student loan 1000 2 2 30 20 5
Carcinogenesis 298 2 3 30 40 10

Iris 150 3 4 30 50 10

German credit 1000 2 4 40 50 5
Mutagenesis 188 2 2 30 50 5

IMDB Top 250 166 2 1 30 50 5

Tabla 5.1: Esta tabla muestra las caracteristicas de los conjuntos de datos con atributos
numéricos. Los pardmetros marcados con T indican que para cada conjunto de datos el
valor mostrado fue aquel con el que se obtuvo mejor precision.

Agrupamiento. Para este grupo de experimentos, los conjuntos de datos utilizados fue-
ron aquellos con atributos categéricos. Debido a que no siempre se tienen atributos ca-
tegoricos y numeéricos, los conjuntos de datos utilizados en cada grupo de experimentos es
diferente. Para el agrupamiento se compararon los resultados de GDEBaK con los obteni-
dos en agrupamiento voraz en Aleph, Aleph sin agrupamiento, y TILDE sin agrupamiento.
La tabla 5.2 muestra los datos mds importantes de cada conjunto de datos.

Agrupamiento y discretizacion. En este grupo de experimentos se tomaron en cuenta
tanto los atributos o argumentos numéricos como los categdricos de manera simultinea. El
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Conjunto Numero de | Nimero de | Argumentos | Tamaiio de Nimero de Cromosomas
de datos ejemplos clases agrupados | la poblacion | | generaciones | | agregados }
Pittsburgh bridges | 108 6 6 20 30 5

MovieLens 100, 000 2 2 20 30 5

Student Loan 1000 2 2 20 30 5

KRKi 1000 2 3 15 20 5

German Credit 1000 2 11 15 30 5

Hepatitis 500 2 3 50 25 5

IMDB Top 250 166 2 2 50 100 5

Metabolism 230 2 2 100 100 5

Tabla 5.2: Esta tabla muestra los parametros mas importantes de los conjuntos de datos
cuyos atributos categéricos fueron agrupados. El simbolo { indica que los valores usados
en esos parametros fueron aquellos con los que se obtuvo mejor precision.

nuimero de conjuntos de datos utilizados fue menor que en los casos anteriores ya que no
todos cuentan con atributos numéricos y categoricos. Los resultados de GDEBaK fueron
comparados con los obtenidos con discretizacion perezosa en Aleph, y TILDE. Debemos
aclarar que GDEBaK es el tnico de estos sistemas en poder agrupar atributos categdricos,
por lo que en el caso de Aleph y TILDE solo se discretizaron los atributos numéricos. La
tabla 5.3 muestra los principales pardmetros de cada conjunto de datos utilizados en este
grupo de experimentos.

Conjunto Numero de | Nimero de | Tamaio de Niumero de Cromosomas
de datos ejemplos clases la poblacion | | generaciones | | agregados |
Pittsburgh bridges | 108 6 20 30 d

Student Loan 1000 2 20 30 5

IMDB Top 250 166 2 50 100 5
Mutagenesis 188 2 50 30 5

Tabla 5.3: Esta tabla muestra los parametros de los conjuntos de datos que contienen
pardmetros numéricos y categdricos. El simbolo El simbolo 1 nos indica que los valores
usados en esos parametros fueron aquellos con los que se obtuvo una mejor precision.

Local vs Global Ya que GDEBaK puede usarse de manera global y local, comparamos
los resultados obtenidos al procesar los diferentes conjuntos de datos con estas dos op-
ciones. La Tabla 5.4 muestra los valores de los pardmetros més importantes. Es necesario
aclarar que los anteriores experimentos los atributos fueron procesados de manera local,
ya que es la opcion por defecto de GDEBakK.

Para calcular la precision y el nimero de reglas por teoria llevamos a cabo, en todos
los experimentos planteados anteriormente, una validacion cruzada de 10 iteraciones. To-
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Conjunto Nuimero | Nimero de | Tamaio de Numero de Cromosomas
de datos ejemplos | clases la poblacion | | generaciones { | agregados T
Australian credit | 690 2 50 20 10

Pittsburgh bridges | 108 6 50 30 10

Japanese credit 125 2 25 30 10

Ecoli 336 8 50 50 10

German credit 1000 2 30 50 10
Metabolism 230 2 50 100 10
Mutagenesis 188 2 20 50 10

Student Loan 1000 2 20 50 10

Tabla 5.4: Esta tabla muestra los principales parametros para conjuntos de datos con atri-
butos categdricos y numéricos. Cada conjunto de datos fue procesado de manera local y
global. El simbolo { nos indica que los valores usados en esos pardmetros fueron aquellos
con los que se obtuvo una mejor precision.

mando en cuenta los diferentes pardmetros de Aleph y TILDE ajustamos los siguientes
valores para evitar que un sistema tuviera una ventaja sobre el otro. El primero de ellos
es minacc (en Aleph) y accuracy (en TILDE). Este fija un valor minimo para la precisién
que debe tener una regla aceptable en el caso de Aleph o de un nodo en el caso de TILDE
(tomemos en cuenta que TILDE genera un arbol de decision 16gico que es equivalente a
una teoria expresada en clausulas o reglas [6]).

El otro pardmetro es minpos y minimal_cases(2) de Aleph y TILDE respectivamente.
El valor de este parametro indica el nimero minimo de ejemplos positivos que debe cubrir
una regla en Aleph o un nodo en TILDE, ver Figura 5.1.

Aleph TILDE
set (minacc, 0.80). accuracy (0.80).
set (minpos, 2). minimal_cases (2).

Figura 5.1: Pardmetros principales de Aleph y TILDE.
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5.3. Resultados

En esta seccion se presentan los resultados de los cuatros grupos de experimentos que
se llevaron a cabo para evaluar GDEBaK. Se hace énfasis en que esta evaluacion esta
basada en la calidad de las teorias: precision y nimero de reglas.

Discretizacion Los resultados obtenidos al procesar tinicamente argumentos numéricos
se muestran en la Tabla 5.5. En esta se puede ver que GDEBaK mejora la precision signi-
ficativamente en siete conjuntos de datos. Se marcan con | los conjuntos de datos en los
que GDEBaK mejoro considerablemente la precision respecto a discretizacidon perezosa en
Aleph, y con I cuando la mejora en precision es respecto a TILDE. Estas diferencias son
significativas de acuerdo a la prueba 7 pareada con un nivel de significancia de 0.05 sobre
las validaciones cruzadas de 10 iteraciones. En estos resultados también podemos ver que
en algunos casos, GDEBaK tiene casi la misma precision que TILDE: en los conjuntos
de datos Australian, German credit y Mutagenesis. Con Carcinogenesis, TILDE mejor6
la precision del método propuesto, sin embargo GDEBAK mejora considerablemente el
numero de reglas. La decision de tomar el nimero de reglas por teoria como una medida
de evaluacion se debe a que una teoria con menos reglas es mas facil de interpretar. Tam-
bién, podemos observar que GDEBaK es mejor que la evaluacion perezosa en Aleph en
todos los casos, aunque no disminuye el nimero de reglas. Esto se debe principalmente a
que ambos métodos encuentran diferentes puntos de division.

g:g‘::(l:sto GDEBaK Voraz Aleph perezoso TILDE

Prec. (%) | No. Reglas | Prec. (%) | No. Reglas | Prec. (%) | No. Reglas | Prec. (%) | No. Rules
Australian | 70.28 4.5 56.77 1.0 61.31 6.4 69.7 7.8
Pittsburgh bridges {1 | 98.3 7.5 96.0 8.58 88.62 6.0 52.77 8.4
Japanese credit {1 74.42 3.0 52.1 1.2 54.8 3.7 66.4 5.9
Ecoli § 97.1 9.7 98.8 8.0 94.4 7.7 87.0 11.8
Student loan 1 90.6 18.2 71.7 10.9 82.5 34.1 80.2 6.0
Carcinogenesis 56.6 13.5 53.6 14.0 51.9 19.2 63.0 343
Iris 99.3 54 100.0 3.5 97.3 3.0 93.1 3.0
German credit 72.2 53.6 71.2 51.8 71.1 57.1 71.4 69.8
Mutagenesis t 87.7 4.4 66.4 4.4 76.7 5.0 84.1 3.7
IMDB Top 250 84.53 84.4 69.88 7.9 80.7 13.1 80.1 5.5
Mean 83.1 20.42 74.2 11.1 75.9 15.5 74.7 15.62

Tabla 5.5: Resultados obtenidos con GDEBaK, algoritmo voraz en Alpeh, discretizacion
perezosa en Aleph, y TILDE. Los mejores valores se muestran en negrita. El simbolo
T indica que la precision de GDEBaK es significativamente mejor que la discretizacion
perezosa en Aleph, y el simbolo I indica que GDEBaK fue significativamente mejor en
precision que TILDE.
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En la Figura 5.2 resumimos los resultados obtenidos con estos cuatro métodos: GDE-
BakK, algoritmo voraz en Aleph, discretizacion perezosa en Aleph y discretizacion en TIL-
DE. En dicha imagen podemos ver que GDEBaK tiene mejor precision en la mayoria de
los casos con excepcion de Carcinogenesis, ya que en este caso TILDE tiene mejor preci-
sién aunque como vimos anteriormente el método propuesto disminuye considerablemente
el nimero de reglas.

—— GDEBaK
.- Greedy
—e Lazy Aleph
- . TILDE

e}
=

Precision ( %)

N2
L]

Australian |-
Japanese credit |-
Studentoan |-

=y

@

. e .

Carcinogegesis |-

@
German credit -
Mutagenesis
IMDB top 250

Pittsburgh bridges -

Figura 5.2: Esta grafica muestra las precisiones obtenidas al discretizar los atributos
numéricos para cada conjunto de datos. Se puede apreciar que GDEBaK es mejor que
discretizacion perezosa de Aleph y que TILDE en la mayoria de los casos.

Agrupamiento La tabla 5.6 presenta las precisiones y el nimero de regla obtenidos al
agrupar los atributos categoricos en los diferentes conjuntos de datos. Como podemos ob-
servar, GDEBaK tiene una mejor precision con cinco conjuntos de datos: student loan,
german credit, hepatitis, metabolism e IMDB Top 250. Por otro lado, en el caso de Mo-
vieLens y KRKi, GEBaK no mejora la precision (en ambos casos el mejor resultado esta
dado con TILDE), sin embargo, la propuesta presentada disminuye considerablemente el
numero de reglas. Para MovieLens, GDEBaK tiene en promedio 7.5 reglas por teoria con-
tra 37.8 del algoritmo Voraz, 108.6 para discretizacion perezosa y 22.1 de TILDE. Con
KRKi, GDEBaK tiene en promedio 72.6 reglas por teoria, pero el algoritmo Voraz pro-
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media 81.3, mientras que el algoritmo perezoso 89.8. Con este mismo conjunto de datos
TILDE incluso casi duplica el nimero de reglas al promediar 143.9. Creemos que esta di-
ferencia entre TILDE y Aleph se debe a que no son estrictamente andlogos: el algoritmo de
Aleph es bottom-up mientras que el de TILDE es top-down, y por otro lado, las opciones
de configuracion también son diferentes. La grifica 5.3 resume los resultados obtenidos
con agrupamiento.

Conjunto

de datos GDEBaK Voraz Aleph perezoso TILDE

Prec. (%) | No. Reglas | Prec. (%) | No. Reglas | Prec. (%) | No. Reglas | Prec. (%) | No. Rules
Pittsburgh bridges I | 95.3 7.7 95.4 7.8 90.21 8.5 64.8 11.7
MovieLens 53.0 7.5 47.96 37.8 57.74 108.6 56.1 22.1
Student loan 95.29 41.0 91.7 48.6 91.60 46.6 79.0 10.1
KRKi 49.7 72.6 40.1 81.3 49.0 89.8 50.0 134.9
German credit 72.0 37.8 70.78 48.1 72.0 51.4 70.2 66.5
Hepatitis 83.0 3.8 82.6 13.5 81.7 14.5 81.8 9.9
Metabolism 64.4 11.5 58.63 12.9 60.3 13.5 63.3 21.8
IMDB top 250 +1 83.7 39 54.8 2.25 68.1 6.4 77.1 3.6
Mean 74.5 23.22 67.64 31.53 71.3 42.41 67.78 35

Tabla 5.6: Esta tabla muestra la precision y el nimero de reglas obtenidos al aplicar agru-
pamiento a los atributos categoéricos de cada conjunto de datos. Los datos presentados
corresponden a GDEBAK, algoritmo voraz con Aleph, discretizacion perezosa con Aleph
y discretizacion en TILDE. El simbolo { indica que la precision de GDEBaK es significa-
tivamente mejor que TILDE.

Agrupamiento y discretizacion El tercer grupo de experimentos fue realizado con el
objetivo de analizar el agrupamiento y la discretizacién en un mismo conjunto de datos.
Ya que no todos los conjuntos de datos tienen tanto atributos categdricos como numéricos
solo lo aplicamos en cuatro de ellos. En tres de ellos GDEBaK tiene una clara mejoria res-
pecto a la discretizacion perezosa de Aleph y respecto a TILDE. Por otro lado, GDEBaK
disminuye el numero de reglas en los cuatro casos, ver Tabla 5.7.

En la Figura 5.4 se puede apreciar con mayor claridad la diferencia de precision entre
GDEBaK y la discretizacion con Aleph y TILDE.

Local vs Global El cuarto grupo de experimentos realizados nos permitieron comparar
el proceso local con el global que como se menciond anteriormente el proceso local se
lleva a cabo s6lo con el conjunto de datos que se tiene al momento de aprender una nueva
regla mientras que el global utiliza todo el conjunto de datos para generar los puntos de
division (o los subconjuntos de categorias) y solo es llevado una sola vez antes de iniciar
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Figura 5.3: Esta gréafica muestra las precisiones obtenidas al agrupar los atributos categori-
cos para cada conjunto de datos.

g:gi'::st" GDEBaK Lazy Aleph TILDE

Precision ( %) | No. Reglas | Precision ( %) | No. Reglas | Precision ( %) | No. Reglas
Pittsburgh bridges | 92.3 7.9 90.21 8.5 64.8 11.7
Student Loan I 97.1 8.8 91.6 46.6 79.0 10.1
IMDB Top 250 83.6 2.3 68.1 6.4 77.1 3.6
Mutagenesis 98.0 1.8 97.2 2.7 84.1 3.7

Tabla 5.7: Esta tabla muestra la precision y el nimero de reglas para cada conjunto de
datos. Estos fueron obtenidos al aplicar discretizacion y agrupamiento con GDEBaK, y
s6lo discretizacion con Aleph y TILDE. El simbolo § indica que la precisién obtenida con
GDEBaK es significativamente mejor que TILDE.

la creacion de la teoria. La tabla 5.8 muestra los resultados obtenidos y como se puede
ver en algunos conjuntos de datos se agruparon los atributos categdricos y en otros se
discretizaron los numéricos. En la mayoria los resultados son muy similares, sin embargo,
el agrupamiento local mejora la precision en dos casos, aunque con un incremento en el
numero de reglas. Por otro lado, la discretizacion global mejor6 la precision en tres casos,
aumentando también el ndmero de reglas.
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Figura 5.4: Esta grafica muestra las precisiones obtenidas al aplicar agrupamiento y dis-
cretizacion con cada conjunto de datos (solo con GDEBaK). Ya que Aleph y TILDE no
tienen método de agrupamiento solo se discretizaron los atributos numéricos en cada caso.

Conjunto Precision No. Reglas Método

de datos Local | Global | Local | Global

Australian 714 | 721 5.9 9.3 Discretization
Pittsburgh bridges | 89.8 | 89.8 8.9 8.6 Grouping
Japanese Credit 735 | 743 3.0 3.5 Discretization
Ecoli 96.1 96.7 102 |97 Discretization
German Credit 69.8 | 70.1 425 | 431 Grouping
Metabolism 63.9 | 61.8 11.72 | 12.73 | Grouping
Mutagenesis 95.78 | 98.24 1.6 1.7 Discretization
Student Loan 95.29 | 90.0 41 47.7 Grouping

Tabla 5.8: Comparacion entre procesamiento local y global.

Como podemos ver en estos experimentos GDEBaK es competitivo en cuanto a la
mejora de precision y la disminucion del nimero de reglas. En el siguiente capitulo pre-
sentamos nuestras conclusiones de acuerdo a los resultados obtenidos, y planteamos las
lineas de investigacion a seguir a partir de este trabajo.



Capitulo 6

Conclusiones y trabajo futuro

“No son los mds fuertes de la
especie los que sobreviven, ni los
mas inteligentes. Sobreviven los
mas flexibles y adaptables a los
cambios.”

Charles Darwin

En este trabajo se revisaron diferentes métodos para el manejo de atributos numéricos y
categoricos en ILP. Se encontré que para los atributos numéricos las estrategias principales
estuvieron basadas en la discretizacion perezosa, en la programacion légica de restriccio-
nes, en la proposicionalizaciéon y en algoritmos genéticos. Sin embargo, estos métodos
dependen principalmente de sus operadores por lo que si se desean utilizar en otros siste-
mas ILP debera modificarse cada operador o incluso su algoritmo de bisqueda. Por otro
lado, solo tres de los sistemas ILP revisados toman en cuenta a los atributos categdricos.

Tomando en cuenta lo anterior se propuso una estrategia univariable para el manejo de
atributos numéricos y categoricos en ILP. Esta estrategia utiliza un algoritmo genético para
encontrar los mejores puntos de division y los mejores subconjuntos de categorias (para
atributos numéricos y categdricos respectivamente). Esta informacién junto con nuevas
relaciones se afladen al conocimiento previo justo antes de inducir la siguiente regla de la
teoria correspondiente. Por lo tanto, el método propuesto es independiente de los operado-
res de refinamiento y del proceso de bisqueda, lo cual permite que pueda ser implementa-
do en cualquier sistema ILP. De esta manera los puntos de division y los subconjuntos de
categorias son utilizados también en la creacion de las reglas de la teoria final.

Debido a que no todos los sistemas ILP tienen el software disponibles solo pudimos
comparar nuestro método, llamado GDEBaK (Grouping and Discretization for Enriching
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the Backgound Knowledge), con discretizacion perezosa en Aleph y discretizacion en TIL-
DE. Tomando en cuenta los resultados obtenidos podemos concluir los siguientes puntos:

= A diferencia de los métodos revisados en el estado del arte nuestra propuesta permi-
te trabajar tanto con atributos numéricos como con atributos categéricos. Ademads,
permite agrupar y discretizar conjuntos de datos con mas de dos clases, y no solo
con ejemplos positivos y negativos.

= La calidad de las teorias finales no depende solamente del algoritmo ILP o del méto-
do de agrupamiento y discretizacion sino de los atributos seleccionados y usados
para esos andlisis. Si al discretizar o agrupar un atributo la precision o el nime-
ro de reglar no cambia entonces es atributo no es relevante dentro del contexto del
conjunto de datos.

= Aquellos problemas cuyas teorias finales no necesitan valores constantes para ser
inducidas no pueden ser beneficiadas al discretizar o agrupar atributos. En dichos
casos, las variables son més utiles para explicar mejor el concepto objetivo. Un ejem-
plo de esto, ver Figura 6.1, es la teoria que explica la relacién de abuelo entre dos
personas:

abuelo_de (A,B):—
padre_de(A,C), padre_de(C,B).

abuelo_de (A,B):—
padre_de(A,C), madre_de(C,B).

Figura 6.1: Teoria de la relacion abuelo entre dos personas.

= El método voraz es bueno cuando los conjuntos de datos son simples, como en el
problema Iris dataset, en donde la mayoria de los sistemas tienen una precision
arriba del 90 % pero su rendimiento es bajo con conjuntos de datos mas complejos
como IMDB o Mutagenesis.

= En promedio el método GDEBaK fue mejor que los demds métodos, por lo que
podemos decir que el método propuesto en este trabajo puede ser ttil para mejorar
las teorias inducidas. Por otro lado, como se esperaba el método voraz tiene un
rendimiento en promedio mds bajo que los otros.

= Finalmente, ya que los usuarios no saben de antemano cudles atributos serdn los mas
ttiles, para obtener las mejores teorias, la intuicién serd un elemento importante al
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momento de elegir dichos atributos. El método propuesto le permite al usuario elegir
facilmente los atributos que serdn analizados.

El presente trabajo sirve como punto de partida para las siguientes lineas de investiga-
cion:

= Ya que no en todos los casos se pudo mejorar la calidad de las teorias inducidas
es necesario probar con nuevas funciones de aptitud, tanto para atributos numéricos
como para los categdricos. De esta manera serd posible identificar los factores que
influyen en la precision y el ntimero de reglas de cada teoria.

= También es importante considerar las posibles correlaciones entre dos o més atribu-
tos. Para ello métodos como el analisis discriminante (lineal y cuadratico) podria ser
de mucha utilidad.

= Por tltimo, podria ser necesario y util disefiar e implementar métodos para identi-
ficar los atributos mads relevantes. De esta manera, para la creacion de cada teoria,
solo se tomardn en cuenta los atributos identificados removiendo aquellos que no
influyen en la generacioén de mejores teorias.
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Apéndice A
Ejemplo completo con mutagenesis

Para este ejemplo, presentado en [51], utilizamos el conjunto de datos mutagenesis
[59], el cual, contiene 230 moléculas con actividad mutagénica y estd dividido en dos
subconjuntos de 188 y 44 moléculas. Cada molécula tiene un valor mutagénico obtenido
con la prueba Ames [58].

La tarea de aprendizaje para este conjunto de datos consiste en discriminar las molécu-
las con mutagenicidad logaritmica positiva de aquellas que tienen mutagenicidad logaritmi-
ca negativa o de valor cero. Para este ejemplo usamos el subconjunto de 188 moléculas.
De este subconjunto 125 compuestos tienen mutagenicidad logaritmica positiva y estan
etiquetados con la clase activa. Estos son los ejemplos positivos. Las otras 63 moléculas
estan etiquetadas con la clase inactiva y son los ejemplos negativos. Como conocimiento
previo, utilizamos informacion de estds moléculas disponible en tres formas: descripciones
estructurales primitivas de las moléculas, propiedades quimicas especificas, y conocimien-
to quimico genérico de plantillas estructurales. Esta informacion esté explicada detallada-
mente en el trabajo de Srinivasan [58].

Analizamos el rendimiento de GDEBaK al discretizar y agrupar los atributos numéri-
cos y categdricos respectivamente. Los resultados obtenidos los comparamos con la dis-
cretizacion perezosa del sistema Aleph y la discretizacion llevada a cabo en el sistema
TILDE. Para determinar si nuestro método mejora significativamente el rendimiento de
las otras dos técnicas aplicamos la prueba ¢ apareada sobre la validacion cruzada de 10
iteraciones.

A.1. Descripcion del conocimiento previo.

El conjunto de datos mutagenesis proporciona informacion de cada molécula en los
siguientes predicados:
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= bond/4 y atm/5. Estos predicados proporcionan los dtomos, enlaces, tipos de

enlaces, tipos de d&tomos y cargas parciales de cada molécula. Esta informacion esta
contenida en 10, 136 hechos.

= logp/2y lumo/2. El primero proporciona una medida de la hidrofobicidad (re-
pelen el agua), y el segundo es la energia del orbital desocupado mds bajo del com-
puesto correspondiente.

= Otros. El resto de predicados proporciona definiciones de grupos metilo, grupos ni-
tro, anillos aromadticos, anillos heteroaromaticos, anillos conectados, longitud de ani-
llos, etc. Estos predicados son los siguientes: act /2, benzene/2, carbon.5
_aromatic_.ring/2, carbon_6_.ring/2, hetero_aromatic_6_ring
/2, hetero_aromatic_5_.ring/2, ring_size_6/2, ring.size.5/2,
nito/2, methyl/2, anthracene/2, phenanthrene/2, ball3/2

» Predicados auxiliares. los predicados member /2 y connected/2 facilitan la re-
presentacion de cada molécula.

A continuacién se presentan las declaraciones usadas en TILDE y en Aleph (para dis-
cretizacion perezosa y GDEBaK).

A.2. Definicion de lenguaje en Aleph

Para definir el lenguaje en Aleph, utilizamos las declaraciones de modo: modeh/ 2 pa-
ra la relacion objetivo y modeb/ 2 para el resto de las relaciones. Estas establecen como se
va a construir cada hipétesis. Los simbolos + (entrada) and — (salida) indican los lugares
donde se permiten las variables. El simbolo # indica los lugares donde se permiten valores
constantes. El primer argumento de cada declaracion de modo es un ndmero n > 1, lla-
mado recall. Este argumento es usado para acotar el nimero de instancias que se pueden
generar. Un asterisco, en lugar de un niimero entero, indica que no hay limite en el nimero
de instancias que pueden generarse. Los siguientes modos definen el lenguaje con el que
se crearon las hipotesis para este ejemplo.

o\

Declaraciones para Aleph (discretizacidn perezosa y GDEBaK)
:— modeh(1,active(+drug)). % relacion objetivo

:— modeb(1,lumo(+drug, —energy)).

:— modeb(1,logp(+drug, —hydrophob)).

:— modeb(1,bond(+drug, +atomid, —atomid, —numberBond)).

:— modeb(1,atm(+drug, —atomid, —element, —floatAtm1, —charge)).



A.2. DEFINICION DE LENGUAJE EN ALEPH

o\

o\

modeb(1,act(+drug, —floatAct )).
modeb(1,benzene(+drug, —ring )).

modeb(1, carbon_5_aromatic_ring (+drug, —ring )).
modeb(1,carbon_6_ring(+drug, —ring )).
modeb(1, hetero_aromatic_6_ring (+drug, —ring )).
modeb(1, hetero_aromatic_5_ring (+drug, —ring )).
modeb(1, ring_size_6 (+drug, —ring )).

modeb(1, ring_size_5 (+drug, —ring)).
modeb(1,nitro(+drug, —ring )).
modeb(1,methyl(+drug, —ring )).
modeb(1,anthracene(+drug, — ringlist )).
modeb(1,phenanthrene(+drug, — ringlist )).
modeb(1,ball3(+drug, — ringlist )).
modeb(1,member(-ring, + ringlist )).
modeb(1,member(+ring, + ringlist )).
modeb(1,connected(+ring, +ring )).
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Las siguientes declaraciones, usadas s6lo para GDEBaK, indican todos los atributos
que serdn procesados.

discretization ( active (link ), lumo(link, attribute )).
discretization (active (link ), logp(link, attribute )).

discretization ( active (link ), bond(link, no, no, attribute )).

discretization ( active (link ), atm(link, no, no, no,
discretization (active (link ), act(link, attribute )).

grouping( active (link ), atm(link, no, attribute , no, no)).

Las siguientes declaraciones, solo usadas para Aleph con discretizacion perezosa, in-
dican los atributos que seran discretizados.

El segundo argumento en la relacidn gteq/2 y en lteq/2 es

un argumento numérico
modeb(1,gteq(+energy, #energy )).
modeb(1,lteq(+energy, #energy )).
modeb(1,geq(+hydrophob, #hydrophob)).
modeb(1,leq(+hydrophob, #hydrophob)).
modeb(1,geq(+numberBond, #numberBond)).
modeb(1,leq(+numberBond, #numberBond)).
modeb(1,geq(+floatAtm1, #floatAtm1 )).
modeb(1,leq(+floatAtm1, #floatAtml )).
modeb(1,geq(+floatAct, #floatAct )).
modeb(1,leq(+ floatAct, #floatAct )).
modeb(1,geq(+charge, #charge )).
modeb(1,leq(+charge, #charge)).
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o\

Declaraciones para indicar gque se ejecute
% discretizacidn perezosa

:— lazy_evaluate (gteq /2).

:— lazy_evaluate (lteq /2).

A.3. Definicion de lenguaje en TILDE

En el sistema TILDE, la declaracion equivalente a mode es rmode, y sus argumentos
(variables y constantes permitidas) son los mismos que en Aleph. Las siguientes declara-
ciones indican el lenguaje para la creacion de las hipétesis en TILDE.

% Relacidn objetivo
predict ( active (+drug,— class )).

rmode(1: lumo(+Drug, —Number)).

rmode(1: logp(+Drug, —Number)).

rmode(1: bond(+Drug, +Atomid, —Atomid, —Number)).
rmode(1: atm(+Drug, —Atomid, —Element, —Number, —Number)).
rmode(1: act(+Drug, —Number)).

rmode(1: benzene(+Drug, —Ring)).

rmode(1: carbon_5_aromatic_ring (+Drug, —Ring)).
rmode(1l: carbon_6_ring (+Drug, —Ring)).

rmode(1l: hetero_aromatic_6_ring (+Drug, —Ring)).
rmode(1l: hetero_aromatic_5_ring (+Drug, —Ring)).
rmode(l: ring_size_6 (+Drug, —Ring)).

rmode(1: ring_size_5 (+Drug, —Ring)).

rmode(1: nitro (+Drug, —Ring)).

rmode(1: methyl(+Drug, —Ring)).

rmode(1: anthracene(+Drug, —Ringlist )).

rmode(1l: phenanthrene(+Drug, —Ringlist )).

rmode(1l: ball3 (+Drug, —Ringlist )).

rmode(1: member(—Ring, +Ringlist )).

rmode(1: member(+Ring, +Ringlist )).

rmode(1: connected(+Ring, +Ring)).

A.4. Teorias aprendidas

A continuacion presentamos las teorias obtenidas con los tres métodos mencionados
anteriormente. Debemos aclarar que para método solo presentamos una teoria para una
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sola iteracion de la validacion cruzada. Como podemos apreciar en el caso de nuestra pro-
puesta la teoria obtenida contiene unicamente s6lo una regla y con muy buena precision.
No mucho mayor que la obtenida con Aleph. Por otro lado, la teoria obtenida con TILDE
no sélo es menos precisa sino que necesita de cuatro reglas para poder describirla.

% Discretizacidn y agrupamiento con GDEBaK
[theory ]

[Rule 1] [Pos cover = 112 Neg cover = 2]
active (A) :—
act(A,B), aGteq(B,-0.02).

[ Training set performance] [Test set performance]
Actual Actual
+ - + -
+ 112 2 114 + 13 0 13
Pred Pred
-0 54 54 - 0 7 7
112 56 168 13 7 20
Accuracy = 0.988 Accuracy = 1.0

% Discretizacidn perezosa en Aleph
[theory ]

[Rule 1] [Pos cover = 79 Neg cover = 0]
active (A) :—
act(A,B), geq(B,1.51).

[Rule 3] [Pos cover = 108 Neg cover = 0]
active (A) :—
act(A,B), geq(B,0.15).

[ Training set performance] [Test set performance]
Actual Actual
+ - + -
+ 108 0 108 + 11 0 11
Pred Pred

-5 56 61 -1 7 8
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113 56 169 12 7 19

Accuracy = 0.970 Accuracy = 0.947

% Discretizacidén en TILDE. Programa equivalente

active (A,[neg]) :— lumo(A,B),B=< —1.145,logp(A,C),C=<6.57,C=<2.03, !.
% 17.0/22.0=0.772727272727273

active (A,[pos]) :— lumo(A,B),B=< —1.145,logp(A,C),C=<6.57, !.

% 109.0/124.0=0.879032258064516

active (A,[neg]) :— lumo(A,B),B=< —1.145, !.

% 3.0/3.0=1.0

active (A,[neg]).

% 20.0/20.0=1.0

Training : Testing :
Number of examples: 169 Number of examples: 19
REAL\PRED | pos neg REAL\PRED | pos neg
pos | 109 5 | 114 pos | 8 3 |11
neg | 15 40 | 55 neg | 2 6 |8
| 124 45 | 169 | 10 9 | 19
Accuracy: 0.88165 Accuracy: 0.7368

Como hemos podido ver en las teorias presentadas anteriormente, los métodos usa-
dos con Aleph fueron més precisos que TILDE. Dicho comportamiento ocurre con varios

conjuntos de datos, ver Seccion 5.3.
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