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Resumen

Los seres humanos son buenos para clasificar los elementos de su
entorno, la accién de etiquetar o colocar un objeto dentro de un grupo
de similares permite un mejor estudio de los mismos. El poder
automatizar ese proceso con el menor procesamiento de datos y la
menor intervencién humana es el objetivo del presente trabajo. Los
clasificadores no supervisados plantean un método de agrupamiento
con una menor intervencion humana que los clasificadores supervisados,
para ello es necesario perfeccionar la técnica de agrupado bajo el menor
filtrado de datos. En este documento se propone un sistema clasificador
no supervisado que utiliza el modelo de coloracién de graficas suaves. El
método se evalla con algunas instancias cldsicas de la literatura
especializada y se comparan los resultados obtenidos con las
clasificaciones esperadas. Los resultados obtenidos, en conjunto, son tan
buenos como los de otros clasificadores supervisados y no supervisados y
en algunos casos proporcionan informacion adicional no considerada
previamente en la clasificacion realizada por seres humanos.
Acompafiando al documento, se ha enviado un articulo a una revista
indexada en Scopus y Zentralblatt MATH con nombre "Revista
Matematica Teoria y Aplicaciones" el cual al momento de la conclusion
de la Idénea Comunicacion de Resultados (ICR) se encuentra listo para
ser publicado en el volumen 21-1 de 2017.
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Introduccion

1. Introduccion

Una de las aplicaciones de la Inteligencia Artificial consiste en el reconocimiento
de patrones, el cual se puede entender como clasificar grandes cantidades de objetos
fisicos o abstractos con el propdsito de extraer informacidn atil y que permita
establecer propiedades entre agrupaciones de dichos objetos. Las razones para
automatizar este proceso van desde hacer actividades autoadaptables, es decir,
aplicaciones capaces de adaptarse a distintos tipos de problemas vy que van
aprendiendo a lo largo de su ejecucidn sin requerir de la intervencion humana para su
aprendizaje, hasta actividades tediosas, tardadas o hasta imposibles para una persona
0 un grupo de personas.

Los patrones se obtienen de un proceso de segmentacion, extraccion de

caracteristicas y resefia de cada objeto como una coleccion de descriptores tal y como
se muestra en la figura 1.1

Universo Extractor Caracteristicas Decision

de = Clasificador

{Objetos, Conceptos) Representacion [Beaieiaeiis

Figura 1.1 Proceso de reconocimiento de patrones.

La ciencia y la tecnologia se han valido del reconocimiento de patrones para
diagnosticar enfermedades, detectar seres submarinos con un sonar, identificar
clientes que es posible que no paguen créditos o den informacién falsa, etc.

Los sistemas clasificadores son un tipo especial de reconocimiento de patrones,
éstos colocan una etiqueta a un objeto de acuerdo a sus caracteristicas; ya sea para
personas, otros seres vivos u objetos inanimados. Los seres humanos hacemos
reconocimiento de patrones cotidianamente incluso de forma inconsciente. El reto de
un modelo de reconocimiento de patrones es ensefiarle a una maquina, en este caso
una computadora, a hacerlo de forma eficiente sin la ayuda humana.

En un sistema clasificador, la etiqueta puede ser determinada previamente,
luego se tiene que decidir dado un objeto en qué clase particular dadas las opciones
existentes. Por ejemplo, un servidor debe decidir si un correo entrante es “spam” o se
dirige a la bandeja de entrada. Hay veces donde las clases no estan definidas con
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anterioridad y es necesario encontrar la forma de agrupar los elementos de forma
Optima.

La coloracion de graficas suaves es una generalizacion del problema de
coloracién (Diestel, 2000) en el que se busca encontrar una coloracién que minimice
la dureza en la grafica, o dicho de otra forma, reducir la suma de distancias entre
vértices con colores idénticos. Este modelo se utiliza en la programacion de eventos
susceptibles de cambios, asignacién estable de frecuencias del espectro
electromagnético, calendarizacion de actividades, asignacién de recursos en
organizaciones, etc. Se ha demostrado que es un problema de tipo NP-Duro, aunque
para grafos de orden menor o igual a 20, se pueden utilizar algoritmos exactos que
resuelven el problema; caso contrario es necesario el uso de técnicas heuristicas con
aproximaciones bastante aceptables (Gutiérrez-Andrade, et al., 2011).

El reconocimiento de patrones se refiere al problema de encontrar la
estructura interna de los objetos etiquetados. Para llevar a cabo la tarea es necesario
definir una distancia entre dos objetos, de esta manera si dos objetos estan muy
cerca respecto a una métrica dada, es muy probable que estén en la misma clase. Si
los objetos estdn lejos uno del otro, van a estar en clases diferentes, la métrica mas
utilizada entre otras muchas técnicas (Jacquard, Manhattan, logaritmica, cuadrados
independientes, coeficientes de correlacion de Pearson, etc.) es la distancia
euclidiana (Diestel, 2000).

En el presente documento se explicaran los conceptos de sistema clasificador,
aprendizaje computacional y métricas de similitud o disimilitud, acompafiado de
distintos ejemplos de clasificadores supervisados y no supervisados (capitulo 2). En la
siguiente seccidn se abordard el problema de coloracién de graficas suaves asi como
los conceptos utilizados para la propuesta de solucién (capitulo 3). La propuesta
esclarece el método utilizado para implementar el modelo de coloracién de graficas
suaves en el clasificador no supervisado (capitulo 4), seguido de la evaluacién del
modelo en distintos tipos de bases de datos (capitulo 5). Finalizando con las
conclusiones y las referencias.
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2. Marco de referencia

Un sistema clasificador es la abstraccion informatica de la habilidad humana para
reconocer clases o categorias de varios objetos, ya sean caras, voces, letras, seres
vivos, etc. Para la tarea que implica el reconocimiento de patrones se busca clasificar
ciertos objetos en una de k categorias preestablecidas. Resultando la clase a la que
pertenece el objeto o en algunos casos no poder determinar la clase a la que se llega.

Una clase, también llamada categoria, puede entenderse como una caracteristica
gue exhibe ciertas regularidades, sirve como modelo y representa un concepto de lo
observado. Un patrén es un conjunto de clases o caracteristicas observadas
relacionadas en el espacio y/o tiempo, y que muestra una estructura indicativa del
concepto subyacente de un objeto (Rodriguez, 2004). Formalmente un patrdn es un
par ordenado de observacion y concepto.

2.1. Disefio de un Sistema Clasificador

La construccion de un sistema clasificador consiste en disefiar un algoritmo que
a partir de un conjunto de objetos, éste sea capaz de asignarles una etiqueta de un
conjunto de clases preestablecidas o a partir del conjunto de objetos, crear las clases
que lo agrupen a partir de sus caracteristicas comunes, estableciendo una métrica de
similitud.

Por ejemplo, un sistema que tratase de emular a una rana debe contener las
caracteristicas mas importantes de los objetos percibidos por ella. De acuerdo al
movimiento, tamafo, localizacién, olor y otros atributos del objeto, la rana debe
discernir entre atacarlo, perseguirlo o ignorarlo (Holland, 1992).

Por ejemplo:

e Siel objeto es grande, alargado y se mueve, huir.

* Siel objeto se mueve en el aire, es pequeio y cercano, atacarlo.

* Si el objeto se mueve, es del tamafio de la rana y parece atractiva,
perseguirla.

Los ejemplos anteriores representarian una serpiente, una mosca y una rana
hembra respectivamente, por supuesto que las caracteristicas proporcionadas son
insuficientes y pueden dar lugar a ambigliedades, por lo que la obtencién de mejores
resultados dependera de la robustez del algoritmo y la cantidad de caracteristicas o
atributos que puedan extraerse de los objetos.
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2.2. Aprendizaje Computacional

Al buscar problemas cuya solucién éptima resulta poco factible o muy
complicada, se recurren a métodos heuristicos, con los cuales se busca encontrar
soluciones parciales o aproximadas pero que en la practica dan buenos resultados.
Para alcanzar una buena solucién, los programadores deben introducir un
conocimiento previo del problema para facilitar la solucién, reduciendo el costo
computacional de la busqueda de solucion (Moreno-Montiel, 2009).

En muchos casos cuando un programa da una solucién a un problema
especifico, si ésta se quiere generalizar es necesario reconstruir el programa y agregar
nuevo conocimiento, limitdndose a la incapacidad de resolver problemas para los que
no fueron programados.

Todo lo anterior marca la pauta para desarrollar una solucion capaz de auto
adaptarse y de agregar nuevo conocimiento de forma automadtica, resolviendo
programas distintos al que fueron programados.

El Aprendizaje Computacional es una rama de la Inteligencia Artificial que busca
construir un modelo matematico para modelar el proceso cognitivo (Anthony, 1997).
Descrito como una macro-teoria que provee el entorno para estudiar el
comportamiento de los algoritmos bajo distintos tipos de entrenamiento o conjunto
datos de entrada.

Aprendizaje supervisado.

Es un tipo de aprendizaje computacional, el cual consiste en encontrar una
aproximacion de un problema o funcidn objetivo usando datos etiquetados (Zhu, et
al., 2003), es decir, los ejemplos proporcionados ya tienen clases asociadas
previamente. La meta es conseguir que los demdas datos que no se usen como
ejemplo puedan ser clasificados dentro de las clases de ejemplo. Analogo a que un
profesor le da ejemplos a un alumno.

Aprendizaje no supervisado.

Contrario al aprendizaje supervisado, en el aprendizaje no supervisado no hay
clases predeterminadas. El objetivo es encontrar la clase mas adecuada para el
conjunto sin etiquetar. Utilizando el grado de similitud en sus atributos podemos
determinar si los objetos van a una misma clase o en caso de encontrarse diferencias,
colocarlos en distintas clases.
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Aprendizaje semisupervisado.

El aprendizaje semi-supervisado contiene una combinacion de los aprendizajes
supervisado y no supervisado. En adicidon a los datos sin etiquetar, se provee al
algoritmo de algo de informacién supervisada, no necesariamente a todos los objetos
o informacion de todas las clases. Los métodos semiautomaticos asumen que los
datos sin etiquetar y que sean similares deben de ubicarse siempre en la misma clase
(zhu, et al., 2003).

2.3. Tipos de clasificadores

Se han construido varios clasificadores aplicando diversos tipos de aprendizaje,
entre los cuales destacan:

Clasificador de Bayes Ingenuo
Aplica el teorema de Bayes de probabilidad condicional como modelo de

clasificacion con algoritmo simplificado pero que contiene las caracteristicas mas
importantes. Se le llama clasificador ingenuo porque asume que hay independencia
probabilistica entre cada atributo o caracteristica de los objetos; un valor de
caracteristica no influye en el valor de otra caracteristica o atributo. Adn con esa
limitante es un clasificador muy efectivo que en la practica da resultados bastante
aceptables y no calcula probabilidades cero siempre y cuando los valores de cada
clase se presenten en el conjunto de entrenamiento (Joachims, 1996).

Sea el vector X = (xy, X, X3, ..., X,) un ejemplo para clasificar dentro de
cualquiera de las clases C; y G, (Larrafiaga, et al., 2007) Usando el teorema de Bayes
para expresar la probabilidad condicional P(X|C;) de los atributos independientes

entre si de la siguiente manera:

P(X|C1)= P(x1| C2)* P(x2| Ca)*... *P(x,|Cs)

Pexicy = | [Pailen
i=1

De igual forma se puede realizar para una segunda, tercera o enésima clase:

PX|C)= P(x1| C)* Plxa| Gi)*... *P(xa| G

POXIW) = | [ Pexiiwio
i=1
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Tanto las clases como la distribucion de los atributos en los datos se pueden
aproximar usando las frecuencias relativas del conjunto de entrenamiento por lo que
una clase se puede calcular estimando la probabilidad de clase del conjunto de
entrenamiento.

Para la distribucion de los parametros o caracteristicas en el clasificador Bayes
Ingenuo se utilizan comunmente la distribucidon binomial y la distribucién de Bernoulli
cuando se trabaja con datos discretos, cuando los datos son continuos se asume que
la distribucion de los datos se comporta como una distribucion Normal.

Clasificador Parzen
Mientras algunos clasificadores buscan establecer distancias entre los objetos

mediante métricas —distancias entre los objetos— de similitud o disimilitud, hay
clasificadores que buscan encontrar las distancias entre objetos a las lineas de
caracteristicas. El concepto de lineas de caracteristicas permite generalizar el espacio
de similitudes o disimilitudes y una vez obtenido el espacio estimar densidades de
probabilidad mediante el método Parzen (Parzen, 1962) y hacer uso de ellas para la
clasificacion de patrones.

Otra de sus caracteristicas es que sostiene un aprendizaje no paramétrico. En el
aprendizaje paramétrico se trata de determinar la densidad de probabilidad de las
caracteristicas, es decir, qué tanto influye una caracteristica en que un objeto entre
en una clase. En el aprendizaje no paramétrico, el conocimiento previo de las
distribuciones de probabilidad condicional de cada caracteristica no esta disponible o
no se muestra de forma explicita, es aqui donde entra el clasificador Parzen basado
en la estimacidn de densidades de probabilidad (Trujillo-Pulgarin, 2012).

El camino planteado es particionar el espacio de métricas en cajas disjuntas R; y
se obtienen las muestras que caen en cada una de esas cajas.

N, . expresa el nimero de muestras de una clase C, entonces la densidad de
probabilidad dentro de la n-ésima caja, por lo que la densidad de probabilidad se
calcula como:

N k n
volumen(Ry,) * N,

P(xn|Wy) =

Para cada clase, el numero N, tiene una distribucién multinomial
denominada histograma con parametros:

P n = fZGRn P(z|W},) Para n perteneciente al niumero de cajas.

)
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Clasificador Red Neuronal
Tratando de simular el comportamiento de una neurona bioldgica, se sintetizan

los componentes principales que son las dendritas o entradas, el cuerpo de la
neurona y los axones o salidas. En la parte final de cada axdn se encuentra la conexion
con dendritas de otra neurona, a este proceso de comunicacidén se llama sinapsis.
Utilizando el Modelo de Perceptron Multicapa (PMC por sus siglas en inglés) para
clasificacion tenemos un conjunto de sefiales de entrada multiplicadas por sus pesos
correspondientes y luego sumadas a cada una de las nuevas entradas en el proceso
de sinapsis o nivel de activacion de la neurona (Jain, et al., 1999).

La estructura de un PMC consiste en una capa de entrada, una o mas capas
ocultas y una o mas capas de salida. Primero se inicializan aleatoriamente los pesos,
luego se ingresan los datos en las entradas, las capas ocultas se encargan de procesar
la informacion mediante las operaciones de multiplicacion y de suma y finalmente se
muestran los resultados en la(s) capa(s) de salida. Como se trata de un modelo de
aprendizaje supervisado, cuando un resultado no es satisfactorio se repite el proceso
ajustando los pesos hasta que el modelo sea capaz de clasificar satisfactoriamente el
conjunto de entrenamiento.

2.4. Proceso de agrupamiento

Los algoritmos de agrupamiento o clistering son métodos que dividen un
conjunto de n datos dentro de k grupos de tal modo que los miembros de un mismo
grupo sean mas parecidos entre ellos que los miembros de distintos grupos (Ripley,
1996). El nimero de grupos g puede estar predeterminado o puede ser decidido por
el algoritmo. Formalmente un algoritmo de agrupamiento produce un mapeo
CA{1,...,k} ={1,...,n} asociando cada objeto con un grupo.

Un agrupamiento o clister se describe como un grupo o comunidad con
homogeneidad de caracteristicas internas y una separacion explicita de las otras
comunidades (Gordon, 1999). El andlisis de informacion por agrupamiento entra en el
terreno del aprendizaje no supervisado y consiste en la busqueda a través de una
gran variedad de comunidades. La diversidad de la informacion obliga a desarrollar
técnicas y herramientas que permitan procesar tal cantidad en el menor tiempo
posible; se han utilizado técnicas estadisticas, de ciencia computacional y de
aprendizaje computacional.
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Seleccidn o . Validacidn o
Algoritmo de N Interpretacion

Generacion de

conocimiento

Datos de extraccion de - = de
agrupamiento de resuftados

ejemplo caracteristicas clisters

Figura 2.1 Proceso de andlisis por agrupamiento.

El proceso de andlisis por agrupamiento mostrado en la Figura 2.1 es un camino
bidireccional que consiste en (Xu, Wunsch, 2005):

¢ Seleccién o extraccion de caracteristicas: Se escogen las caracteristicas mas
representativas de un conjunto de candidatos, también se utilizan
transformaciones para generar caracteristicas nuevas a partir de las
originales.

¢ Disefio y seleccion de un algoritmo agrupador: Usualmente combinado con
la seleccién de una medida de proximidad y la construccidn de una funcion de
criterio, establece la métrica de similitud entre un conjunto de datos.

e Validacion de clusters: Se analiza si la divisién en subgrupos es confiable,
acorde a unos estandares de evaluacidn neutrales, sin preferencia por algun
algoritmo.

¢ Interpretacidon de resultados: Finalmente se provee de la informacién
sustancial que se obtuvo de la cantidad de datos original, pasando por un
juicio de expertos que analizan e interpretan la particion de los datos.

En el siguiente ejemplo se puede observar el proceso de agrupamiento a
grandes rasgos. Se tiene un conjunto de datos dispersos donde se calculan k
centroides, de ahi se deriva el nombre de k-medias, como se puede observar en la
figura 2.2:
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Figura 2.2 Cdlculo de centroides.

Cada uno de los datos se asocia a la media mas cercana que tienen formando k
grupos o clases como se puede apreciar en la figura 2.3.

Figura 2.3 Formacion de los grupos.
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Se repiten los procesos de las figuras 2.2 y 2.3 (calculo del centroide y
asociacién de los elementos) varias veces hasta que se obtiene la mejor clasificacion
mostrada en la figura 2.4:

Figura 2.4 Clasificacion final propuesta por el algoritmo.

2.5. Tipos de agrupadores

Se mencionan a continuacion los tipos de algoritmos agrupadores de mayor
relevancia, posteriormente se explicaran a detalle:

a) Por medidas de similitud y distancia.
b) Jerdrquico
a. Aglomerativos.
b. Divisivos.
c) Basados en error cuadratico.
d) Estimacion por mezcla de densidades.
e) Basados en teoria de grafos.
f) Basados en técnicas de busqueda combinatoria.
g) De ldgica borrosa.
h) Basados en redes neuronales.
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i) Agrupamiento basado en nucleo.

j)  Agrupamiento de datos secuenciales.

k) Agrupamiento de gran cantidad de datos.
I) Exploracién de datos multidimensionales.

2.6. Algoritmos no supervisados

Un marco de clasificacion ampliamente aceptado es la clasificacién de técnicas
de agrupamiento en agrupamiento jerarquico y agrupamiento por particion (Jain, et
al., 1999). El agrupamiento jerarquico forma grupos de datos ordenandolos de forma
secuencial y estableciendo relaciones de herencia entre ellos, mientras que el
agrupamiento por particién divide los datos en un nimero predeterminado de grupos
sin relaciones de herencia. A continuacion se revisaran diferentes tipos de algoritmos
no supervisados como los basados en una medida de proximidad, algoritmos de
agrupamiento jerdrquico, algoritmos por particion, ademads de incluir una amplia
variedad de técnicas y teorias como teoria de grafos, busqueda combinatoria, teoria
de conjuntos difusos, redes neuronales y técnicas de granularidad (Xu, Wunsch,
2005).

2.7. Meétricas de Similitud y Disimilitud.

Parten de la problematica de encontrar los estandares a usar para determinar
la similitud y disimilitud entre dos objetos, entre un objeto y un grupo o entre dos
grupos (Everitt, et al., 2001). Algunos enfoques para encontrar esas métricas sugieren
establecer vinculos jerarquicos entre grupos y con el uso de prototipos que
representan un grupo para ser procesados como entidades individuales.

Un objeto se describe como un conjunto de caracteristicas cominmente
representadas por un vector multidimensional (Kaufman, Rousseeuw, 1990). Dichas
caracteristicas pueden ser cuantitativas o cualitativas, continuas o discretas. La
condicion D de disimilitud o distancia en un conjunto de datos X se satisface con las
condiciones de:

Simetria: D(x;, x;)=D(x;x;).

Positividad: D(x; x;) 20 para todo x;x;.

Desigualdad del triangulo: D(x; x;) < D(x;, x)) + D(x,,x;) para todo x;,x;, X;.
Reflexividad: D(x;, x;)=0 sii x= x;

P wnN e

Analogamente, unas condiciones parecidas se establecen para la condicion S de
similitud (Xu, Wunsch, 2005).

1. Simetria: S(x; x;)=S(x;x.).
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Positividad: 0 < S(x;, x;) < 1 para todo x;,x;

3. S(x;, x;) S(x;, x)) < [SCx, x;)+ S(x;, x;)] S(xi, x;) para todo x;,x;, x.

4, S(X,‘, Xj):]. sii Xi= Xj

En un conjunto de k atributos, se define una matriz simétrica de k x k llamada

matriz de proximidad cuyo par k(i,j) representa la medida de similitud o disimilitud
entre los atributos iy j (i,j =1, ..., k). Las métricas de disimilitud o distancia se usan mas
para atributos continuos, mientras que las métricas de similitud se utilizan mas para
atributos cualitativos. En la tabla 2.1 se muestran las métricas mds comunes para

atributos cuantitativos.

Métrica Ecuacién Descripcion Ejemplo
Atributos con Principalmente
Distancia de k 1/a grandes valoresy | para conjuntos
Minkowsky D;; = Z|x” —x;|* varianzas tienden a difusos.
=1 dominar sobre los (Hoppner, et
demas. al.,1999)
Métrica mas
utilizada. Caso Para algoritmo
Distancia k 1/2 particular de de operador
Euclidiana D;; = Z(x” - xﬂ)z Minkowsky cuando nucleo.
=1 n=2.Tiende a (Scholkopf, et
formar grupos al., 1998)
hiperesféricos.
Caso especial de Conjuntos
Distancia k Minkowsky para difusos ART.
Manhattan D;j = Z'x” — Xj; n=1.Tiende a (Baraldi,
=1 formar grupos Alpaydin,
hiperrectangulares. 2002)
Distancia Caso especial de Conjuntos
sup Dyj = max xi — xju Minkowsky para difusos
n—yeo c-means.
Tiende a formar
grupos ART elipsoidal,
Distancia de Di; = (x; — xj)T « A7 (x; — x7), hiperelipsodiales. | algoritmo de
Mahalanobis Donde A es la matriz de covarianza para el Cuando los agrupamiento

grupo.

atributos no estan
correlacionados es
equivalente a la

hiperelipsoidal
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distancia
Euclidiana. Puede
elevar el costo
computacional.

1-— rl'j
2
P CTESAICTESH)

D;j = ,donde

Correlacién

Coeficiente de
correlacion entre
dos atributos que

Agrupamiento
por algoritmos

de Pearson ij = .
X  \avk 2 no establece genéticos
Zl:l(xll xl) Zl:l(xll x]) métricas
Establece la
distancia entre un ) i
. . . Simetria
Distanciade | Dj objeto x;y un basad
asada en
punto de ) Il Cx; — x) +(xj — xr)” punto de
. i = min . i operador
simetria =t gz || (o; — x)| + ||(x; — x,)|| | referencia comin )
nucleo.
X.. No es una
métrica como tal.
Independiente de
la longitud del Métrica mas
o T vector e invariante utilizada para
Similitud por XnXm L, :
Spm = €OS X = ——— en la rotacion pero | agrupamiento
coseno ENTEN 0 para o
transformaciones documentos.

lineales.

Tabla 2.1 (Xu, Wunsch, 2005) Resumen de las principales métricas para atributos

cuantitativos.

2.8. Agrupamiento Jerdrquico.

El agrupamiento jerdrquico organiza los datos en una estructura jerarquica,
normalmente un arbol binario o dendrograma, acorde a una matriz de proximidad
(Everitt, et al., 2001). El nodo raiz representa todo el conjunto de datos y cada hoja
representa un objeto de los datos. Los nodos intermedios describen la similitud que
tienen los objetos entre si y la profundidad del arbol describe la distancia entre cada
objeto o grupo. Esta representacion provee mucha informacion sobre la disposicion
de los datos y sus relaciones entre ellos. Los agrupamientos jerarquicos son métodos
aglomerativos y divisivos.

Un algoritmo aglomerativo parte de un conjunto de n grupos con un objeto
cada uno, llamados grupos unitarios, después realiza una serie de operaciones de
unién para ir colocando los demas objetos dentro del grupo que considere mas
adecuado, mientras que un algoritmo divisivo parte de un conjunto que contiene a



14

Marco de referencia

todos los datos para subdividirlo en varios grupos que contendran a los objetos
(Kaufman, Rousseeuw, 1990).

Un agrupamiento jerarquico puede explicarse de forma grafica mediante un
dendrograma donde se genera una clase padre y a partir de ella se va subdividiendo
en clases hijas, tal y como se observa en la figura 2.5:

Vinos

Figura 2.5 Ejemplo de agrupamiento jerarquico.

2.9. Agrupamiento basado en error cuadrdatico.

A diferencia del agrupamiento jerarquico que va formando varios niveles de
grupos, el agrupamiento divisivo crea un conjunto de n grupos sin relacion jerarquica,
necesitando de heuristicas para resolverlo por ser un problema NP-Duro al haber una
enorme cantidad de combinaciones incluso para grupos pequefios (Hansen, Jaumard,
1997).

Lo primero que hay que establecer es el criterio de separacion y uno de los mas
usados es el de la suma del error cuadratico. Teniendo un conjunto de valores
continuos x,, n=1,...,m hay que organizarlos en k grupos C={C,,...,Ci} se define criterio
del error cuadratico como (Duda, et al., 2001):

J(r,m) = iimllxj -my?

i=1j=1

n
)

Vi _ni . Yij Xj
Jj=1

Donde I' es la matriz de particion con elementos y;;tal que:
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_ {1 six; € grupo (;
Y 0 en otro caso

con Yij = 1 paratodo j

k
i=1

M-=prototipo de centroide para la matriz de particion.
m; es la media de la muestra para el grupo i.
n; es el nimero de objetos en el grupo i.

2.10. Estimacion por mezcla de densidades.

Tiene un enfoque probabilistico de la solucidon, asume que los objetos son
generados obedeciendo a alguna distribucién de probabilidad (Zhuang, et al., 1996).
Si las distribuciones de los datos son conocidas, crear los grupos es equivalente a
estimar los pardmetros de la funcién de densidad con que se distribuyeron los datos
(e.g. Gaussiana multivariable, t de Student). Teniendo la probabilidad a priori, o la
probabilidad mezclante, P(C) para el grupo C, i=1,...,.k y la densidad de probabilidad
condicional p(x/C, 8 ;) donde O ; es el pardmetro de la funcion de densidad que se
busca (Everitt, et al., 2001).

2.11. Agrupamiento por teoria de grafos.

Modela a los vértices V de un grafo ponderado G como datos en un espacio de
patrones y aristas E donde se visualizan las proximidades o similitudes y las
diferencias o disimilitudes, definiendo la siguiente matriz (Jain, et al., 1999).

1 cuando D(x,, x,;,) < dy

D, = {
mm 0 en otro caso

Donde d es el valor del peso del grafo. Aqui es donde la similitud se obtiene
normalizando la suma de los pesos de las aristas que interconectan los grupos.

La teoria de grafos ha ayudado al desarrollo de algoritmos de agrupamiento
tanto jerarquicos: Camaledn (Karypis, et al., 1999), AMOEBA (Estivill-Castro, Lee,
1999), como no jerarquicos: CLICK (Sharan, Shamir, 2000), CAST (Ben-Dor, et al.,
1999).

En el caso del agrupamiento jerdrquico, éste puede representarse como un
arbol donde se pueden estudiar jerarquias locales en los subgrafos y la jerarquizacién
completa utilizando el grafo completo. Camaledn (Karypis, et al., 1999) es un
algoritmo aglomerativo jerdrquico basado en encontrar a los vecinos mds cercanos y
la relacion entre 2 vértices se elimina si uno de ellos no cumple con los criterios de
cercania establecidos. Lo que termina generando un conjunto de subgrafos donde
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cada uno debe contener suficientes nodos para que el costo computacional sea
similar. Camaledn establece la jerarquizacion a partir de la interconectividad y
relaciones de los subgrafos, lo que flexibiliza al algoritmo al momento que generar las
relaciones entre los grupos. La cercania de los subgrupos se obtiene normalizando la
suma de los pesos de los bordes entre cada subgrafo.

La teoria de grafos también es utilizada en los agrupadores no jerarquicos,
encontrando componentes relacionados mediante la técnica del arbol de expansion
minima (Jain, et al.,, 1999). Otro algoritmo no jerarquico llamado CLICK (Sharan,
Shamir, 2000), calcula los pesos de los nodos combinando probabilidad con teoria de
grafos, es decir, el grado de cercania entre un nodo y otro como la probabilidad de
gue un nodo pertenezca a un nodo o a otro. Una vez generado los subgrupos, el
algoritmo vuelve a revisar las caracteristicas mas importantes de cada grupo para
poder incluir a los nodos que se encuentran solos. Al ser recursivo el algoritmo, se
requieren de metaheuristicas para reducir los costos.

Para el caso de este documento, el modelo de coloracidon de graficas suaves
plantea los datos como una grafica completa ponderada, los pesos de las aristas se
establecen por medio de una métrica, mas adelante en el capitulo 4 se explicara la
métrica utilizada, por lo que la representacion de los datos en un grafo queda de la
siguiente manera:

D = {Valor de la métrica cuando D (x,, x,,) < dy
m 0 en otro caso
2.12. Técnicas de busqueda combinatoria.

El problema de optimizacion combinatoria (De Los Cobos, et al., 2010) define
un conjunto finito de soluciones posibles de una funcién objetivo o funcién costo,
tratando de encontrar para el caso de minimizacion x,,; que pertenece al dominio de
la funcién que cumpla con la condicién:

f(xopt) < f(x) paratodax e F

Donde F es el espacio de soluciones. Si se trata de un problema de
maximizacion x,,; debe satisfacer la condicion de:

f(xopt) > f(x) paratodax e F

El problema de optimizacién combinatoria también define una estructura de
vecindades o de soluciones cercanas a la instancia x. Entonces un mecanismo de
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generacion es un medio para seleccionar una solucién z dentro de la vecindad F; de la
solucion w.

La busqueda combinatoria es una técnica que busca la mejor aproximacién al
Optimo para problemas de optimizacién combinatoria con complejidad NP-Dura con
altos tiempos de ejecucion. Modelando el problema de agrupacion, tenemos un
conjunto de datos x,,, m = 1, ..., n se busca organizar en k subgrupos C={Cj,...,Ci}. Con
esto se obtiene la siguiente formula para particionar todo el conjunto de datos (Jain,
et al., 1999).

k
P(n, k) = 1 (—Dkickin
’ k! k
i=1
Basados en la busqueda combinatoria se encuentran en los algoritmos de
agrupamiento genético GGA por sus siglas en inglés (Hall, et al., 1999), CLUSTERING
(Tseng, Yang, 2001), y el Recocido Simulado SA por sus siglas en inglés (Kirkpatrick, et
al., 1983).

Busqueda Tabu TS por sus siglas en inglés, (Glover, Laguna, 1997) es una
técnica de busqueda combinatoria que usa la lista tablu para encaminar la ruta a
seguir. Un conjunto de soluciones candidatas son generadas de la solucién actual.
Estas soluciones representan las asignaciones de n objetos en k grupos, la mejor
solucién de las candidatas se convierte en la nueva solucion actual y es agregada a la
lista tabu. En caso de que haya un empate con las soluciones candidatas se vuelven a
generar todas las soluciones candidatas. El procedimiento durara el maximo nimero
de iteraciones posible.

Otra solucion al problema de optimizacién combinatoria consiste en el
algoritmo de busqueda local (De Los Cobos, et al., 2010), planteando una instancia de
un problema con su respectiva estructura de vecindades F, entonces o es un éptimo
local con respecto a F si 0 es mejor que o igual a todas las soluciones vecinas con
respecto a la funcién objetivo. El pseudo-cddigo del algoritmo de busqueda local
gueda de la siguiente manera.

Inicio
ESTABLECE (0jsicial)
0.= Oinicial
Haz
GENERA (peF,)

Si f(p) < f(0) entonces o:=p
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Hasta f(p) = f(0), paratodap € F,
Fin

Los algoritmos de busqueda local frecuentemente se quedan estancados en un
optimo local, por lo que se han desarrollado técnicas de optimizacion como
algoritmos genéticos y programacién evolutiva, todas las anteriores hacen uso de las
operaciones de seleccion, combinacion y mutacién. Sin embargo hay soluciones para
atenuar las desventajas del algoritmo de busqueda local como son:

e Ejecutar el algoritmo de busqueda para varias soluciones iniciales.

* Generar estructuras de vecindades complejas, para que se abarque lo
mas posible del conjunto de soluciones.

e Descartar para futuras ejecuciones las soluciones que incrementen
(para el caso de minimizacion) la funcién objetivo.

Aplicando el problema al modelo de coloracion de graficas suaves se vuelve un
problema de optimizacién combinatoria porque dependiendo del nimero de nodos,
las combinaciones de coloracion con k colores lo convierten en un problema NP-Duro.
Partiendo de una solucién de coloracidn inicial el algoritmo buscara todas las
soluciones a la funcidn objetivo hasta que se encuentre el menor valor de coloracién;
satisfaciendo asi el problema de minimizacién.

Es importante para las técnicas de busqueda una buena seleccion de
pardmetros para evitar elevar el costo computacional del algoritmo. También cobra
relevancia encontrar el balance entre tener un costo computacional bajo, contra la
garantia de encontrar el éptimo global.

2.13. Agrupamiento difuso.

A diferencia de las otras técnicas de agrupamiento donde un objeto tiene que
ser colocado en uno y soélo un grupo, el agrupamiento difuso es mas flexible y un
objeto puede pertenecer a todos los grupos con cierto grado de pertenencia (Zadeh,
1965). Util cuando las diferencias entre los grupos no estan bien delimitadas o se
encuentran ambigliedades, sin embargo los objetos pueden establecer relaciones
mas complejas que con otros algoritmos de agrupamiento.

El algoritmo difuso de ¢ medios FCM por sus siglas en inglés es uno de los
algoritmos difusos mas populares, en él se trata de encontrar una division o grupos
difusos para un conjunto de datos x,, para m=1,...,n minimizando la funcién de costo
(Hoppner, et al., 1999).
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El algoritmo FCM es poco efectivo con la presencia de ruido y se le dificulta
encontrar la divisidn inicial. FCM alterna el cdlculo del grado de pertenencia con la
matriz prototipo, lo cual causa un elevado costo en el procesamiento para grandes
volumenes de datos.

Las teorias difusas también pueden ser utilizadas para crear estructuras
jerdrquicas y explorar los diferentes niveles de la estructura de los datos mientras se
establecen las conexiones entre cada objeto y grupo con los demas miembros,
también pueden aplicarse para redes neuronales.

2.14. Agrupamiento por redes neuronales.

El agrupamiento basado en redes neuronales utiliza una técnica de resonancia
adaptativa (ART por sus siglas en inglés) donde las neuronas se comportan de forma
competitiva. (Baraldi, Alpaydin, 2002) Las neuronas activas refuerzan su vecindario
desde el interior mientras reprimen las actividades de las neuronas que se
encuentran en frontera (comportamiento encendido-centro/apagado-envoltura).

La auto-organizacidén de mapas de caracteristicas SOFM por sus siglas en inglés
(Kohonen, 2001) tiene como objetivo representar las entradas de la red neuronal
como un conjunto de vectores entrelazados en forma de matriz o enrejado. Cada
unidad del enrejado es tratado como una neurona y se interconecta con las neuronas
adyacentes, convirtiendo a la red neuronal en el espacio de dimensiones. Los datos de
entrada se conectan a toda la red neuronal a través de los pesos y durante el proceso
de entrenamiento se va construyendo el enrejado con las similitudes encontradas,
haciendo del algoritmo SOFM un método efectivo para mostrar la estructura que
comparten los datos y no tanto como un algoritmo de agrupamiento.

La arquitectura basica de ART1 (Moore, 2001) consiste en dos capas de nodos,
la representacidn de los atributos K; y la representacion de las clases C,, éstos estan
conectados con pesos adaptativos de abajo hacia arriba W* y de arriba hacia abajo
W?L, Los prototipos de los grupos se almacenan en la capa C,. Después de activar la
red neuronal se genera un candidato de agrupacidén en la capa C; y se compara con
los datos de entrada para determinar si se han clasificado correctamente con base en
cierto parametro de vigilancia z (0<z<1). Una vez terminado el primer ciclo los pesos
se adaptan al mismo tiempo (resonancia). Tal y como muestra la figura 2.2.
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2.15. Agrupamiento de k-medias.

Los agrupamientos de k-medias se basan en el teorema de la cubierta, en el
cual transformaciones no lineales de un conjunto de atributos dentro de un espacio
multidimensional, se busca separar los atributos de forma lineal (Haykin, 1999). La
dificultad consiste en el manejo del espacio multidimensional, es entonces donde
entra un producto interno de nlcleo, para evitar el alto procesamiento
computacional al mapear y transformar las entradas en el espacio multidimensional.

CapaF2

CapaFl

Patron deentradal

Parametro de vigilancia

Figura 2.6 Arquitectura ART1 (Moore, 2001): Dos capas se interconectan mediante
los pesos adaptativos. Sus interacciones son controladas a través de un parametro de
vigilancia.

En el siguiente algoritmo supdngase un conjunto de datos x,, con m=1,...,n y un
mapeo no lineal ¢ : R — F donde F es el nuevo espacio de dimensiones arbitrarias. El
objetivo es encontrar k centros que puedan minimizar la distancia entre el atributo
mapeado y su centro mas cercano (Scholkopf, et al., 1998).

N

b GO =l = [|& GO = ) 7 ()
=
N

N
= k(x,x) — ZZ 7L (x, xj) + Z T Tk (i, %)
j=1

ij=1



Marco de referencia

Donde m, es el centro del grupo / y se encuentra en un intervalo ¢(x;),..., d(xy)

y el producto nucleo interno se define como k(x, xj) = (x)*d (x;).

Al igual que los algoritmos anteriores el agrupamiento por nucleo depende de
la eleccion correcta de los parametros y puede aumentar el costo computacional para
grandes cantidades de datos. Se abre un importante panorama para plantear
variantes no lineales a distintos tipos de algoritmos y al operador nucleo para la
simplificacién de los mismos.

2.16. Agrupamiento de datos secuenciales.

Los datos secuenciales son sucesiones con longitud variable y caracteristicas
distintivas como comportamientos dindmicos, restricciones temporales y gran
volumen. Los datos secuenciales se obtienen de procesamiento del lenguaje natural,
mineria de datos, diagndsticos médicos, bolsa de valores, transacciones bancarias,
mineria de datos global, analisis de sensibilidad, etc. En la actualidad los datos
secuenciales han crecido de manera explosiva y se necesita de una herramienta
confiable y robusta que pueda procesar toda esa informacidén. Las técnicas de
agrupamiento buscan patrones dentro de la enorme cantidad de datos secuenciales
en el contexto del aprendizaje no supervisado (Sun, Giles, 2000).

2.17. Agrupamiento a gran escala.

La escalabilidad de un algoritmo de agrupamiento cobra gran relevancia por el
vertiginoso crecimiento de los datos y la complejidad que representa el poder
procesar tal cantidad de informacion. Con los avances en las bases de datos y en
tecnologias de Internet los algoritmos tienen que adecuar sus técnicas de
optimizacion para poder manejar grandes volimenes de datos en un tiempo
razonable al igual que la complejidad computacional no crezca a la misma tasa de los
datos (Xu, Wunsch, 2005).

2.18. Exploracion de datos multidimensionales.

Los clasificadores revisados anteriormente pueden trabajar grandes cantidades
de datos bajo ciertas condiciones ideales, aunque no son muy efectivos para analizar
datos multidimensionales, por el crecimiento exponencial que representa el agregar
mas atributos o dimensiones a los datos. Se ha probado que la distancia entre los
datos mas cercanos no difiere de los otros datos o puntos cuando las dimensiones del
espacio son suficientemente altas (Beyer, et al., 1999). Eso quiere decir que los
algoritmos basados en métricas tampoco son muy efectivos para separar datos
multidimensionales. Una reduccién en las dimensiones es importante para el andlisis
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grupal tanto para reducir el costo computacional como para poder direccionar la
informacion, afrontando por otro lado la pérdida de informacion y pueda alterar la
interpretacién de los datos; una reduccién de dimensiones mal planteada puede
incluso distorsionar el sentido de la informacién.

El analisis de componentes principales (PCA por sus siglas en inglés) (Dony,
2001) consiste en una transformacion para la reduccion de dimensiones mediante la
extraccién de las componentes de los datos originales construyendo una combinacién
lineal de un conjunto de vectores que describan las variaciones de los datos.

La reduccion de dimensiones es utilizada también en los algoritmos de analisis
de componentes independientes (ICA por sus siglas en inglés) (Cherkassky, Mulier,
1998), escalamiento multidimensional (MDS) (Duda, et al., 2001), incursion
linealmente local (LLE) (Roweis, Saul, 2000).
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3. Coloracion de Graficas suaves

La coloracion de graficas suaves es una generalizacion del problema de coloracion
de grafos. Consiste en colocar una etiqueta de coloracién a un vértice de un grafo
completo y ponderado en aristas de tal modo que la suma de las aristas pintadas con
el mismo color en los vértices es minima (Ramirez, 2001). Al ser una generalizacion
del problema de coloracidn robusta, se sabe que este problema es del tipo NP-Duro vy
se necesita de técnicas metaheuristicas para graficas con mas de 20 vértices.

3.1. Problemadtica

Se busca reducir la dureza de la coloracién, es decir, una coloracion que
minimice la suma de las penalizaciones entre las aristas adyacentes cuyos vértices
tienen el mismo color. Una penalizacién, para fines de este proyecto, se considera
como la distancia entre los vértices. Sea el grafo completo no dirigido G = (V,E) con un
conjunto de vértices V= {1,2,...,n} y un conjunto de aristas £ comportandose de la
siguiente manera (Lara-Veldzquez, et al., 2015).

G=(V,E); |VI=n; |E|=n(n-1)/2

Existe una penalizacién por arista (i,j), denotada por p; tal que:

Pij >0,Paratodoi,j € E

Una funcidon de coloracidn de vértices del grafo con k colores que sirven como
etiquetado del vértice i se define como:

c.v-> {1,2,...,k}

Para una coloracién C* en el grafo, la funcion de dureza de la suma de las
penalizaciones con el mismo color en los extremos estd dada por:

. )
HC) =2 e, cxaiy=cky PU

El objetivo es encontrar la coloracion Ckop gue minimice la dureza H(Ckop).
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3.2. Propiedades

Solidez de una coloracion.

Dada una coloracion de k colores sobre un grafo completo con n vértices el
promedio de los vértices con el mismo color m viene dado por m=n/k y el nimero de
aristas que comparten los m vértices viene dado por C(m,2)=m(m-1)/2 con un nimero
promedio de penalizaciones o valores de aristas que contribuyen a la dureza
proporcional al promedio de vértices pintados con el mismo color multiplicado por el
numero de colores. Entonces la funcion de solidez de una coloracién se define como
la dureza de un grafo dividido por el numero medio de aristas que contribuyen a la
dureza:

H(Ck, B 2H(Ck, B 2kH(CE,

T km(m-1)/2 kK&  n@m-k)

S(Cop

Resiliencia de una coloracion.

La resiliencia de una coloracién C* consiste en el porcentaje en que disminuye
la solidez de una coloracién con k-1 colores respecto a una con k colores, expresado
como:

S(ck-1) - s(ck
R(Cgp = (ops()ck (Op
op

Si obtenemos la resiliencia de todas las coloraciones posibles desde 1 hasta k
los valores mas grandes permitirdn las mejores opciones de nimero de clases que se
pueden utilizar para clasificar un conjunto.

3.3. Modelo Binario Entero.

El modelo de programacién binaria es utilizado para obtener la coloracién
Optima Ckap sobre el grafo no dirigido G=(V,E) de orden |V|=ny de tamafio |E|=n(n-
1)/2, definido como:

minz = Z Dij Yij
(L.)EE

Sujeto a:
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Zx” =1vie{l,..,n}
=1

xil+le—1s yUV(l,])EEyVl E{l,...,k}

:Yij € {0,1} V(l,j) EE
Donde:

o = {1 siC(i) =lparatodoi € {1,..,n}yvI €{1,..,k},
i 0 en otro caso

Y = {1 siparaalgunal € {1, ...,k} se cumple que x; = x;, = 1
0 en otro caso

Las ecuaciones anteriores garantizan que cada vértice sea etiquetado con uno
y solo un color; las desigualdades asignan valor de uno a y; si se colorean con el
mismo color a los vértices i, j y cero cuando se coloreen con colores diferentes.
Activando para el primer caso la penalizacién p; en la funcién objetivo z. El modelo
encuentra como solucién la coloracion minima Ckop que vale I si x;= 1 donde iy / son
las variables de decisién a partir de la solucidn dptima y el valor minimo de la funcion
objetivo f(x) esigual a H(Ckop).

El niUmero total de variables en el modelo binario es nk + n(n-1)/2. El nimero
de ecuaciones es n y el nimero de desigualdades es kn(n-1))/2 haciendo un total de
restricciones igual a n + kn(n-1)/2.

Ejemplo.
Dada la siguiente grafica se utilizaran las métricas: Euclidiana, Euclidiana
elevada al cuadrado y Manhattan para establecer las distancias entre vértices.
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= N Wk~ OO O N 0 O

o

L 3
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Figura 3.1 Ejemplo de grafica con cuadricula para ejemplificar las distancias.

Numero de colores Dureza Solidez Resiliencia
1 226 6.2778
2 58 3.6825 0.7047
3 14 1.5556 1.3673
4 8 1.4222 0.0938
5 5 1.3889 0.0240
6 3 1.3333 0.0417

Tabla 3.1 Resultados de Resiliencia con la distancia Manhattan.
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Numero de colores Dureza Solidez Resiliencia
1 173.4 4.8172 -
2 49.6 3.1494 0.5295
3 11.66 1.2952 1.4316
4 6.828 1.2139 0.0669
5 4.414 1.2262 -0.0100
6 3 1.3333 -0.0804

Tabla 3.2 Resultados de Resiliencia con la distancia Euclidiana.

Numero de colores Dureza Solidez Resiliencia
1 1036 28.7778 --
2 256 16.2540 0.7705
3 14 1.5556 9.4490
4 8 1.4222 0.0938
5 5 1.3889 0.0240
6 3 1.3333 0.0417

Tabla 3.3 Resultados de Resiliencia con la distancia Euclidiana cuadrdtica.

Como se puede observar en las tablas anteriores, utilizar 2 colores es una
buena solucién, sin embargo...
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= N Wk~ O O N 0 W

o

/l /,
/
Y4
4 =

Figura 3.2 Clasificacion de una grafica con 2 colores.

Cuando se utilizan los 3 colores recomendados se obtiene el mayor valor de
resiliencia, hasta un 944% de mejora para la distancia euclidiana cuadratica.

= N Wk~ OO O N 0 W

o

R

=

0 2

4

6

Figura 3.3 Clasificacion de una grafica con 3 colores.



Coloracién de Graficas Suaves

3.4. Solucion mediante Recocido Simulado.

Recocido Simulado es una técnica metaheuristica para solucionar problemas de
optimizacion combinatoria, estd basado en el proceso de recocido de sélidos de la
metalurgia y produce buenas soluciones en un tiempo polinomial (De Los Cobos, et
al., 2010).

El proceso de recocido de un sdlido consiste en primero elevar un sélido a altas
temperaturas seguido de un proceso de enfriamiento paulatino, el efecto que
produce es que las particulas se acomodan siguiendo una estructura de cristal, debe
tenerse cuidado en establecer una temperatura adecuada para el equilibrio térmico,
si se baja demasiado rdpido la temperatura el sélido puede adoptar una estructura
amorfa consecuencia de una mala cristalizacion.

El equilibrio térmico estd definido por la siguiente ecuacion donde la
probabilidad del estado actual x del sélido con energia E, a la temperatura T se
muestra a continuacion:

1 —E
Probabilidadr{X = x} = 7 exp (k3;>
Donde kg es la constante de Boltzman y Z(T) es conocida como funcion
particiéon dada por la siguiente ecuacion:

Z(T) = Z exp (;TE%/)

y

La suma comprende todos los posibles estados y del sélido, como se trata de
una distribucién de probabilidad, la probabilidad de cada estado es mayor o igual que
cero y la suma de todas las probabilidades de todos los estados es igual a uno. Lo que
resume el proceso de recocido simulado a dos etapas fundamentales (De Los Cobos,
et al., 2010):

* Incrementar la temperatura a un valor maximo.

e Disminuir la temperatura lentamente hasta que las particulas se
reacomoden en un estado de minima energia llamado estado
fundamental del sdlido.

Si la energia del estado y es menor o igual que la energia del estado x entonces
se acepta como el estado actual el estado y con una probabilidad dada por la
ecuacion:

E,—E,

29



30 | Coloracién de Graficas Suaves

En caso contrario el estado y se acepta con una probabilidad que esta dada por
la ecuacién:

E,—E,
= (“gr)

Este proceso de evaluacién se recomienda llevarlo a cabo en un nimero grande
de iteraciones.

Haciendo la analogia al flujo computacional se toman las siguientes
consideraciones:

* Los estados fisicos del material se pueden tomar como las diferentes
soluciones de un problema de optimizacién combinatoria.

* El costo es equivalente a la energia del estado.

e El criterio para aceptar la solucion del estado y respecto a x viene
definido por:

1 sif(y) < f(x)
fx)-f»

expl 7 ) si f3) > F ()

Donde f(x) y f(y) son los costos de la solucién y T es la temperatura o parametro

Probabilidad{aceptar y} = {

de control definido por el programador.

La implementacion del algoritmo consiste en definir la solucidn inicial x,, el
pardmetro de control inicial t, y el nimero de iteraciones L, necesarias para alcanzar
el equilibrio térmico (x,, t,, Lo), el ciclo finalizard cuando se cumpla(n) la(s)
condicion(es) de paro establecidas por el programador.

Inicio
Inicializar (xo, to, Lo)

i=0

Para /=1 hasta L;
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Generar (y de F,) donde F, representa el espacio de soluciones vecinas

Si f(¥) < f(x) entonces x=y
Sino

(f(X)—f(Y))
Sie\ & > que un numero aleatorio entre [0, 1) entonces x=y

Fin Para
i=i+1
CALCULAR LONGITUD (L;)
CALCULAR CONTROL (t)
Hasta criterio de paro
Fin

3.5. Solucién mediante Andlisis de Regresion.

En los casos donde el modelo no ofrecié6 una mejor solucion que los
clasificadores con entrenamiento, para solucionarlo se optd por un andlisis de
regresion porque ofrece una solucién probada y estandarizada de andlisis de datos en
la ingenieria, y asi poder determinar qué columnas influyen mas en el modelo. En
estos casos el modelo pasé de no supervisado a semisupervisado.

El analisis de regresidn es una técnica muy utilizada para explorar las relaciones
entre dos o mds variables de un modelo empirico (Montgomery, Runger, 2003),
también es utilizada para construir un modelo que prediga el comportamiento de las
variables y para procesos de optimizacidn. Se tienen datos dispersos y sabiendo que
no existe una curva simple que pase por todos los puntos, hay una tendencia de que
los puntos se distribuyen aleatoriamente pero cercanos a una linea recta que pueda
describir su comportamiento.
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Figura 3.4 Conjunto de datos dispersos.

En la figura 3.4 puede apreciarse un conjunto de datos dispersos pero que
tienden a seguir un patron de distribucion, la regresion lineal busca establecer un
modelo lineal que pueda describir con una alta probabilidad de incluir la mayoria de
los datos obtenidos empiricamente.

18
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14 /,
12 . 2

10 >

8
6
4
2
0

Figura 3.5 Modelo lineal que busca describir la correlacion de los datos.
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Una vez construido el modelo se encuentra una recta que describe una
tendencia de mayor agrupamiento de los datos, asumiendo que el comportamiento
de la variable dependiente es una funcién lineal de la variable independiente, el
modelo matemadtico encuentra los valores de los coeficientes de regresion, de errory
la varianza del error.

Existen indicadores que permiten establecer la exactitud del modelo de analisis
de regresién, es decir, qué tan efectivo es el modelo lineal para describir el
comportamiento de los datos (Montgomery, Runger, 2003), en ellos se puede
encontrar qué tanto influyen las columnas en el resultado asi como la correlacidn de
los datos.

Ejemplo.

Dado un conjunto de datos, se utilizara la herramienta de Microsoft Excel para
efectuar los calculos del andlisis de regresidon, mediante la herramienta de Analisis de
Datos.

| Analisis de datos

Fundiones para analisis

Histograma
Media mavil
Generadon de numeros aleatorios

Jerarquia v percent

T
Muestra ‘
Prueba t para medias de dos muestras emparejadas =
Prueba t para dos muestras suponiendo varianzas iguales ‘
Prueba t para dos muestras suponiendo varianzas desiguales -
Prueba z para medias de dos muestras

-

Figura 3.6 Herramienta de analisis de regresion en Microsoft Excel.

La opcidn requiere especificar el rango de entradas del modelo o rango X de
entrada, asi como el rango de salidas del modelo o rango Y de salida, se puede
especificar el nivel de confianza y si los datos de entrada incluyen rétulos o
encabezados, también se puede especificar si los resultados del analisis de regresién
se pueden mostrar en la misma hoja de calculo o en una nueva.
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Entrada
Rango ¥ de entrada:

Rango X de entrada:

[T pétulos [} constante igual & cera
[7] nivel de confianza a5 [ %o

Opciones de salida
"1 Rango de salida:

i@ En una hoja nueva:

(71 En un libro nuevo
Residuales
[T Residuos [T Grafico de residuales

[7] pesiduos estindares [T curya de regre=isn ajustads

Probabilidad normal
[ 7| Gréfico de probabilidad normal

Figura 3.7 Opciones de la herramienta de analisis de regresidon en Microsoft Excel.

Finalmente se mostrard una hoja con los resultados del analisis de regresion,
la interpretacion de los datos se explicara en el siguiente capitulo de este documento.

Estadisticas de la regresion

Correlacion multiple 0.987217773
R*2 0.97459893
RA2 ajustado 0.966131907
Error tipico 0.795822426
Observaciones 5
ANALISIS DE VARIANZA

Grodos de libertad  Suma de cuadrodos Promedio de los cuadrados F Valor critico de F
Regresion 1 72.9 72.9 115.1052632 0.001731447
Residuos 3 1.5 0.633333333
Total 4 74.8

Coeficientes Error tipico Estadistico t Probabilidad < 95% >95% <95.0% >95.0%

Clase 2.7 0.834665602 3.234828409 0.048039217 0.04372154 5.35627846 0.04372154 5.35627846
Atributo 1 5.4 0.503322296 10.72871209 0.001731447 3.79820382 7.00179618 3.79820382 7.00179618

Figura 3.8 Resultados del andlisis de regresion en Microsoft Excel.
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4. Propuesta

Para generar la matriz de distancias de una cierta base de datos (BD) se disefié
el siguiente procedimiento:

Es necesario evaluar la eficiencia del modelo de coloracion de graficas suaves y
para ello se requiere probar su funcionamiento con diferentes tipos de bases de
datos. Las bases de datos se obtuvieron del repositorio de Aprendizaje Automatico de
la Universidad de California Irvine (University of California, 2015).

Una base de datos se compone de registros o tuplas en el que se describen sus
caracteristicas o atributos y distribuidos en varias clases segun sea el caso, porque
como se vera en el siguiente capitulo, en el caso de la base de datos Stone Flakes sdlo
se hace una sugerencia de clasificacién. Debido a que la ausencia de los datos
disminuye la eficacia del método, se decidié eliminar los datos faltantes como se
explica a continuacion.

Las bases de datos del repositorio siguen un estandar: estan disponibles en un
archivo de texto plano, todas las caracteristicas estdn separadas por comas y todos
los datos faltantes se representan con el simbolo “?”.

t,so,2,1,2,2,2,2,1,2,2,2,2,2,1,85,18,4,7,1
i,50,1,1,2,1,2,2,1,2,2,2,2,2,0.9,135,42,5.5,7,1
i,78,1,2,2,1,2,2,2,2,2,2,2,2,0.7,96,32,4,7,1
1,31,1,7?,1,2,2,2,2,2,2,2,2,2,0.7,46,52,4,80,1
1,34,1,2,2,2,2,2,2,2,2,2,2,2,1
i1,34,1,2,2,2,2,2,2,2,2,2,2,2,0.
z,51,1,1,2,1,2,1,2,2,1,1,2,2,7
1,23,1,2,2,2,2,2,2,2,2,2,2,2,1 7
1,39,1,2,2,1,2,2,2,1,2,2,2,2,0.7,7,45,4.4,7,1
i,30,1,2,2,2,2,2,2,2,2,2,2,2,1,7,120,3.9,7,1
i,39,1,1,1,2,2,2,1,1,2,2,2,2,1.3,768,50,4.4,85,1
i,32,1,2,1,1,2,2,2,1,2,1,2,2,1,59,249,5.7,54, 1
1,41,1,2,1,1,2,2,2,1,2,2,2,2,0.9,81,60,3.9,52,1
i,30,1,2,2,1,2,2,2,1,2,2,2,2,2.2,57,144,4.9, 78,1
i,47,1,1,1,2,2,2,8,2,2,2,2,2,2,2,60,7,7,1
i,38,1,1,2,1,1,1,2,2,2,2,1,2,2,72,689,2.9,46,1
1,66,1,2,2,1,2,2,2,2,2,2,2,2,1.2,102,53,4.3,2,1
1,40,1,1,2,1,2,2,2,1,2,2,2,2,0.6,62,166,4,63,1
i,38,1,2,2,2,2,2,2,2,2,2,2,2,0.7,553,42,4.1,85,2
Figura 4.1 Ejemplo de un archivo de BD, en él se muestra la representacion de un dato

faltante.

Las bases de datos utilizadas para el modelo tuvieron que cumplir con las
siguientes caracteristicas para que fueran consideradas:
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1) Atributos de caracteristicas numéricas: El modelo requiere que todos los
datos sean numéricos, para el caso de datos alfanuméricos se establecid
una ponderacién y se reemplazaron dichos valores por un nimero.

2) No deben haber datos faltantes: Es necesario que para cada ejemplo se
tengan caracteristicas de todas las tuplas, ya que todo modelo es sensible a
datos faltantes y queremos obtener la mejor eficiencia posible.

3) Los datos deben estar normalizados: Significa que la distribucién de las
caracteristicas de todos los datos debe estar entre 0 y 1. Esto con el
objetivo de que todos los datos tengan la misma importancia a priori.

Estando conscientes de que es sumamente dificil que hayan bases de datos que
cumplan con las caracteristicas por defecto, las bases de datos a evaluar pasaron por
un proceso de pre-procesado (limpieza, ponderacion y normalizacion) antes de que
fueran incluidas en el modelo.

4.1. Limpieza de datos faltantes.

La primera fase del proceso consiste en excluir la tupla completa si en ella se
encontraba al menos un dato faltante, esta fase es muy importante dado que el
modelo es sensible al ruido. El proceso de limpieza se describe a continuacién en
pseudocddigo:

Abrir archivo de origen
Mientras no se alcance el final del archivo
Capturar renglén del archivo
Si cadena no contiene “?” entonces
/1/////****Proceso de captura de datos******///////
Fin Si
Fin Mientras

Cerrar archivo de origen

4.2. Ponderacion de columnas alfanuméricas.

En algunos casos hay columnas con valores alfanuméricos que tienen un orden
intrinseco, por ejemplo escalas de malo, bueno y excelente o paciente vivo y paciente
muerto. Como el modelo trabaja exclusivamente con datos numéricos se otorgd de
un valor numérico a cada uno de los datos, por ejemplo, malo se sustituyd porun Oy
bueno con uno y excelente con un 2. Por otra parte se codificé vivo por un 1y muerto
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por un 0. Este proceso se efectud de forma manual, debido a que las bases de datos
tenian diferente informacién.

1)30,2,1,
50,1,1,
78,1,2,
31,1, 7,
34,1, 2,
34,1,2,
s1,1,1,
23,1,2,
39,1,2,
30,1,2,
39,1,1,
3z2,1,2,
41,1,2,
30,1,2,

v o s i i = e v e el

Figura 4.2 Proceso de sustitucion de datos alfanuméricos.

4.3. Normalizacion de los datos.

Algunas columnas cuentan con escalas mayores a otras, por ejemplo hay
columnas con métrica en miligramos (dosis) y otras columnas con métrica en
kilogramos (peso del paciente), el modelo considera que todas las columnas tienen la
misma influencia para la clasificacion, asi que para evitar que la magnitud de
cualquier atributo influya mas que los otros, todas las bases de datos se sometieron a
un proceso previo de normalizacién.

La normalizacién consiste en tomar los valores minimos y maximos de cada
columna, una vez obtenido los limites, los demas valores se sustituirdn con la
siguiente férmula, garantizando que todos los valores del atributo tengan una
distribucién entre Oy 1.

Xi — Xmin

Xl' =
Xmax — Xmin

Donde:
Xmin €S €l valor mas pequeio de una columna de la base de datos.
Xmax €S €l valor mas grande de una columna de la base de datos.

Si los valores maximos y minimos son los mismos, se dard valor de 1 a todos los
valores de la columna, evitando asi la division entre cero.
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4.4, Matriz de distancias.

La ultima fase de la estandarizacién de los datos consiste en obtener la matriz
de distancias. Todas las distancias de las instancias de prueba fueron evaluadas con la
distancia Euclidiana cuadratica porque después de probar con varios tipos de métricas
explicadas en el capitulo 2, ésta nos dio mejores resultados porque acentua la
distancia de los nodos mas lejanos al elevarlos al cuadrado y minimiza la distancia de
los nodos mas cercanos igualmente por elevarlos al cuadrado. La formula de la
distancia Euclidiana al cuadrado se describe a continuacién:

k
Dij = Z(xiz — )"

=1
Donde:
Dj es la distancia euclidiana al cuadrado entre un nodo y otro, cabe aclarar
que se asume que la base de datos es una grafica completa con aristas
ponderadas.
k es el nUmero de caracteristicas o atributos.
Xiy Xyson los valores de dos nodos respecto a una misma caracteristica.

El resultado es una matriz nxn simétrica con diagonal principal compuesta por
ceros, donde n es el nimero de instancias trabajadas por el nimero de clases
distintas del conjunto de prueba, por ejemplo si una base de datos es de 10 instancias
por cada clase y tiene 2 clases, se obtiene una matriz de distancias de 20 x 20.

Con la matriz de distancias representando a la grafica completa de los datos y
sus correlaciones, se puede poner en marcha la técnica de coloraciéon de graficas
suaves.

4.5. GAMS.

Una vez concluido el proceso de preparacion hay que ejecutar el modelo sobre
la matriz de distancias, para ello se utilizaron 2 tipos de procedimientos, para los
casos en los que las Bases de Datos no excedian los 20 registros por ejemplo las
tomas parciales y graduales de una base de datos tal y como se explica en el capitulo
de Evaluacidn, se utilizdé el Software de Licencia: Sistema de Modelado Algebraico
General GAMS por sus siglas en inglés (GAMS Development Corporation, 2016). En el
cual se uso el algoritmo binario explicado en el capitulo 3.

GAMS es un sistema de modelado algebraico para programacidon matemadtica y
optimizacién, éste se compone de un lenguaje, un compilador y un mddulo de
ejecuciéon optimizado, disefiado para el desarrollo de modelos de optimizacién y de
programacion matematica.
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La ventaja de utilizar GAMS radica en que garantiza encontrar el dptimo para el
problema que se haya ingresado, y su principal desventaja es que para las bases de
datos grandes el tiempo y los costos de ejecucion crecen demasiado.

Para poder enfrentarse a la desventaja del costo computacional se usé de una
técnica metaheuristica que redujera el tiempo de ejecucidn, para ello nos valimos de
la técnica de Recocido Simulado que se explica en el capitulo 3.

4.6. Recocido Simulado.

Cuando la cantidad de datos es demasiado grande, el proceso de coloracion
puede tardar demasiado e implicar un costo computacional muy alto, por lo que se
optd por aplicar una técnica metaheuristica que permita resolver el problema
reduciendo los costos computacionales, para este caso se optd por recocido simulado
porque es una técnica de propdsito general, permite definir las iteraciones, la
estructura de las vecindades, el momento de evaluar la funcion objetivo y la facilidad
para implementarla en la computadora.

4.7. Andlisis de Regresion.

Tal y como se explicd en el capitulo 3, la técnica utilizada para mejorar la
eficiencia del modelo en bases de datos complicadas fue el andlisis de regresion vy el
software encargado de efectuar los calculos de regresion lineal para las bases de
datos que lo requirieron fue Microsoft Excel en su versién 2007. A continuacion se
muestra un ejemplo del andlisis de regresion calculado en Excel junto con su
interpretacion.

Estadisticas de la regresion
Coeficiente de correlacidn multiple 0.964584039
Coeficiente de determinacidn R/2 0.930422368

RA2 ajustado 0.928502985
Error tipico 0.219053816
Observaciones 150

Tabla 4.1 Modelo de regresion calculado por MS Excel.

La tabla 4.1 del analisis de regresidon muestra los coeficientes de regresion, asi
como el coeficientes de error.
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ANOVA

GL SS MC FO F
Regresion 4 93.04223675 23.26055919 484.7507687 8.21218E-83
Residuos 145 6.957763247 0.047984574

Total 149 100
Tabla 4.2 Andlisis de Varianza (ANOVA) calculado por MS Excel.

En la tabla 4.2 se muestra el analisis de varianza ANOVA (Montgomery, Runger,
2003) como un modelo mas certero para establecer la confianza del modelo, se
incluyen la suma de los cuadrados (SS), los grados de libertad (GL), la media de los
cuadrados (MC), F, obtenido y F como coeficiente de distribucién de Fisher para

comparar.

Coeficiente Error Tipico t p
Y 1.192083995 0.204698118  5.823619721 3.56594E-08
X1 -0.109741463 0.057758651 -1.900000449 0.059418327
X2 -0.044240447 0.059963135 -0.737794097 0.461831907
X3 0.227001382  0.0569904  3.983151224 0.000107245
X4 0.60989412 0.094474472  6.455649959 1.51962E-09
<95% >95% <95% >95%
0.787506449 1.59666154 0.787506449 1.59666154
-0.2238991 0.004416173 -0.2238991 0.004416173
-0.162755156 0.074274262 -0.162755156 0.074274262
0.114362163 0.339640602 0.114362163 0.339640602

0.42316915 0.79661909 0.42316915 0.79661909
Tabla 4.3 Estadisticos de las columnas calculado por MS Excel.

Finalmente en la tabla 4.3 se muestran los valores estadisticos de las variables
dado un intervalo de confianza, en este caso con 4 variables independientes contra
una variable dependiente, es aqui donde se explica la utilidad del analisis de regresion
para este documento:

e Mientras mas grande sea el valor de t, mayor es su influencia en la
columna de resultado. Un valor negativo de t establece que mientras el
valor de la variable dependiente crece, el valor de esa variable
independiente decrece.

e Elvalor de p representa la probabilidad de que los valores de la
columna valgan cero y no se altere el valor de la columna resultado, es
decir, prescindir del atributo en el modelo.
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Con la informacion proporcionada por el analisis de regresion, se podran tomar
acciones correctivas para mejorar la eficiencia del modelo, por ejemplo en la base de
datos Iris que se vera en el siguiente capitulo seran:

e Invertir el signo de la caracteristica longitud de sépalo (hoja que envuelve a
la flor).
e Eliminar la columna ancho de sépalo.
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5. Evaluacion

La evaluacion de las instancias se realizé en una PC con Windows 7 Professional
de 64 bits con Service Pack 1, procesador Intel Xeon a 2.27 GHz y 4 GB de memoria

RAM.

5.1.

Base de datos Hepatitis (Chow, 2006).

Reune los datos del tratamiento y los sintomas de 155 pacientes de hepatitis,

cuenta con 19 caracteristicas tomadas como atributos que son:

O o N Uk WDN R

S
N R O

13.

14.

15.

16.

17.

18.

19.

Edad del paciente, los datos oscilan entre los 7 y 78 afios.
Sexo del paciente, hombre (1), mujer (2).

Tratamiento con esteroides, no (1) si (2).

Tratamiento con antivirales, no (1) si (2).

Sintoma de Fatiga, no (1) si (2).

Malestar general en el paciente, no (1) si (2).

El paciente presentaba un cuadro de anorexia, no (1) si (2).
Higado grande, no (1) si (2).

Higado duro, no (1) si (2).

. Bazo facilmente palpable, no (1) si (2).
. Arafa vascular o aparicion de manchas rojizas en la piel, no (1) si (2).
. Ascitis, es decir, presion alta en los vasos sanguineos del higado, no (1)

si (2).

Varices en el paciente, entiéndanse como hinchazén de las venas, no
(1) si (2).

Cantidad de Bilirrubina como consecuencia de una inflamacién aguda
del higado, los datos se distribuyen entre 0.3 y 8 de forma continua.
Cantidad anormal de Fosfatasa alcalina, una enzima muy sensible a
problemas del higado o los huesos, fluctuando entre 26 y 295 en
ndmeros enteros.

Presencia de Transaminasa sérica de glutamato-oxalacetato (SGOT por
sus siglas en inglés), cuando esta enzima se encuentra en la sangre hay
alerta de dafios en el corazén o en el higado, desde 14 hasta 648 todos
ndmeros enteros.

Albumina, una baja cantidad de esta proteina en la sangre es senal de
células hepaticas dafiadas, ubicados los datos entre 2.1y 6.4.

Tiempo de Protrombina, un monitoreo de la coagulacidon sanguinea
comunmente usado, distribuido entre 0 y 100 en cantidades enteras.
Histologia o si el paciente cuenta con expediente clinico, no (1) si (2).
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La base tenia datos faltantes, asi como valores alfanuméricos por lo que se tuvo
que efectuar una previa ponderacién. Los datos estan divididos en 2 clases y estan
distribuidos de la siguiente manera:

¢ Vivo: 123 instancias.
¢ Muerto: 32 instancias.

Debido a que se trata de un clasificador no supervisado y no se conoce a priori
la cantidad de clases, es necesario apoyarse en la propiedad de resiliencia de la
coloracién de graficas suaves para poder obtener el dptimo de colores en la
clasificacion, para después compararlo con las clases predefinidas en la base de datos.

Nodos Numero de colores Dureza Solidez Resiliencia

20 1 1083.0941 | 5.700495263

20 2 398.5664 | 4.428515556 0.287224848
20 3 231.7599 | 4.089880588 0.082798253
20 4 149.2803 3.7320075 0.095892918
20 5 97.0654 3.235513333 0.153451436
20 6 70.4842 3.020751429 0.071095524
20 7 52.8542 2.845995385 0.061404191
20 8 41.8342 2.788946667 0.020455292
20 9 31.3302 2.56338 0.087995797
20 10 23.95254 2.395254 0.070191303

Tabla 5.1 Resultados de Resiliencia para la BD Hepatitis.

Por tiempos de ejecucion se utilizé una muestra pequeia con 20 elementos y
asi poder reportar el éptimo de la funcion objetivo que es la del Modelo Binario
Entero con el software GAMS. Se puede observar en la tabla 5.1 que el proceso
sugiere 2 colores como 6ptimo para agrupar el conjunto de datos, tal y como sugiere
la clasificacién supervisada.

Se aplicaron los procesos de estandarizacion (limpieza, ponderacion,
normalizacion), se generd la matriz de distancias y se ejecutd el algoritmo de
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coloracién a varios casos con el proceso de recocido simulado obteniendo los
siguientes resultados:

. Numero de Tiempo de ejecucion Porcentaje de
Instancias por clase .
colores (segundos) eficiencia

2 vivos, 2 muertos 2 0.9165 100%

4 vivos, 4 muertos 2 1.9520 87.5%

5 vivos, 5 muertos 2 2.3223 90%
10 vivos, 10 muertos 2 9.4864 85%
20 vivos, 13 muertos 2 23.6332 84.8%

Tabla 5.2 Resultados de Clasificacion de la BD Hepatitis.

La eficiencia se entiende como el nimero de "aciertos" del algoritmo de
Coloracion de Graficas Suaves (CGS) respecto a la clasificacion predeterminada de la
base de datos, por ejemplo con una base de datos de 50 instancias y el algoritmo
coincidié en 48 instancias con la clasificaciéon predeterminada, la eficiencia es de
48/50 es decir de un 96%.

Para poder observar mejor el comportamiento del proceso de coloracién, se
fue incrementando gradualmente el nimero de instancias hasta abarcar toda la base
de datos. Para este caso, la base de datos no tenia los datos uniformemente
distribuidos en las clases predeterminadas, tal y como puede observarse en la tabla
5.2 sélo 13 instancias de una clase cumplieron con todos los filtros previos mientras
que 20 instancias de la otra clase pasaron todos los filtros, la eficiencia de clasificacion
es buena incluso para una cantidad dispar de instancias por clase, en cuanto al factor
tiempo, se pueden observar resultados buenos.

A continuacion se comparardn los resultados obtenidos con otras técnicas de
clasificacion, el elemento sombreado es el algoritmo de clasificacién desarrollado en
este documento.
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Método y métrica Eficiencia Tipo de prueba
21 NN, Manhattan k=1 90.3 leave-one-out
Featuring Space Mapping 90 leave-one-out
14-NN, Euclidiana k=1 89 leave-one-out
LDA 86.4 leave-one-out
CoIoratl:EiS:“(;;’::i:iiiuaves ! 84.8 Subconjuntos sin entrenamiento.
CART (arbol de decisién) 82.7 leave-one-out
MLP+backprop 82.1 leave-one-out

Tabla 5.3 Fuente (Universidad Nicolds Copérnico Polonia, 2010) Comparacion de clasificadores
para la BD Hepatitis en pruebas leave-one-out.
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Método y métrica Eficiencia Tipo de prueba
9NN con pesos 92.9 10 x cross validation
18NN Manhattan 90.2+0.7 10 x cross validation
FSM con rotaciones 89.7 10 x cross validation
15 NN Euclidiana k=1 89+0.5 10 x cross validation
FSM sin rotaciones 88.5 10 x cross validation
VSS 4 neuronas, 5 it 86.5+8.8 10 x cross validation
LD(;A;;aC?i?:?;Z:::al 86.4 10 x cross validation
Bayes ingenuo y semi NB 86.3 10 x cross validation
IncNet 86 10 x cross validation
QDA, grséclriisri:,i;:::rético 85.8 10 x cross validation
1-NN 85.315.4 10 x cross validation
VSS 2 neuronas, 5 it 85.1+7.4 10 x cross validation
ASR 85 10 x cross validation
Coloracion GS, Euclidiana Subconjuntos sin
k=2 84.8 entrenamiento.
Andlisis dFiisScr:Lr:\iante de 84.5 10 x cross validation
LvQ 83.2 10 x cross validation
CART (arbol de decision) 82.7 10 x cross validation
MLP con BP 82.1 10 x cross validation
ASI 82 10 x cross validation
LFC 81.9 10 x cross validation
RBF 79 10 x cross validation
MLP+BP 77.4 10 x cross validation

Tabla 5.4 (Universidad Nicolds Copérnico Polonia, 2010) Comparacion de clasificadores para la

BD Hepatitis con prueba 10 x cross validation.
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Como se puede observar en las tablas 5.3 y 5.4 el clasificador se encuentra bien
posicionado respecto a los demas, lo que significa que los resultados de
eficiencia son bastante buenos.

5.2. Base de datos Wine.

Un conjunto de resultados del analisis quimico de 178 instancias de vinos de
una misma region, cuenta con 13 caracteristicas tomadas como atributos que son
(Fernandez, et al., 2009) (Waterhouse, Ebeler, 1998):

Porcentaje de alcohol, cuyos valores oscilan entre 11.03 y 14.83.

2. Cantidad de Acido Malico, responsable del sabor 4cido de la fermentacién
de las frutas, el grado de acidez se encuentra entre 0.74 y 5.8.

3. Cenizas, como resultado de la calcinacion del vino a 500°C, los valores se
dispersan entre 1.36 y 3.23.

4. Alcalinidad de las cenizas, tratdandose de la suma de los cationes de amonio
mezclados en los 4cidos del vino cuyos valores se encuentran entre 10.6 y
30.

5. Magnesio, importante para determinar las condiciones de almacenamiento
del vino, las concentraciones varian entre 70 y 162 en numeros enteros.

6. Fenoles totales, o pigmentacidn del vino, distribuidos entre 0.98 y 3.88.

7. Flavonoides o pigmentos amarillos que aumentan al envejecer el vino
blanco, cuyos valores se colocan entre 0.34 y 5.08.

8. Fenoles no flavanoides, otro tipo de elemento que influye en la coloracion
del vino, con valor minimo de 0.13 y maximo de 0.66.

9. Proantocianinas, sustancia mas importante de la uva para este caso, otorga
las propiedades beneficiosas del vino a la salud humana, donde los valores
oscilan entre 0.41y 3.58.

10. Intensidad del color sin importar si el vino es blanco o tinto con datos
desde 1.28 hasta 13.

11. Matiz del color del vino, de igual forma éste no distingue si el vino es
blanco o tinto, su informacién de distribuye entre 0.48 y 1.71.

12. 0OD280/0D315, concentracion de esas proteinas en vinos diluidos, los datos
fluctdan entre 1.27 y 4.

13. Prolina, un aminoacido importante del metabolismo del nitrégeno de las
levaduras, distribuido entre 278 y 1680 en nimero entero.

No hay datos faltantes, todos los valores son numéricos y los datos estan
distribuidos en 3 clases de la siguiente manera:

¢ Vino de mesa: 59 instancias.
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En la siguiente tabla se muestra la cantidad 6ptima de colores que sugiere el

Vino de crianza: 71 instancias.

Vino de reserva: 48 instancias.

algoritmo, para ello se utilizé la propiedad de resiliencia.

Nodos | Numero de colores | Dureza Solidez Resiliencia
12 1 163.374 | 2.475363636
12 2 49.4852 | 1.649506667 | 0.500669071
12 3 17.2711 | 0.959505556 | 0.719121538
12 4 10.8214 | 0.901783333 | 0.06400897
12 5 7.1476 | 0.850904762 | 0.059793497
12 6 4.5769 | 0.762816667 | 0.115477413
12 7 3.1643 | 0.738336667 | 0.033155607
12 8 2.1423 0.7141 0.033940158
12 9 1.3831 0.69155 0.03260791
12 10 0.715 | 0.595833333 | 0.160643357

Tabla 5.5 Resultados de Resiliencia para la BD Wine.

Por tiempos de ejecucion se utilizé una pequena muestra de las instancias, y asi
garantizar el éptimo de la funcién objetivo con el software GAMS. El modelo sugiere 3
colores como optimo para agrupar el conjunto de datos, tal y como ya se sabia con
anterioridad.

Se estandarizaron los datos y se uso el algoritmo de coloracidon a varios casos
obteniendo los siguientes resultados:
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Instancias Numero de Tiempo de ejecucién Porcentaje de
totales colores (segundos) eficiencia

6 3 1.6493 100%

9 3 2.5924 100%

12 3 3.9579 100%

15 3 5.8813 100%

30 3 17.4964 96.6%

60 3 59.6774 96.6%

90 3 126.4094 95.5%
Toda la BD 3 471.2716 93.25%

Tabla 5.6 Resultados de clasificacion para la BD Wine.

Cabe aclarar que se utilizé una parte proporcional de cada clase para las
pruebas preliminares, al momento de utilizar toda la base de datos, la proporcion
cambid a la original.

Analizando la tabla 5.6 tanto la eficiencia de clasificacién como el tiempo de
ejecucidon son bastante buenos incluso para una cantidad dispar de instancias por
clase, aunque para analizar la eficiencia del algoritmo a mayor detalle fue necesario
compararlo con otros clasificadores similares, como a continuacién se detalla.
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Método y métrica Eficiencia Tipo de Prueba
RDA 100 leave-one-out

QDA 99.4 leave-one-out

LDA 98.9 leave-one-out

kNN, Manhattan k=1 98.7 leave-one-out
1NN 96.1 leave-one-out

kNN, Euclidiana k=1 95.5 leave-one-out
kNN, Chebyshev k=1 93.3 leave-one-out

Sl I?:SZ' A EIELE 93.2 Subconjuntos sin entrenamiento.

Tabla 5.7 (Universidad Nicolds Copérnico Polonia, 2010) Comparacion de clasificadores para la
BD Wine con prueba de leave-one-out.
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Método y métrica Eficiencia Tipo de Prueba
kNN, Manhattan, k de 1-10 98.9+2.3 10 x cross validation
IncNet, 10CV, Gauss 98.9+2.4 10 x cross validation
10 CV SSV, con podado 98.3+2.7 10 x cross validation
10 CV SSV, 7 nodos 98.3+2.7 10 x cross validation
kNN, Euclidiana, k=1 97.8 2.8 10 x cross validation
kNN, Manhattan, k=1 97.8+2.9 10 x cross validation
kNN, Manhattan, k de 1-10 97.8 3.9 10 x cross validation
kNN, Eucliana, k=3, pesos 97.8 4.7 10 x cross validation
alterados
IncNet, 10CV, bicentral 97.2+2.9 10 x cross validation
kNN, Euclidiana k de 1-10 97.2 4.0 10 x cross validation
ocv SS.V' nodos 97.2+5.4 10 x cross validation
optmizados
FSM a=0.99 96.1 +3.7 10 x cross validation
FSM 10CV, Gauss, a=0.999 96.1 4.7 10 x cross validation
FSM 10CV, triangular, 96.1 5.9 10 x cross validation
a=0.99
kNN, Euclidiana k=1 95.5+4.4 10 x cross validation
Coloracion kG_SZ’ Euclidiana 93.2 Subconjuntos sin entrenamiento.
10 ;V .SSV’ nodos 92.8 +3.7 10 x cross validation
optimizados, BFS
10 C.V ?‘SV' nodos 91.6 +6.5 10 x cross validation
optimizados, BS
10 CV SSV, con podado, BFS 90.4 +6.1 10 x cross validation

Tabla 5.8 (Universidad Nicolds Copérnico Polonia, 2010) Comparacion de clasificadores para la
BD Wine con prueba 10 x cross validation.




52 Evaluacion

Para este caso también se obtuvieron buenos resultados, cabe mencionar que
la fuente no especifica las caracteristicas del modelo de clasificacidon que utilizaron.

5.3. Base de datos Iris.

Esta es posiblemente la base de datos mas conocida en la literatura de
reconocimiento de patrones. Contiene 3 clases de 50 instancias cada una y cada clase
corresponde a un tipo de planta. Los atributos de la base de datos son:

1. Longitud del sépalo (hoja que envuelve a la flor desde sus fases tempranas de
desarrollo) en cm.
Ancho del sépalo en cm.

3. Longitud del pétalo (antdfilo que forma parte de la corola de una flor) en cm.

Ancho del pétalo en cm.

Los tipos de planta se distribuyen en tres especies:

e Iris setosa.
e Iris versicolor.
e lrisvirginica.

Se especifica de antemano que 1 clase puede ser separada linealmente de las
otras dos, mientras que las Ultimas clases no pueden ser separadas de forma lineal,
tomando en cuenta esa informacion, el primer color sera compuesto por la Iris setosa,
mientras que el segundo color correspondera a la Iris versicolor y la Iris virginica.

Mientras se siga tomando en cuenta que sélo se pueden separar 2 tipos de
planta por método lineal, los resultados son bastante favorables. En |a siguiente tabla
se muestra el dptimo de colores que sugiere el método.
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Nodos | Numero de colores | Dureza Solidez Resiliencia

15 1 99.5758 | 0.94834095

15 2 13.7321 | 0.2816841 @ 2.36668255
15 3 4.8804 0.16268 | 0.73152264
15 4 2.3024 | 0.11163152 | 0.45729456
15 5 1.4355 0.0957 0.16647351
15 6 0.7959 | 0.07074667 | 0.35271391
15 7 0.5276 | 0.06155333 | 0.14935557
15 8 0.3129 0.04768 | 0.29096756
15 9 0.2139 0.04278 0.1145395

15 10 0.1237 | 0.03298667 | 0.29688763

Tabla 5.9 Resultados de Resiliencia para la BD Iris.

Por cuestion de tiempo de ejecucién se escogié un 10% de la BD para poder
encontrar el éptimo con GAMS.

El algoritmo sugiere 2 colores como el éptimo de la coloracién, lo que quiere

decir que es incapaz de ver diferencias claras entre los otros 2 tipos de planta,

confirmando lo explicado previamente. Las pruebas de agrupamiento arrojaron los
siguientes resultados de eficiencia:
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Instancias Numero de Tiempo de ejecucion Porcentaje de
totales colores (segundos) eficiencia
6 2 1.0535 100%
9 2 2.1621 100%
12 2 3.7661 91.6%
15 2 5.8036 93.3%
30 2 19.2118 93.3%
60 2 68.3645 96.6%
90 2 145.4169 95.5%
Toda la BD 2 383.8048 95.3%

Tabla 5.10 Resultados de Clasificacion para la BD Iris.

Al igual que en todas las bases de datos de prueba, no se forzé a que ambos
colores tuvieran la misma cantidad de datos, por lo que la proporcidon se mantuvo
original ya que al grupo 2 lo componen 2 tipos de planta.

Enfrentandose al problema de los 2 tipos de planta mezclados, se hizo un
analisis de regresion (Montgomery, Runger, 2003), de esta manera podremos decidir
gue columnas influyen mas en el tipo de planta. En la tabla siguiente se muestran los
resultados del andlisis de regresion.

Para interpretar los valores, es necesario saber que mientras mas grande sea el
valor de t, mayor es su influencia en la columna de resultado, la siguiente columna

Columna Estadisticot | Probabilidad

Tipo de flor 5.823619721 | 3.56594x10-8
Longitud del sépalo | -1.900000449 | 0.059418327
Ancho del sépalo | -0.737794097 | 0.461831907

Longitud del pétalo

3.983151224

0.000107245

Ancho del pétalo

6.455649959

1.51962x10-9

Tabla 5.11 Andlisis de Regresion de la BD Iris.
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representa la probabilidad de que los valores de la columna valgan cero y no se altere
el valor de la columna resultado, es decir, prescindir del atributo en el modelo.
Entonces como se aprecia en la tabla 5.11 la columna de ancho de sépalo tiene una
alta probabilidad de valer cero, mientras que la columna de longitud de sépalo tiene
valor negativo en su estadistico t, una vez teniendo esta informacion se tomaron las
siguientes medidas:

* Invertir el signo de la caracteristica longitud de sépalo.
e Eliminar la columna ancho de sépalo.

Ya tomadas las medidas correctivas se volvid a ejecutar el modelo de

coloracion.
Nodos | Numero de colores | Dureza Solidez Resiliencia

150 1 4504.2856 | 0.40306806

150 2 517.0014 | 0.09315341 | 3.32692783
150 3 113.9274 | 0.03100065 | 2.00488526
150 4 60.2439 | 0.0220069 | 0.40867852
150 5 51.1956 | 0.02353821 | -0.06505605
150 6 44.6389 | 0.02479939 | -0.05085537
150 7 40.9661 | 0.02673778 | -0.07249637
150 8 35.8347 | 0.02691808 | -0.00669823
150 9 32.8099 | 0.02792332 | -0.03599983
150 10 31.8684 | 0.03035086 | -0.07998252

Tabla 5.12 Resultados de Resiliencia para la BD Iris.

La resiliencia se calculd con el proceso de recocido simulado y asi poder incluir
todos los elementos de la BD. El proceso sigue sugiriendo 2 colores como éptimos, sin
embargo ya ve mas claramente que 3 colores es una buena clasificacion. A
continuacion se ejecutd el proceso de clasificacién ya con todos los nodos de la BD
usando tres clases.
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Instancias Numero de Tiempo de ejecucion Porcentaje de
totales clases (segundos) eficiencia
150 3 350.753 96%

Tabla 5.13 Resultado de clasificacion para la BD Iris con 3 colores.

En el proceso de clasificacion es donde mas se puede apreciar la mejora, el

modelo ya es capaz de ver los 3 tipos de planta y las clasifica a un porcentaje de

eficiencia muy alto, en el siguiente capitulo se podra comparar el modelo con otros

clasificadores ya publicados y probados.

Como se menciond anteriormente, Iris es una de las bases de datos mas

utilizadas, los autores también han tenido que enfrentarse al problema de separar los

otros 2 tipos de planta con varias técnicas como son algoritmos evolutivos, redes

neuronales o arboles de decision (Universidad de Irvine California, 2016), la

comparacion de resultados se hara sobre la clasificacion de los 3 tipos de plantas.

Método y métrica

Eficiencia

Tipo de prueba

Coloracién GS, Euclidiana k=2

96

Sin entrenamiento.

C4.5 93.6 Algoritmo k-medias, cross validation
C4.5+m 93.1 Algoritmo k-medias, cross validation
C4.5+m+cf 93.1 Algoritmo k-medias, cross validation
CA4.5+cf 91.6 Algoritmo k-medias, cross validation

Tabla 5.14 Fuente (Demsar, 2006) Comparacion de Clasificadores para la BD Iris.

Tal y como se muestra en la tabla 5.14 el clasificador esta muy bien colocado

respecto a otros trabajos y aunque la muestra de trabajos es muy pequeiia, se obtuvo

de un articulo dedicado a la comparacion de distintos clasificadores.
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5.4. Base de datos Car Evaluation.

1728 modelos distintos de automdviles evaluados sin datos faltantes que
incluye entre atributos subjetivos y atributos técnicos. Las caracteristicas se describen
a continuacioén:

1. Precio. (Evaluado como muy alto, alto, medio y bajo, se reemplazaron por 4,
3, 2, 1 respectivamente)

2. Mantenimiento. (Muy alto, alto, medio y bajo, se reemplazaron por 4, 3, 2, 1
respectivamente)

3. Puertas. (2,3,4,50mas)
Capacidad. (2, 4 o mas personas)

5. Cajuela. (Pequefia, mediana y grande, se sustituyeron esos valores por 1,2y 3
respectivamente)

6. Seguridad. (baja, mediay alta, reemplazandose por 1, 2 y 3 respectivamente)

Los valores de precio, mantenimiento, cajuela y seguridad, ademas de ser
subjetivos no son numéricos, por lo que fue necesario establecer la ponderacién de
los valores descrita. Todos los datos se encuentran distribuidos entre las siguientes
categorias a continuacion:

e Inaceptable: 1210 instancias.
* Aceptable: 384 instancias.

* Bueno: 69 instancias

*  Muy bueno: 65 instancias.

Suponiendo que no sabemos que la agencia ha dividido los autos en estas
cuatro clases, se calculd la resiliencia en una muestra pequefia para conocer el
numero de clases en los que trabajard el agrupador.
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Nodos | Numero de colores | Dureza Solidez Resiliencia
20 1 367.2775 | 1.93303947
20 2 96.4999 | 1.07222111 § 0.80283661
20 3 48.8055 | 0.86127353 | 0.24492519
20 4 22.1111 | 0.5527775 | 0.55808355
20 5 13.2778 | 0.44259333 | 0.24895126
20 6 8.3055 0.35595 | 0.24341434
20 7 5.5555 | 0.29914231 | 0.1899019
20 8 3.8889 0.25926 | 0.15383132
20 9 3.1389 | 0.25681909 | 0.00950439
20 10 2.5278 0.25278 | 0.01597868

Tabla 5.15 Resultados de Resiliencia para la BD Car Evaluation.

Por tiempos de ejecucidn se utilizé una cantidad pequefia de instancias, y asi
garantizar el éptimo de la funcién objetivo con el software GAMS. En la tabla 5.15 se
sugieren 2 colores como éptimos, es decir, para el proceso la mejor clasificacion es
sélo entre carros buenos y malos, hay que resaltar que el proceso ve como buena
clasificacion el uso de 4 colores, por lo que el algoritmo de coloraciéon ve adecuada
también la clasificacion original.

Estos son los resultados luego de estandarizar y ejecutar la coloracién suave
dptima con dos clases:
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Instancias Numero de Tiempo de ejecucion Porcentaje de
totales clases (segundos) eficiencia
8 2 1.8176 100%
12 2 4.07 100%
16 2 5.7669 100%
20 2 8.7322 100%
40 2 27.7042 100%
80 2 102.1054 100%
120 2 228.0418 95.83%
200 2 618.1844 98.5%

Tabla 5.16 Resultados de Clasificacion para la BD Car Evaluation.

Debido al tiempo de ejecucién no fue posible utilizar toda la base de datos, por
lo que las pruebas se acotaron hasta 50 instancias por clase. Esta base de datos es la
que cuenta con el mayor éxito de clasificacion, teniendo resultados de 100% en la
mayoria de las pruebas, por lo que podemos concluir que mientras se use la cantidad
de colores sugerida por el proceso, se obtienen excelentes resultados.

En la tabla 5.17 se pueden observar los datos de eficiencia del proceso de
coloracién de Graficas Suaves contra otros clasificadores, cabe resaltar que la
comparacién se hace con 2 colores que es donde se obtuvieron los mejores
resultados de clasificacion.
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Método y métrica Eficiencia Tipo de prueba
Colo.ra‘uon G5, 98.5 Subconjuntos sin entrenamiento.
Euclidiana k=2

TAN 94.10+0.48 Entrenamlentg previo con
subconjunto

BAN 94.04+0.44 Entrenamlentg previo con
subconjunto

Bayes Ingenuo 86.58+1.78 Entrenamiento previo con
subconjunto

GBN 86.11+1.46 Entrenamiento previo con

subconjunto

Tabla 5.17 (Cheng, Greiner, 1999) Comparacion de Clasificadores para la BD Car Evaluation.

Con lo mostrado en la tabla anterior, el agrupador se muestra bien posicionado

respecto a clasificadores supervisados, incluso contra el Bayes Ingenuo, lo que parece

indicar que el clasificador es bastante eficiente para distintos tipos de bases de datos.

5.5. Base de datos Stone Flakes.

Se trata de una base de datos publicada en 2014 y se compone de la

recopilacién de 79 objetos que sirvieron como auxiliares para crear puntas de flechas,

lanzas o cuchillos en la Europa Occidental durante el periodo Paleolitico. Se busca

encontrar una relacién de progreso tecnoldgico con estas herramientas de trabajo o

algin cambio en la técnica de creacion de armas de la Prehistoria (Weber, 2009). Hay

presentes 8 atributos de la base de datos que se describen a continuacién:

P wnN e

Ancho del objeto distribuido en un intervalo desde 1.02 hasta 1.69 cm.
Grosor del objeto entre 16.5 y 43.7 cm.

Profundidad del objeto oscilando entre 1.66 y 4.9 cm.

Angulo de golpeo entre el objeto y la superficie en la que se tallé desde los
105° hasta los 131°.

5. Frecuencia de uso como herramienta primaria cuyos datos se encuentran

entre 0y 67.2.

6. Frecuencia de uso como herramienta multiusos con valores desde 0 hasta

55.3.

7. Area de mayor desgaste, distribuyéndose los valores entre 5y 94.1 cm®.

8. Proporcion de desgaste respecto a la superficie total que varia entre 30% y

98%.

La base de datos tiene la siguiente clasificacién sugerida por los arquedlogos:
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* Edad y tipo de hominido, desde el Homo ergaster en el Bajo Paleolitico
entre 600,000 y 300,000 afios de antigliedad, pasando por la técnica
Levallois de hace 200,000 afios, seguido del grupo de neandertales del
Medio Paleolitico entre 120,000 y 60,000 afios de antigliedad, llegando
finalmente al Homo sapiens del Alto Paleolitico, hace unos 40,000 afios.

Una vez estandarizados los datos y aplicando el proceso de coloracién, se
obtuvieron los siguientes resultados:

Nodos | Numero de colores | Dureza Solidez Resiliencia
73 1 1909.4213 | 0.72656823
73 2 564.74 0.43584025 | 0.6670517
73 3 309.4432 | 0.3633384 | 0.1995436
73 4 201.9049 | 0.32067485 | 0.13304302
73 5 149.0708 | 0.30030379 | 0.06783484
73 6 120.4644 | 0.29555772 | 0.01605801
73 7 101.0152 | 0.29352694 | 0.00691854
73 8 84.661 0.28547439 | 0.0282076
73 9 76.99 0.29662243 | -0.03758326
73 10 64.3584 | 0.27987997 | 0.05982013

Tabla 5.18 Resultados de Resiliencia para la BD Stone Flakes.

Se utilizaron las 73 instancias que cumplian con los criterios de limpieza y de
datos faltantes. Aplicando el método de recocido simulado dado que se utilizaron
todos los nodos de la base de datos. En la tabla 5.18 se sugieren 2 colores como
Optimos, sin embargo, no descarta la posibilidad de que se utilicen 3 colores. En la
siguiente tabla a diferencia de las anteriores se ejecutd el modelo de clasificacidn
tanto con el software GAMS como con el proceso de recocido simulado. La eficiencia
se tomo respecto a la clasificacion sugerida de edad y tipo de hominido:
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Numero de Tiempo de Valor de la .
Modelo de . . .. Porcentaje de
. .. clases ejecucion funcidon L.
ejecucion L eficiencia
(segundos) objetivo
GAMS 2 8042.54 564.74 89.04%
Recocido 2 100.6817 564.74 89.04%
Simulado

Tabla 5.19 Clasificacion de la BD Stone Flakes con 2 Colores.

Se ejecutd el Modelo Binario Entero en GAMS garantizando el dptimo, pero
como se puede observar en la tabla 5.19 el tiempo de ejecucidon es mucho mayor que
mediante el proceso de recocido simulado; el proceso de recocido simulado es mas
rapido aunque no garantiza encontrar el optimo. En este caso alcanzé la misma
solucién que GAMS, pero no se puede tener la certeza de que siempre encuentre el
Optimo.

Respecto a la clasificacion, el modelo es capaz de distinguir las piezas entre los
hominidos mas antiguos de los mas recientes, lo que podria confirmar de manera
matematica la hipotesis de que existe una evolucién en las técnicas de tallado de
piedras en el Paleolitico (Weber, 2009). A continuacion se muestran los resultados del
proceso de clasificacién ahora con 3 colores.

Modelo de Tiempo de ejecucion | Valor de la funcion Porcentaje de
ejecucion (segundos) objetivo eficiencia
GAMS 50704.21 -- Desconocido
Recocido 102.9938 309.4432 82.19%
Simulado

Tabla 5.20 Clasificacion de la BD Stone Flakes con 3 colores.

En esta ocasién GAMS fue incapaz de encontrar una solucién tras 14 horas
aproximadas en ejecucion por lo que nos apoyamos en los resultados del recocido
simulado encontrando un porcentaje de eficiencia bastante aceptable tomando en
cuenta que dado que se usé una metaheuristica y por el tamafio de la instancia, es
poco probable haber encontrado la coloracién éptima que sugiere el modelo. En este
caso el proceso de clasificacién ve claramente la separacidén de los hominidos mas
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antiguos, pero le cuesta trabajo diferenciar las piedras talladas entre Neandertales y
Homo Sapiens.

Al momento de comparar los resultados con otro clasificador propuesto (Ritter,
2015), éste también realiza el agrupamiento de los datos haciendo uso de la
clasificacion geo-cronoldgica propuesta.

Método y métrica Eficiencia Tipo de prueba
Algoritmo de 84.93% Probabilidad aplicada en analisis de
Agrupacion recortada agrupamiento y seleccion de variables.
Coloracién GS, 82.19% Sin entrenamiento.
Euclidiana k=3

Tabla 5.21 Comparacidn de Clasificadores para la BD Stone Flakes.

Los resultados son muy similares en la ejecucion a 3 colores. Se puede percibir
una ventaja importante del modelo de coloracién de graficas suaves respecto al
modelo de Ritter, la cual consiste en que el método de coloracién no conlleva un
analisis tan exhaustivo de los datos ni considerd previamente varios tipos de
separacion (lineal, Fisher, p-valor, etc.). Lo que permite obtener resultados similares
con un modelo mucho mas simple de resolver.
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Este trabajo tuvo como fin explicar el desarrollo de un clasificador no
supervisado utilizando el modelo de coloracién de graficas suaves, primero se dio un
breve repaso de la base tedrica sobre la que se fundamentd, seguido de la
construccién de la propuesta, su evaluacion en algunas bases de datos las cuales se
buscaron de distintas ramas del conocimiento y finalmente se compararon los
resultados con otros modelos ya publicados y aceptados por la comunidad.

Se validé el modelo utilizando un conjunto de datos sin procesar obtenidos del
repositorio de la Universidad de California Irvine, se seleccionaron tanto bases
numéricas como alfanuméricas que se podian ponderar y volver numéricas. La
informacion se procesé en tres fases:

e Estandarizacién de los datos (Limpieza, ponderacion y normalizacién).

e Creacidn de la matriz de distancias.

e Ejecucion del modelo de coloracién de graficas suaves aplicando la técnica
metaheuristica de recocido simulado.

Para resolver las instancias con hasta 20 elementos a clasificar, se desarrollé un
modelo de programacidon entera binaria. Este modelo se resolvio utilizando el
software comercial GAMS que, como se explicd en el capitulo de propuesta, el
software cuenta con sus propias bibliotecas de optimizacidon por lo que sélo se le
implementd el modelo de coloracién de graficas suaves a la biblioteca CPLEX 12.6.

Para instancias de mds de 20 elementos, el tiempo de calculo en GAMS se
volvia prohibitivamente grande debido a que el problema de coloracion de graficas
suaves es del tipo NP-Duro y era necesario reducir el tiempo de ejecucién por lo que
se desarrollé un modelo metaheuristico de recocido simulado el cual se implementd
en FreeBASIC porque es un lenguaje cuyos programas se ejecutan mas rapido que en
casi todos los demas lenguajes de alto nivel.

El resultado fue un clasificador no supervisado de propdsito general (por ello se
buscaron distintos tipos de bases de datos) eficiente y con tiempos de ejecucion
excelentes para una cantidad pequefia de datos y buenos para una gran cantidad de
datos si se acompafia de una técnica metaheuristica, permitiendo la mejora de
resultados utilizando analisis de regresion. El clasificador desarrollado es bastante
eficiente bajo condiciones de limpieza de ruido y de normalizacion de datos, esto lo
posiciona muy bien entre clasificadores ya publicados y usados frecuentemente.

Consideramos que la solucién como primer proceso de filtrado debia ser rapida
y facil de utilizar por lo que un manejo complejo de los datos va en contra del



Conclusiones

paradigma original de la propuesta. Nuestro algoritmo se desempefia bien incluso en
las bases de datos complicadas para los clasificadores mas utilizados por la
comunidad.

Una de las diferencias a destacar entre un clasificador supervisado y un
clasificador no supervisado consiste en que en al clasificador supervisado se le indica
qué debe encontrar mediante un entrenamiento, mientras que un clasificador no
supervisado tiene su propia inteligencia y sus propios criterios sin necesidad de ser
entrenado. Si los resultados de clasificacion arrojados por el agrupador no coinciden
con los que se conocen a priori, no necesariamente se trata de un error, sino de otro
enfoque del problema que deberia ser tomado en cuenta, por ejemplo el caso de la
evaluacion de carros, donde el clasificador distingue con gran claridad un auto bueno
de uno malo.

Dentro del trabajo a futuro se espera que el clasificador pueda ser usado para el
reconocimiento de patrones en el que no se tiene claro cudl seria la mejor forma de
agrupar, facilitando muchas actividades tales como (Journal Pattern Recognition,
2015):

e Prevision meteoroldgica con conocimiento a priori de datos meteoroldgicos

previos creando mapas de prediccidn automatica.

* Reconocimiento de caracteres como son simbolos de escritura a mano o a

maquina.

e Reconocimiento de voz y del lenguaje natural.

e Aplicaciones médicas como el analisis de signos vitales, deteccion de tumores,

marcas en la piel.

e Reconocimiento de huellas dactilares para la autenticacién.

e Reconocimiento de rostros comiunmente utilizados por las camaras para la

deteccion de sonrisas o de personas en una imagen.

* Interpretacidn de fotografias aéreas y de satélite para la agricultura, geologia,

geografia.

e Prediccién de magnitudes de terremotos.

* Ayuda a personas con discapacidad visual mediante el reconocimiento de

objetos.

e Reconocimiento de musica identificando el género musical y/o la cancién

concreta.

Respecto a las bases de datos utilizadas se puede concluir que los resultados
son de muy buena calidad comparados con modelos supervisados, los modelos
supervisados suelen estar orientados a aprender a ver lo que el investigador quiere
gue se vea por lo que su eficiencia casi siempre es superior.

65
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En nuestro caso, el modelo no supervisado tiene una eficiencia tan buena y
frecuentemente superior que los supervisados. Por ejemplo en Hepatitis no hay una
diferencia mayor del 6% de aciertos respecto al algoritmo supervisado mejor
posicionado que se ha encontrado.

En la base Wine los resultados son comparables con técnicas estandar de
clasificacion supervisada e incluso con clasificadores estructurados en redes
neuronales incrementales (IncNet por sus siglas en inglés).

Para la base de Iris, una base de datos histéricamente dificil de clasificar,
coloracién de graficas suaves fue el mejor clasificador por mas de 2% a los mejores
clasificadores supervisados que se conocen.

Una historia similar se tiene con los datos de Car Evaluation donde la eficiencia
de nuestro algoritmo es mejor por mas de 4%, cabe mencionar que debido a que la
base es muy grande, se tomd una muestra de 200 datos respecto a la base original de
mas de 1700 elementos.

La base de datos Stone Flakes ha sido estudiada a profundidad por Gunter
Ritter (Ritter, 2015). Esta referencia desarrolla un algoritmo sofisticado donde los
datos son filtrados, ponderados y los datos restantes son linealizados y en general los
datos son procesados intensivamente con casi todas las técnicas de clasificacion que
publica en su libro. Por nuestra parte utilizando un algoritmo general en la misma
base se obtuvo una clasificacion con casi la misma eficiencia (<3%) la cual no requirio
un estudio tan complejo. En un trabajo futuro se podria desarrollar un algoritmo
especializado para Stone Flakes Unicamente.

Se cumplié el objetivo de reducir la intervencion humana, obteniendo una
solucion muy eficaz para el ambito de los algoritmos no supervisados; y al
implementarle una técnica metaheuristica se logré que el clasificador resultara
escalable, es decir, . Ademas de la influencia de las caracteristicas del equipo en la
eficiencia de un algoritmo de agrupamiento, el lenguaje de programacion utilizado
tiene injerencia importante en los tiempos de ejecucién, por ello también se uso un
lenguaje sin middleware, sacrificando la portabilidad por la rapidez en el tiempo de
ejecucién a gran escala. Para una cantidad pequefia de datos el clasificador ofrece el
Optimo sin gran consumo de recursos, y con la técnica de recocido simulado se superdé
la prueba de escalabilidad para el modelo de coloracién de graficas suaves.
Finalmente al ser la coloracion de grafos una técnica poco explotada, este trabajo
mostré que ésta es una opcidn sélida y confiable dentro el inmenso abanico de
opciones dentro de los algoritmos de reconocimiento de patrones.
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Con base en el tema de esta Idonea Comunicacion de Resultados se escribio
con un articulo enviado a una revista indexada en Scopus y Zentralblatt MATH
llamada "Revista Matemadtica Teoria y Aplicaciones" el cual al momento de la
conclusién de este documento se encuentra listo para ser publicado en el volumen
21-1 de 2017.
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